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Résumé 

Résumé 

L'agriculture digitale est une révolution technologique du domaine agricole qui consiste à 

digitaliser les processus et filière de l’agriculture, tout en profitant des technologies avancées du 

digital, en vue de booster la productivité, optimiser les ressources et améliorer la performance, 

dans le dessein de contribuer efficacement à la sécurité alimentaire. En effet, les technologies de 

pointe liées à l’intelligence artificielle, Big data Analytics, Cloud Computing et à l’internet des 

objets constituent le levier d’une agriculture digitale révolutionnaire, permettant une analyse 

stratégique et prédictive des données agricoles massives collectées (données météorologiques, 

images des cultures, états des sols, demandes de commercialisation, suivi des terres, etc.), au profit 

d’une gestion smart et optimale des parcelles agricoles. 

Cette thèse vise à ajouter une pierre académique à cet édifice d’agriculture digitale et 

connectée. Il s’agit particulièrement d’appliquer les algorithmes de deep learning pour la gestion 

des cultures, notamment pour la détection des mauvaises herbes, en vue d’une meilleure 

productivité agricole. Ce travail de recherches propose des contributions pragmatiques basées sur 

un ensemble d’algorithmes susceptibles de renforcer l’Analytics à base de deep learning dans 

différents problèmes agricoles. En particulier, nous traitons la question de détection des plantes 

adventices par le biais d’une application informatique assurant l’amélioration du processus 

d’apprentissage des algorithmes. Nous y partageons, également, les résultats d'un ensemble 

d'études détaillées autour des approches existantes visant à améliorer les algorithmes de 

classification et de détection. Les constats dégagés de ces études nous ont inspiré pour proposer 

un ensemble de méthodes et de solutions susceptibles d’améliorer les modèles d'apprentissage 

profond au profit de l'agriculture et de l’industrie agroalimentaire. À la lumière de ces résultats, 

nous proposons un modèle hybride composé d’un réseau de neurones ResNeXt avec Machine à 

Vecteurs de Support (SVM). Ce modèle s’est avéré consistant et efficace favorisant une meilleure 

détection des mauvaises herbes pour l’optimisation des cultures et la hausse du rendement agricole. 

Ce travail se veut également une feuille de route scientifique et dessine de nouveaux sillons pour 

les futurs doctorants et chercheurs désirant appréhender davantage dans cette doctrine 

d’agriculture digitale. 

Mots-Clés : Deep Analytics ; Agriculture digitale ; Agriculture 4.0 ; Détection des mauvaises 

herbes ; Intelligence Artificielle ; Machine Learning ; Deep Learning ; Réseaux de neurones. 
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Abstract 

 

Abstract 

Digital agriculture is a technological revolution in the agricultural field which consists of 

digitizing agricultural processes and sectors, while taking advantage of advanced digital 

technologies, with a view to boosting productivity, optimizing resources and improving 

performance, with the aim of contributing effectively to food security. Indeed, advanced 

technologies related to artificial intelligence, Big data Analytics, Cloud Computing and the 

Internet of Things constitute the lever of a revolutionary digital agriculture, allowing an analysis 

strategic and predictive massive agricultural data collected (meteorological data, images of crops, 

soil conditions, marketing requests, land monitoring, etc.), for the benefit of smart and optimal 

management of agricultural plots. 

This doctoral dissertation aims to add an academic pillar to build a digital and connected 

agriculture. It is particularly a question of applying deep learning algorithms for crop management, 

in particular for the detection of weeds, with a view to improving agricultural productivity. This 

research work offers pragmatic contributions based on a set of algorithms likely to strengthen deep 

learning-based Analytics in different agricultural problems. In particular, we deal with the issue of 

weed plant detection through a computer application ensuring the improvement of the algorithm 

learning process. We also share the results of a set of detailed studies around existing approaches 

aimed at improving classification and detection algorithms. The findings from these studies have 

inspired us to propose a set of methods and solutions that can improve deep learning models for 

the benefit of agriculture and the agri-food industry. In light of these results, we propose a hybrid 

model composed of a ResNeXt neural network with Support Vector Machine (SVM). This model 

has proven to be consistent and effective, promoting better weed detection for crop optimization 

and increasing agricultural yield. This work is also intended to be a scientific roadmap and draws 

new paths for future doctoral students and researchers wishing to understand more about this 

doctrine of digital agriculture. 

Keywords: Deep Analytics; Digital agriculture; Agriculture 4.0; Weed detection; Artificial 

intelligence ; Machine learning; Deep learning; Neural networks. 
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Introduction générale 

Selon l’Organisation des Nations Unies pour l’alimentation et l’agriculture (FAO), la 

population mondiale devrait atteindre 9,2 milliards d’habitants en 2050. Ainsi, les agriculteurs 

devront produire 70% de plus pour satisfaire cette demande qui s’accentue au fil des années. En 

outre, de nombreux pays connaissent un énorme préjudice pour l’environnement en raison de 

l’utilisation accrue d’herbicides pour réduire l’effet des mauvaises herbes dans les champs 

agricoles. En égard à ces contraintes, les producteurs sont appelés à utiliser des modèles agricoles 

de nouvelle génération au lieu des méthodes traditionnelles et classiques afin de booster la 

productivité et préserver la profitabilité de l’agriculture. De surcroit, pendant les deux dernières 

décennies, avec l’évolution des nouvelles technologies de l’information et de la communication 

(NTIC), tous les secteurs basculent vers un nouveau mode d’agriculture basé essentiellement sur 

la digitalisation de ses processus et filières, ne considérant plus le digital comme un centre de coût, 

mais plutôt un centre de profit en vue d’un meilleur retour sur investissement. Dans cette optique, 

l’intérêt principal de la digitalisation de l’agriculture est d’améliorer la productivité pour faire face 

aux nombreux défis qui menacent la sécurité alimentaire, à savoir : la démographie, la pollution, 

l’exhaustion des ressources naturelles, les changements climatiques.  

En effet, plusieurs concepts ont émergé pour exprimer différentes formes de digitalisation de 

l’agriculture. Celles-ci incluent : L'agriculture digitale, l’agriculture de précision, smart agriculture 

et l’agriculture 4.0. Ce sont toutes des formes de modernisation et de digitalisation de l’agriculture 

en vue d’une meilleure performance. D’autres chercheurs voient l’agriculture 4.0 comme la 

dernière révolution agricole qui englobe toutes ces formes d’agriculture basée sur les dernières 

technologies du digital pour améliorer le rendement et la productivité agricole. Toutefois, le 

recours aux nouvelles tendances informatiques (Big data Analytics, AI, Cloud, IoT, etc.) est 

susceptible de garantir plus d’optimisation, de rationalisation et de performances. Mieux encore, 

les technologies avancées du digital telles que le « Cloud Computing », les Blockchains et 

l’internet des objets « IoT » se sont combinés avec l’intelligence artificielle « IA », les technologies 

robotiques et l’analyse des données massives « Big data Analytics » en vue d’enclencher la 

révolution « Agriculture 4.0 ». 

En particulier, les mauvaises herbes génèrent une concurrence féroce et accrue à l’encontre 

des bonnes cultures dans un champ agricole. Leur utilisation excessive des ressources allouées, 
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toutes catégories confondues, influencent considérablement la productivité et rendement agricoles. 

Pour y remédier, la gestion des mauvaises herbes spécifiques aux sites agricoles demeure l’une 

des pratiques clés d’une agriculture de précision. C’est également l’une des mesures efficaces pour 

réduire l’utilisation des pesticides, économiser les coûts, améliorer le contrôle des mauvaises 

herbes et éviter une pollution inutile de l’environnement. Traditionnellement, les mauvaises herbes 

sont contrôlées mécaniquement, thermiquement et même chimiquement en appliquant des 

herbicides dans le champ, mais avec un coût élevé et un rendement non optimal. En pratique, le 

désherbage chimique est le traitement préféré de la plupart des agriculteurs conventionnels. 

Cependant, une pression croissante s’exerce sur les exploitations agricoles pour qu’elles réduisent 

l’utilisation des herbicides, en raison de leur effet indésirable sur l’environnement. Cela pousse 

l’agriculteur à inspecter ses champs avant de les pulvériser et à n’utiliser que des dosages adaptés 

aux besoins spécifiques de son exploitation. C’est un processus très fastidieux et non rentable, d’où 

la nécessité d’un processus rénové pour détecter efficacement les mauvaises herbes et réduire, 

ainsi, la charge des manœuvres agricoles. Cela étant, notre problématique ne se limite pas 

uniquement à l'utilisation des algorithmes de deep learning dans le domaine agricole, mais exige 

aussi une aide à la compréhension et à la construction des modèles innovant dans des problèmes 

typiques de l’agriculture en particulier, le processus des mauvaises herbes. Dans ce contexte, les 

questions qui viennent instinctivement à l’esprit se présentent comme suit :  

 Comment le digital peut transformer l'agriculture et quelles sont les approches pouvant 

contribuer à son amélioration? 

 Comment le deep learning peut être exploité au profit de la digitalisation de l’agriculture?  

 Comment pouvons-nous créer, améliorer et appliquer des modèles de Deep Analytics à la 

détection des mauvaises herbes ? 

Comme contribution académique à cette vision, ce travail de thèse met particulièrement la 

lumière sur l’utilisation du deep learning « DL » comme étant l’une des techniques de l’intelligence 

artificielle les plus répandues en termes de classification des objets et d’analyse prédictive des 

données. Toutefois, les algorithmes du DL ne sont pas assez exploités dans le secteur agricole et 

agro-industriel. Cela constituait pour nous une issue profitable pour démontrer la valeur ajoutée 

da la transformation digitale dans le domaine agricole, en zoomant, particulièrement, sur la 

détection des mauvaises herbes via des techniques de DL. En plus du rôle que joue la découverte 

en temps réel de l'emplacement des mauvaises herbes dans la facilitation du processus de 
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pulvérisation localisée, il existe une autre raison importante pour découvrir les espèces des 

mauvaises herbes et déterminer leur type. Pour comprendre l'importance de ce processus, nous 

devons comprendre la méthode de traitement des mauvaises herbes : Il existe deux types de plantes, 

qu'elles soient des cultures ou des mauvaises herbes, les premiers types sont des monocotylédones 

et les deuxièmes sont des dicotylédones. Les Monocotylédones sont des plantes dont la plantule 

issue de la germination d'une graine, ne présente tout d'abord qu'une seule feuille (le blé, l’alpiste 

paradoxal, etc.), les dicotylédones sont des plantes qui présentent deux feuilles primaires parallèles 

au cours de leurs premiers stades de croissance (les betteraves, le liseron, etc.). Les mauvaises 

herbes ont des herbicides selon chaque type. Si les mauvaises herbes sont monocotylédones, elles 

peuvent être traitées avec des herbicides spécifiques aux monocotylédones et si ce sont des 

mauvaises herbes dicotylédones, elles peuvent être traitées avec des herbicides spécifiques aux 

dicotylédones. Le problème ici est que parfois les cultures et les mauvaises herbes sont du même 

type (les cultures sont aussi monocotylédones que les mauvaises herbes, ou les cultures sont 

dicotylédones aussi que les mauvaises herbes). Ici, on ne peut pas utiliser cette méthode de deux 

types, car cela causera des dommages aux cultures. La solution étant d'utiliser des herbicides 

sélectifs spécifiques à chaque type, cela nécessite une détection précoce des espèces de mauvaises 

herbes. Nous avons donc proposé de créer des modèles d'apprentissage en profondeur qui détectent 

les espèces de mauvaises herbes et proposent les herbicides sélectifs. En résumé, les modèles 

d'apprentissage en profondeur peuvent déterminer l’emplacement des mauvaises herbes en temps 

réel et effectuer une pulvérisation localisée, ils aident également à identifier les types de mauvaises 

herbes et à suggérer un herbicide particulier à celle-ci, ce qui rend le processus de traitement et de 

pulvérisation plus efficaces, économique et ami de l'environnement, optimisant le temps et l'effort. 

L'objectif principal de cette recherche est de contribuer à la concrétisation de la digitalisation 

du processus de détection des mauvaises herbes par le biais des techniques du deep learning. Cela 

repose sur la construction de modèles typiques d'apprentissage en profondeur pour la détection des 

mauvaises herbes dans les champs de céréales et dans les champs de betteraves sucrières avant que 

leurs symptômes ne soient visibles à l'œil nu. Dans ce travail, nous apportons une méthodologie 

expérimentale susceptible de démontrer les capacités du deep learning dans la détection des 

adventices et de comprendre son effet crucial pour une agriculture de précision. Cela se manifeste 

par la proposition de méthodes de renforcement des résultats des modèles de DL favorisant la 

détection précoce des mauvaises herbes en vue d’enrichir le réservoir de la communauté 

scientifique quant à l'utilisation de l'apprentissage en profondeur dans la culture des champs.  
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Cette contribution est axée principalement sur la détection des critères qui influencent les 

résultats de l’entraînement des modèles de deep learning, l’amélioration des algorithmes de deep 

learning, ainsi que sur la combinaison des algorithmes ResNeXt et Support Vector Machine 

(SVM) pour obtenir un modèle hybride (ResNeXt-SVM) qui n'a jamais été utilisé. Ces modèles 

sont testés sur des données locales et se sont révélés efficaces pour la détection et la classification 

des mauvaises herbes, offrant une cartographie plus claire des plantes adventices avant qu'elles ne 

soient observées visuellement. Ces techniques peuvent être utilisées également dans divers 

domaines liés à l'agriculture, tels que la découverte des maladies des plantes, la chasse aux criquets, 

la pulvérisation ciblée, la classification des cultures, la catégorisation des feuilles de plantation, la 

reconnaissance automatique de fleurs, etc.  

 Le manuscrit relatif à ce travail est structuré comme suit : Après l’introduction générale, 

nous apportons, dans le premier chapitre, la base théorique de l’agriculture digitale ainsi qu’une 

revue de littérature en la matière. Dans le deuxième chapitre, nous nous intéressons aux approches 

de l'intelligence artificielle pour l'agriculture avec des études et des benchmarks de différentes 

techniques, outils et algorithmes de machine learning et deep learning. Dans le troisième chapitre, 

nous mettons en exergue l’application du deep learning dans le domaine agricole et plus 

précisément pour la détection des mauvaises herbes dans les parcelles agricoles. Pour enrichir cette 

partie, nous présentons les résultats d'une expérience que nous avons menée, où nous avons utilisé 

des algorithmes open source de détection d'objets. Le quatrième chapitre est réservé à une étude 

pratique déployant des modèles spécifiques de DL pour la détection des plantes adventices. Nous 

y proposons particulièrement l'entraînement des modèles avec différentes architectures sur 

différentes données. Dans chaque cas, nous avons suggéré des moyens d'améliorer et de booster 

les résultats en utilisant différentes techniques. Dans le dernier chapitre, nous appréhendons 

davantage dans les voies possibles pour améliorer la performance d'un modèle d'apprentissage 

profond. Cette étude est à l’origine de la création d’un modèle hybride basé sur une combinaison 

des algorithmes ResNeXt et la Machine à Vecteurs de Support (SVM) pour la détection des 

mauvaises herbes. Nous clôturons ensuite, ce rapport, par une conclusion générale et futures 

perspectives de développement dans ce domaine. 
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1. Introduction  

La transformation agricole est une priorité dans l’agenda politique des gouvernements dans 

leur quête pour relever les défis de l’insécurité alimentaire et nutritionnelle, du changement 

climatique, du chômage des jeunes et de la croissance économique mondiale. Avec les bonnes 

politiques, l’innovation et l’investissement, l’agriculture du continent pourrait être transformée en 

une centrale électrique non seulement pour nourrir une population croissante, mais aussi pour créer 

des emplois décents pour des millions de jeunes [1]. 

La technologie, comme nous l’avons vu dans d’autres secteurs, est essentielle pour influer sur le 

changement et stimuler le développement [2]. Il rapproche les pays, réduit les barrières 

commerciales et offre une fenêtre d’opportunité aux jeunes entrepreneurs « natifs du numérique » 

à la pointe de l’innovation appliquée à différents secteurs économiques. Dans l’agriculture, la 

digitalisation pourrait changer la donne en augmentant la productivité, la rentabilité et la résilience 

au changement climatique [3]. 

Comme prévu, ces dernières années, le secteur des technologies agricoles a évolué comme d’autres 

secteurs et a progressé pour devenir une entreprise à forte intensité de connaissances. Avec ce 

changement, les systèmes de production traditionnels se sont transformés en systèmes modernes, 

productifs et innovants [4]. La numérisation de l’agriculture a connu une croissance significative 

au cours des dix dernières années. En 2019, le rapport du groupe de travail Union européenne-

Union africaine sur l’Afrique rurale (TFRA) et le communiqué du Forum mondial pour 

l’alimentation et l’agriculture (GFFA) ont souligné le pouvoir de la numérisation dans la 

transformation de l’agriculture [5], ce concept dans les temps récents et dans un futur proche 

signifie : l’agriculture avec des économies d’eau, l’agriculture intelligente, l’agriculture de haute 

qualité, de haute efficacité et non polluante. L’agriculture numérique est l’approche la plus efficace 

et nécessaire pour réaliser toutes ces transformations [6].  

Les techniques de la transmission à l’agriculture digitale sont nombreuses à savoir, l'intelligence 

artificielle, Blockchains, Big data Analytics, IoT (Internet des objets), Impression 3D. Cette 

transformation numérique touche un ensemble de domaines agricoles à savoir, le service 

d’élevage, le service d’irrigation, les cultures [7]. 

L’objectif de ce chapitre est de se préparer pour développer cette idée de la transformation digitale 

en agriculture et comprendre par la suite les voies d’amélioration possible, nous passons en revue 

de littérature sur divers défis agricoles ainsi les aspects de la digitalisation de l’agriculture, puis 

résumons plusieurs nouveaux approches et outils utilisés à cet effet, afin d’identifier les problèmes 
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et les défis rencontrés dans ce processus de transition vers l’agriculture 4.0. Ensuite, nous 

présenterons les différents domaines agricoles concernés par cette modernisation et terminons par 

une conclusion. Nous avons exploité les résultats des articles que nous avons publiés dans des 

revues indexées Scopus, le premier article [8] discute des technologies d’analyse de données, 

l’autre [9] parle de la prise de décision dans plusieurs domaines, ces idées peuvent être utilisées 

dans le domaine agricole. Le dernier présente l'agriculture digitale et les techniques qui y sont 

utilisées [10]. 

2. Défis agricoles   

Un certain nombre de tendances mondiales influencent la sécurité alimentaire, la pauvreté et 

la durabilité globale des systèmes alimentaires et agricoles.  

Les quatre principales évolutions qui mettent l’agriculture sous pression pour répondre aux 

exigences de l’avenir sont les suivantes : la démographie, la raréfaction des ressources naturelles, 

la pollution, le changement climatique et le gaspillage alimentaire. 

2.1 Augmentation de la démographie  

Au cours des prochaines décennies, la population mondiale devrait augmenter de 33%, pour 

atteindre près de 10 milliards d’habitants en 2050, contre 7,6 milliards (en octobre 2017). En 2100, 

la population mondiale devrait atteindre 11,2 milliards. Ce chiffre peut sous-estimer les taux de 

fécondité réels - selon d’autres scénarios, la population pourrait atteindre 16,5 milliards. La 

croissance démographique stimulera la demande alimentaire, même dans un scénario de croissance 

économique modeste, d’environ 50% par rapport à la production agricole de 2013 [11]. 

L’urbanisation mondiale entre aujourd’hui et 2050 pourrait entraîner un ajout net de 2,4 milliards 

de personnes dans les villes. L’urbanisation stimule l’amélioration des infrastructures. Elle tend 

également à augmenter les revenus, ce qui accroît la demande d’aliments transformés et d’aliments 

d’origine animale dans le cadre d’une transition alimentaire plus large [12]. 

En d’autres termes, l’augmentation de la population entraîne une hausse de la demande, qui se 

traduit à son tour par une augmentation de la production. Selon l’Organisation des Nations Unies 

pour l’alimentation et l’agriculture (FAO), les agriculteurs devront produire 70% de nourriture en 

plus d’ici 2050 comme le montre la figure 1-1. Cette nourriture devra être adaptée aux besoins 

d’une population urbaine croissante. 
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Figure 1- 1: Une forte augmentation de la démographie stimulera la demande de produits alimentaires 

Les terres agricoles mondiales sont de plus en plus impropres à la production : sur la base de 

certains paramètres, 25% de toutes les terres agricoles sont déjà considérées comme fortement 

dégradées, tandis que 44% sont modérément ou légèrement dégradées. Les ressources en eau sont 

très fortement sollicitées, plus de 40% de la population rurale plus mondiale vit dans des zones où 

l’eau est rare. La terre est reconnue depuis longtemps comme une ressource limitée [13]. 

L’agriculture classique est une cause primaire - et une victime indirecte - de la dégradation des 

terres agricoles, les différents aspects agricoles contribuant à ce processus de diverses manières. 

L’érosion des sols est causée par la coupe excessive de la végétation (défrichement pour la création 

de terres agricoles), ainsi que par des périodes de jachère mal orchestrées, la rotation des cultures 

et le surpâturage du bétail. L’utilisation déséquilibrée d’engrais pour rétablir le rendement entraîne 

un déséquilibre des nutriments. 

Les mauvaises herbes sont contrôlées chimiquement en appliquant des herbicides sur le champ. 

L’efficacité des herbicides sur les mauvaises herbes les plus pernicieuses peut être limitée parce 

que les gouttelettes de pulvérisation ne sont pas bien retenues ou parce que la pénétration et/ou la 

translocation sont restreintes. En conséquence, le produit chimique pollue l’environnement est 

dangereux pour la santé humaine [14]. 

Tous ces problèmes sont le résultat d’un manque de prévoyance et de planification. Le manque de 

terres et la pauvreté entraînent des pratiques de gestion des terres non durables, qui sont les causes 

directes de la dégradation mentionnée ci-dessus. 

2.2 Changement climatique  

Le changement climatique modifie rapidement l’environnement. Le degré d’émissions de gaz 

à effet de serre d’origine humaine a atteint le plus haut niveau de l’histoire, selon un rapport de 

2014 du Groupe d’experts intergouvernemental sur l’évolution du climat [15]. 

Réduction de la productivité de l’agriculture (figure 1-2) : le changement climatique a pour effet 

secondaire d’accroître la variabilité des précipitations et d’augmenter la fréquence des sécheresses 

et des inondations, ce qui tend à réduire le rendement des cultures. Des études ont documenté que 
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les rendements des cultures diminuent considérablement lorsque les températures diurnes 

dépassent un certain niveau spécifique à la culture [16]. 

Le changement climatique affectera tous les aspects de la production alimentaire : l’augmentation 

de la variabilité des précipitations et la multiplication des sécheresses et des inondations sont 

susceptibles de réduire les rendements.  

En l’absence d’efforts d’adaptation au changement climatique, l’insécurité alimentaire augmentera 

considérablement : l’impact du changement climatique sur la sécurité alimentaire mondiale ne 

concernera pas seulement l’approvisionnement en nourriture, mais aussi la qualité, l’accès et 

l’utilisation des aliments [16]. 

 
Figure 1- 2: Le changement climatique réduit la productivité de l’agriculture 

3. Recherches existantes 

Nous avons mené une revue de littérature englobante autour des différentes technologies 

avancées utilisées dans le domaine agricole et agro-alimentaire dans le dessein de relever des pistes 

d’amélioration. Ainsi, à l’image de ce graphique (figure 1-3), que nous avons retiré de Scopus, il 

s’est avéré que les recherches sur la digitalisation de l’agriculture à l’échelle internationale sont 

encore peu nombreuses, mais le nombre monte progressivement ces dernières années pour 

avoisiner un peu plus de 500 recherches en 2021. Sur le plan national, ce nombre est très modeste, 

que ce soit dans l'utilisation de certaines technologies ou dans la digitalisation de l'agriculture 

d’une manière générale, bien qu’il y ait eu l’apparition de certains articles publiés dans ce domaine 

à partir de 2019. 
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Figure 1- 3: Utilisation des technologies avancées du digital dans l’agriculture 

Ayant analysé un bon échantillon de ces articles, il nous a été donné de constater que la 

communauté scientifique propose diverses techniques, modèles et approches basés sur le digital 

en vue de concrétiser cette notion d’agriculture digitale à travers plusieurs processus et filières de 

l’agriculture. Les sections suivantes présenteront ces approches ainsi que les différentes formes de 

modernisation de l'agriculture et les technologies utilisées dans cette transformation qui ont été 

abordées dans ces articles récents. 

4. Agriculture 4.0 et l’agriculture de précision 

L’agriculture 4.0 devra prendre en compte à la fois la demande et la chaîne de valeur/l’offre 

de l’équation de la pénurie alimentaire, en utilisant la technologie non pour le plaisir d’innover, 

mais pour améliorer et répondre aux les besoins réels des consommateurs et réorganiser la chaîne 

de valeur. Les fermes et les exploitations agricoles modernes fonctionneront différemment, 

principalement en raison des progrès de la technologie et l’explosion des données et l’essor du Big 

data, notamment les capteurs, les dispositifs, les machines, les technologies de l’information et 

l’intelligence artificielle. L’agriculture du futur utilisera des technologies sophistiquées telles que 

les robots, les capteurs de température et d’humidité, les images aériennes, la technologie GPS et 

le deep learning, pour n’en citer que quelques-unes. Ces avancées permettront à l’agriculture d’être 

plus rentables, plus efficaces, plus sûres, plus écologiques et plus respectueuses de 

l’environnement. 
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4.1 Agriculture basée sur les technologies avancées du Digital 

Les approches existantes dans le secteur agricole tentent de tirer parti des technologies 

intelligentes innovantes qui apportent des solutions technologiques à tous les niveaux de la 

production agricole. Investissement, manœuvres, production puis commercialisation (figure 1-4), 

permettant aussi de développer une structure de gestion agricole auto-optimisée de bout en bout 

dans le contexte de l’agriculture 4.0 qui peut être facilement organisée et utilisée par tous les 

acteurs concernés et parties prenantes. Certaines technologies clés qui sont particulièrement 

importantes pour l’agriculture 4.0, ainsi que leurs capacités et leurs effets au profit d’une gestion 

agricole durable sont présentés dans les sous-sections suivantes.  

 

Figure 1- 4: Cycle de gestion basé sur l’information pour l’agriculture 4.0 

4.1.2 Cloud Computing en agriculture 

Le Cloud Computing, souvent appelé simplement "le Cloud", est une technologie qui a été 

lancée au début ou au milieu des années 2000 [17] afin de fournir des ressources informatiques 

matérielles, logicielles et de stockage livré sous forme de service sur un réseau privé ou public tel 

qu’Internet. En particulier, le Cloud Computing intègre un système parfait, capable de distribuer 

des services informatiques à la demande aux utilisateurs en combinant une puissance de calcul 

élevée, des technologies de stockage et de réseau en ce qui concerne l’équilibre de la charge et la 

réutilisation [18]. La figure 1-5 montre le rôle du Cloud par rapport aux différentes opérations liées 

à la gestion de l'agriculture et sa relation aux différents services. 
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Figure 1- 5: Utilisation du cloud dans l’agriculture intelligente 

Si l’on tient compte du fait que les environnements agricoles ont tendance à générer des quantités 

volumineuses de données sensorielles hétérogènes qui correspondent à d’énormes espaces de 

stockage, alors que le développement d’infrastructures intelligentes sophistiquées augmente 

constamment la demande de services intelligents plus complexes [19], la réalisation de ces 

opérations sur des serveurs locaux pourrait entraîner un manque d’évolutivité et l’inefficacité des 

systèmes de gestion agricole (SGA). 

Étant donné que le Cloud Computing est une technologie de l’information et de la communication 

(TIC). Il est considéré comme délibéré de transposer les opérations de traitement et de stockage 

des données des infrastructures locales vers des environnements distribués, afin de faciliter la 

gestion de ces quantités extrêmement importantes de données agricoles et, par conséquent, 

d’améliorer le temps de traitement et de génération de l’information, ainsi que d’étendre la capacité 

de fournir des services complexes et spécialisés pour les SGA [20]. 
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4.1.3 Agricultural Internet of Things (AIoT) 

L’internet des objets (IoT) peut être sémantiquement défini comme un réseau mondial 

d’objets adressables de manière unique et qui sont interconnectés sur la base de protocoles de 

communication standard, comme l’internet [21]. Par conséquent, l’internet sert d’infrastructure de 

stockage et de communication incorporant des représentations d’objets virtuels qui intègrent des 

informations pertinentes aux objets physiques. Dans ce contexte, les objets virtuels servent de 

centres d’information centralisés sur les objets, mettant à jour et combinant en permanence des 

données provenant d’un large éventail de sources diverses, de manière à contrôler tout processus 

requis à distance via Internet. 

Selon les directives de l’industrie 4.0, les objets physiques et virtuels sont interconnectés, comme 

le montre la figure 1-6, ils sont contrôlés par des réseaux intelligents établis tout au long de la 

chaîne de valeur [22][23]. Sur la base de ce concept, la structure des objets virtuels est étroitement 

liée au concept d’IoT, qui, dans le secteur agricole comme dans le secteur industriel, peut 

s’exprimer par certaines caractéristiques spécifiques, telles que l’hétérogénéité, due à une variété 

de dispositifs, l’interconnectivité, la haute évolutivité, les services liés aux objets et, enfin, les 

changements dynamiques puisque l’état des dispositifs peut changer dynamiquement à tout 

moment [24]. 

 

 

Figure 1- 6: Utilisation IoT agricole 

L’IoT agricole (AIoT) indique un cadre prometteur selon les directives de l’agriculture 4.0, grâce 

auquel diverses données liées aux exploitations agricoles peuvent être acquises, traitées, gérées et 

diffusées en tant que mécanisme par lequel une série diverse de systèmes et de services peuvent 

être intégrés de manière transparente dans les SGA [25]. De tels systèmes seront en mesure de : 
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 Traiter avec succès les divers flux de données en temps réel. 

 Traiter des données diverses, incomplètes et, dans certains cas, contradictoires. 

 Acquérir, corréler et fusionner des données en temps réel. 

 Affecter dynamiquement le comportement du réseau pour modifier les règles 

d’acquisition, d’acheminement ou d’enregistrement des données. 

Par conséquent, l’AIoT est considéré comme une technologie indispensable pour les fermes 

intelligentes, tandis que son développement en relation avec l’approche de l’internet du futur offre 

une base pour une nouvelle génération de systèmes d’information de gestion agricole, permettant 

à des fermes intelligentes entières de devenir des nœuds actifs dans les chaînes de valeur agricoles. 

4.1.4 Big Data Analytics en agriculture 

L’élan récent de la technologie IoT, qui interconnecte sans fil toutes sortes d’objets et de 

dispositifs, à toutes les étapes du cycle de gestion cyber-physique, produit de grandes quantités de 

données accessibles en temps réel sur les processus agricoles ainsi que sur l’ensemble de la chaîne 

d’approvisionnement. À cet égard, les opérations et les transactions sont des sources très 

importantes de données médiatisées par les processus. En outre, les dispositifs sensoriels et les 

robots produisent des données non traditionnelles telles que des images, des vidéos et d’autres 

types de données générées par des machines, tandis que les médias sociaux constituent également 

une source importante de données d’origine humaine. Par conséquent, à ces grandes quantités de 

données hétérogènes, l’accès à des informations explicites et à des capacités de prise de décision 

est fourni à un niveau qui n’était pas possible auparavant. Le facteur clé de la réussite pour créer 

de la valeur à partir de ces données est le Big data et la technologie analytique. 

Les Big data modifient le champ d’action et l’organisation de l’agriculture, car elles sont utilisées 

pour fournir des informations prédictives sur les opérations agricoles, pour prendre des décisions 

opérationnelles en temps réel et pour redéfinir les processus [26]. Des questions importantes, telles 

que l’amélioration de l’efficacité, la sécurité et la sûreté alimentaires, le changement climatique et 

la durabilité, doivent être abordées par les applications du Big data [27][28]. 

4.1.5 Intelligence Artificielle appliquée à l’agriculture 

Afin de permettre une gestion efficace des risques, de réduire les coûts de prédiction sur la 

prise de décision et, par la suite, d’améliorer la précision de l’agriculture et d’augmenter la 

productivité, les techniques d’IA et de ML fournissent des applications et des systèmes logiciels 
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intelligents capables d’effectuer des opérations de travail de la connaissance impliquant des 

jugements subtils et des commandes non structurées [29]. 

Les environnements agricoles étant caractérisés par d’énormes quantités d’informations, plusieurs 

niveaux d’abstraction des données et diverses techniques de sélection des caractéristiques, telles 

que la classification et le regroupement, sont nécessaires pour obtenir la valeur exacte du contenu 

de données hétérogènes. Les techniques de classification par fusion de données, en particulier, 

peuvent être largement utilisées dans les environnements multisensoriels pour fusionner et agréger 

les données de plusieurs capteurs hétérogènes distribués (comme ceux déployés dans les champs 

agricoles), afin de réduire la probabilité d’erreur de détection et d’améliorer la fiabilité [30]. À 

cette fin, les FMS peuvent utiliser diverses méthodes basées sur l’IA, telles que les réseaux 

neuronaux artificiels (ANN), les algorithmes deep learning tels que Convolutional Neural 

Networks (CNN) et Recurrent Neural Network (RNN), tandis que dans certains cas, 

l’apprentissage non supervisé peut également être appliqué. En outre, le clustering, en tant que 

technique d’analyse exploratoire des données, est largement utilisé pour identifier des sous-

groupes (clusters) dans les données en fonction de la similarité ou de la diversité des points de 

données [31]. 

En outre, en appliquant des techniques de ML, les systèmes de gestion agricole (SGA) peuvent 

évoluer vers de véritables systèmes d’IA d’où on parle d’une agriculture de précision, fournissant 

des informations et des suggestions plus sophistiquées pour toutes les décisions et actions 

ultérieures, visant finalement à améliorer la production agricole. En ce sens, on s’attend à ce que 

l’incorporation de modèles ML dans les SGAs se développe encore davantage dans un avenir 

proche grâce à l’intégration de l’enregistrement automatisé des données, de l’analyse des données, 

de la mise en œuvre de ML et de la prise de décision ou de l’aide à la décision, fournissant ainsi 

des outils pratiques conformes aux directives de l’Agriculture 4.0 visant à augmenter la production 

et la qualité des produits agricoles en termes de durabilité.  

4.2 Benchmark des technologies existantes dans le domaine agricole 

De tout ce qui précède, il ne fait aucun doute que ces nouvelles technologies transforment la 

façon dont le secteur agricole s’organise et prend des décisions. Afin de donner un aperçu général 

de la façon dont la nouvelle technologie numérique transforme les chaînes d’approvisionnement 

agroalimentaires, les tableaux (tableau 1-1, tableau 1-2, tableau 1-3 et tableau 1-4) intègrent et 

classent également les principaux impacts positifs des technologies les plus pertinentes. Que les 
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défis à relever selon les études récentes dans les domaines portés par différents auteurs. Ces points 

forts et limites répartissent entre ce qui est fonctionnel, technologique, social, économique et 

environnemental. 
 

Tableau 1- 1. Intelligence artificielle : Points forts et limites 

Références [32,33, 34, 35, 36, 37, 38] 

Points forts 

 Fonctionnels : 

Les algorithmes d’IA offrent la possibilité pour : 

 Classification : pour prédire les catégories de données d’entrée, par ex. 

classification des cultures, prédiction des attributs météorologiques, ensoleillés, 

venteux, pluvieux, etc. 

 Régression : pour prédire une valeur numérique, par exemple prix des actions. 

 Regroupement : pour organiser des éléments similaires en groupes. 

 Analyse d’association : pour trouver des liens intéressants entre des ensembles de 

variables. 

 Arbre de décision : pour prédire les informations de modélisation des variables 

objectives en apprenant des règles de décision simples déduites des caractéristiques 

des données. 

 Analyse graphique : pour utiliser des structures graphiques pour trouver des liens 

utiles entre les entités. 

Les capacités ci-dessus ont été appliquées aux : 

 Gestion des cultures (prévision du rendement, détection des maladies, détection 

des mauvaises herbes, insectes nuisibles, stress biotique dans la culture, qualité 

de la culture, reconnaissance des espèces, prédiction de l’humidité du sol). 

 Gestion de l’eau (systèmes d’irrigation intelligents). 

 Prévision météo. 

 Gestion des sols. 

 Surveillance plus rapide et plus précise que les autres systèmes de surveillance. 

 Économiques : 

 Réduit les coûts de la main-d’œuvre. 

 Réduit l’effort et le temps d’intervention. 

 Aide à la prise de décision en temps réel et à faible coût. 

 Améliore l’utilisation de la plupart des données disponibles. 

 ML et DL fournissant aux entreprises une analyse intelligente des mégadonnées 

structurées et non structurées. 
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 Sociaux : 

 Réduit le nombre d’erreurs humaines. 

 Examine les transactions ignorées par les experts humains. 

 S’occupe des opérations précises ce qui permet à l’expert humain de se concentrer 

sur d’autres tâches. 

 Technologiques : 

 L’avancement de l’intelligence artificielle avec la vision industrielle nous donne 

des technologies agricoles robustes, avancées, précises et peu coûteuses. 

 Offre une grande puissance de filtre et de nettoyage des données mal structurées et 

mal présentées et mal organisées. 

 Résout les problèmes liés au Big Data, vitesse, variété, volume, etc. 

 Des machines intelligentes aux ordinateurs intelligents et aux programmes 

d’intelligence artificielle (IA). 

 Contribue au développement des systèmes experts dans plusieurs domaines 

(détection des mauvaises herbes, irrigation intelligente, élevage de précision, etc.). 

Limites 

 Sociales: 

 Le remplacement de l’intervention humaine perçue comme une menace de la main-

d’œuvre. 

 Les systèmes à base de IA ne seront pas en mesure de donner les réponses créatives 

que celles des experts humains dans des circonstances inhabituelles. 

 Technologiques : 

 Doit toujours suivre le rythme du grand développement dans le domaine de la 

visualisation et de l’imagerie. 

 Des problèmes de parallélisation pour les algorithmes d’IA qui sont conçus pour 

les environnements à machine unique. 

 Dans bon nombre de ses applications, nécessite une connexion fil ou sans fil, ce qui 

rend cela difficile dans les zones rurales. 

 Nécessite une flexibilité pour s’adapter aux environnements changeants. 

 L’acquisition de connaissances reste le problème des algorithmes supervisés. 

 L’implémentation exige un environnement matériel puissant. 

 Nécessite son intégration avec d'autres technologies dans de nombreux problèmes 

agricoles. 
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Tableau 1- 2. Big data Analytique : Points forts et limites 

Références [39,40, 41, 42, 43, 44, 45, 46,47] 

Points forts 

 Fonctionnels : 

 Offre différents types d’analyse descriptive, prescriptive et prédictive des données 

pour en tirer des significations et prendre la bonne décision : identifier les risques 

agroalimentaires, prévision de la demande, du rendement, des prix, automatisation 

de la robotique, planification de la plantation et de la récolte des cultures. 

 Économiques : 

 Garantie une automatisation et à de meilleures décisions ce qui va améliorer 

l’efficacité opérationnelle. 

 Offre des analyses prescriptives décrivant la planification des cultures basée sur des 

données agricoles historiques (rendements, conditions climatiques et 

météorologiques, détails des semences et engrais) pour augmenter la rentabilité de 

l’exploitation. 

 Les cultures ainsi l'élevage sont mieux optimisés avec des méthodologies 

innovantes qui améliorent la production. 

 Offre une livraison plus rapide et moins chère des produits. 

 Garantie de bonnes décisions basées sur les données des champs et des 

équipements, ainsi fournit des alertes en temps réel. 

 Les données de performances commerciales sont intégrées pour une meilleure prise 

de décision. 

 Offre une forte compréhension des besoins des consommateurs et cible des marchés 

à plus forte valeur ajoutée. 

 Facilite le développement de plateformes de commerce en ligne ou de coopératives 

virtuelles en ligne. 

 Environnementaux : 

 Meilleure gestion et utilisation des ressources (eau, pesticides, etc.). 

 Contribue à la réduction des déchets. 

 Sociaux : 

 Transition vers une agriculture digitale fondée sur les connaissances au lieu d’une 

agriculture traditionnelle fondée sur les compétences. 

 Services client plus optimisés. 

 Minimise les risques. 

 Technologiques : 

Capacité liée essentiellement aux caractéristiques 5V des données: 



Chapitre I: Revue de littérature: agriculture digitale et de précision 

 

33 

 Volume (ampleur des données). 

 Vitesse (de génération et de livraison des données, qui peuvent être traitées par lots, 

en temps réel ou rationalisées). 

 Variété (données de sources hétérogènes). 

 Véracité (qualité des données et niveau de confiance). 

 Valeur (détecter les données étant actionnables ayant une réelle valeur). 

Limites 

 Organisationnelles : 

 La décentralisation Big data avec ses inconvénients. 

 Des défis au niveau de contrôle du Big data lorsque plusieurs acteurs sont 

impliqués. 

 Nécessite plus de confidentialité, confiance et sécurité des données entre les 

acteurs. 

 Sociales : 

 Les entreprises agricoles et les individus ne se sont pas activement engagés dans 

ces innovations, en raison du coût. 

 Implications éthiques du Big data dans l’alimentation et l’agriculture. 

 L’analyse des mégadonnées nécessite des connaissances approfondies. 

 Technologiques : 

 Des problèmes de traitement liés aux 5V de données. 

 Besoin de combinaison des trois niveaux d’analyse descriptive, prescriptive et 

prédictive (les performances de l’analyse prescriptive dépendraient fortement de 

celles de l’analyse descriptive et prédictive). 

 Nécessite un développement des modèles BDA plus avancés et adaptatifs pour 

DSS. 

 Manque de moyens pour aider à prendre la bonne décision et nécessite parfois 

l’intégration avec d’autres technologies. 

 La position des agriculteurs dans les chaînes d’approvisionnement utilisant BDA 

n’est pas connue. 

 

Tableau 1- 3. IoT: Points forts et limites 

Références [48,49, 50, 51, 52, 53, 54] 

Points forts  

 Fonctionnels : 

 Surveille efficacement et en temps réel les détails de l'environnement (température, 

humidité, parasites, condition de culture, etc.). 

 Signale les conditions urgentes qui nécessitent une intervention selon des critères 
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précis. 

 Fournit des solutions et des interventions sans intervention humaine. 

 Assure le suivi et le traçage les objets. 

 Efficace dans le domaine de culture et de l'élevage. 

Économiques : 

 Minimise les coûts technologiques à tous les niveaux de la production agricole. 

Investissement, manœuvres, production puis commercialisation. 

 Augmente la qualité et la quantité du rendement, surveille la santé/bien-être des 

animaux.  

 Environnementaux : 

 Minimise l'impact des pesticides sur l'environnement grâce à la rationalisation de 

l'utilisation. 

 Réduit le gaspillage de l'eau utilisée, ainsi les autres ressources naturelles. 

 Réduit les déchets en analysant les données pour prendre la bonne décision au bon 

moment. 

 Sociaux : 

 Augmente la satisfaction des clients à travers tous les services disponibles. 

 Offre des programmes de certification offre une meilleure protection contre la 

fraude et la falsification. 

 Minimise la main-d'œuvre requise. 

 Commerciaux: 

 Crée de nouveaux canaux de commercialisation d’affaires (relation directe avec le 

client). 

 Augmente les opportunités de coopération. 

 Technologiques : 

 Connu par ses capteurs sans fil puissants à basse consommation. 

 Offre une meilleure connectivité pair-à-pair. 

Limites 

 Organisationnelles : 

 Les expériences réussies ne peuvent être généralisées, pas de solution unique, 

qu’elle soit technologique, ou réglementaire, qui s’adaptera aux besoins de tous 

(Hétérogénéité du secteur). 

 Les coûts d'investissement dans ces technologies sont élevés et nécessitent une 

expertise coûteuse. 

 Les différents modèles commerciaux et la confidentialité des affaires le rendent 

complexe. 
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 Sociales : 

 Manque d'expertise technique requise, en particulier dans les pays du tiers monde. 

 Problèmes d'intégration des usagers et de la société. 

 Technologiques : 

 L’automatisation nécessite de grands efforts dans la collection, le traitement et 

l’analyse des données (absence de services de traitement des données entrave 

considérablement l’IoT). 

 Problèmes avec les données volumineuses, ainsi la complexité matérielle et 

logicielle. 

 Manque d’interopérabilité des systèmes. 

 Ces technologies nécessitent une connectivité (faible dans les zones rurales). 

 Le contrôle et la propriété des données agricoles sont toujours controversés 

(Manque de gouvernance claire). 

 Sécurité des données, confidentialité et anonymat. 

 Une décentralisation qui constitue un obstacle à l'administration et à la gestion. 

 

Tableau 1- 4. Blockchains : Points forts et limites 

Références [55,56, 57, 58, 59, 60, 61] 

Points forts 

 Fonctionnels : 

 Fournit une visibilité claire et en temps réel à tous les acteurs de la chaîne 

d'approvisionnement. 

 Assure des liens immuables avec le processus produit, ces liens tracent l'origine et 

le cheminement des produits. 

 Suivi des produits en temps réel pour gérer les produits défectueux ou 

endommagés. 

 Améliore la vitesse de réponse, l'efficacité des processus et l'évolutivité. 

 Certification automatisée de la sécurité et de la qualité des produits agro-

alimentaires. 

 Économiques : 

 Réduction des coûts de transaction et numérisation des transactions. 

 Les prix des produits sont plus raisonnables du fait de l'absence de monopole et de 

complot. 

 La décentralisation offre la possibilité de négocier directement sans avoir besoin 

d'un tiers. 

 Améliorer la collaboration des membres. 
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 Environnementaux : 

 Offre une traçabilité dure qui réduit des déchets et les produits polluants. 

 Sociaux : 

 Augmente la satisfaction de vos clients en garantissant la sécurité et la qualité des 

aliments. 

 Les contrats intelligents éliminent le besoin de tiers de confiance. 

 Réduire les risques potentiels de marketing frauduleux et de contrefaçon. 

 Les utilisateurs contrôlent toutes leurs informations de consommation. 

 Technologiques : 

 Offre des solutions pour les IoT comme la décentralisation, la transparence et la 

sécurité. 

Limites 

 Organisationnelles : 

 Dans les pays du tiers monde, le statut réglementaire de ces technologies est 

toujours incertain ainsi son cadre juridique est complexe. 

 Environnementales : 

 Une très grande consommation d’énergie. 

 Sociales : 

 Nécessite des compétences techniques élevées. 

 Un changement complet vers un réseau décentralisé qui nécessite une adoption 

culturelle implique l’adhésion de ses utilisateurs et opérateurs. 

 Technologiques : 

 Nécessite l’intégration avec d’autres technologies (BDA, IoT, CPS). 

 Offre des solutions qui nécessitent une réintégration et des modifications des 

systèmes ou le remplacement complet des solutions existants. 

 Capacité de stockage et évolutivité limitées. 

 Il est vrai qu'il existe des Blockchains privées fortes en termes de contrôle, sécurité 

et confidentialité, mais cette technologie reste exposée à des risques de 

cybersécurité et doit être mieux renforcée pour aider les utilisateurs à lui faire 

confiance. 

 Traitement de beaucoup de transactions en temps réel est difficile en raison de la 

taille initiale des blocs et de l’intervalle de temps utilisé pour générer un nouveau 

bloc. 

 Nécessite une connexion Internet (problèmes dans certains pays en 

développement). 
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4.3 Domaines de l’agriculture de précision 

L’agriculture de précision, également connue sous le nom de gestion des cultures en fonction 

du site- est un concept de gestion agricole qui propose une approche globale du système pour gérer 

la variabilité spatiale et temporelle des cultures et des sols dans un champ afin d’accroître la 

rentabilité, d’optimiser le rendement et la qualité et de réduire les coûts et l’impact 

environnemental [62].  

Une large gamme d’outils est disponible, basée sur la technologie GPS, les technologies de 

l’information, le Big data, l’intelligence artificielle, la gestion agricole et les connaissances 

économiques, ainsi que les technologies des capteurs et des applications. Jusqu’à présent, 

l’adoption et le développement de l’agriculture de précision dans les opérations agricoles sont 

encore en cours [63]. L’utilisation de l’agriculture de précision donne accès à une grande quantité 

de données qui peuvent être utilisées pour éclairer les décisions de gestion agricole.  

Le terme d’agriculture 4.0 a récemment été inventé pour caractériser ce nouveau type d’agriculture 

basée sur l’information et les données. 

L’agriculture moderne cherche à gérer les cultures dans des environnements contrôlés, pour 

améliorer la production des plantes ou de reproduire les conditions environnementales de zones 

géographiques spécifiques pour obtenir des produits importés localement. De plus, les variations 

météorologiques et les maladies qui ont un impact sur la production et la qualité des cultures 

peuvent être évitées grâce à une application complète des nouvelles technologies de surveillance 

et d’information, y compris le deep learning et l’analyse Big data. Il est désormais possible 

d’obtenir un état très précis des cultures et de former des décisions raisonnables pour contrôler les 

mauvaises herbes, détecter les maladies [64], gérer l’irrigation, modifier les facteurs climatiques 

ou classer les produits dans les milieux agricoles, ce qui optimise l’automatisation de la gestion 

précise et améliore la production des cultures tout en réduisant potentiellement les impacts 

environnementaux.  

4.3.1 Détection des maladies 

Le diagnostic des maladies des plantes par l’observation optique des symptômes sur les 

feuilles des plantes présente un degré de complexité élevé. En raison de cette complexité et du 

grand nombre de plantes cultivées et de leurs problèmes phytopathologiques, même les agronomes 

et les phytopathologistes expérimentés ne parviennent pas toujours à diagnostiquer avec succès 

des maladies spécifiques, ce qui les conduit à des conclusions et des traitements erronés [65].  
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L’existence d’un système informatique automatisé pour la détection et le diagnostic des maladies 

des plantes offrirait une aide précieuse à l’agronome à qui l’on demande d’effectuer de tels 

diagnostics par l’observation optique des feuilles des plantes infectées. En tant que système de 

vérification dans le diagnostic des maladies, un système automatique conçu pour identifier les 

maladies des plantes par l’apparence et les symptômes visuels de la plante pourrait être d’une 

grande aide pour les agriculteurs. De nombreux efforts ont été appliqués au diagnostic rapide et 

précis des maladies des feuilles en utilisant des systèmes de traitement des images numériques[65].  

Tout cela est, bien sûr, valable à condition que le système puisse atteindre des niveaux élevés de 

performance dans la détection et le diagnostic de maladies spécifiques dans des conditions réelles. 

Avec le développement des systèmes informatiques au cours des dernières années, les applications 

d’intelligence artificielle liées à l’apprentissage automatique ont connu une croissance 

exponentielle, ce qui a conduit au développement de nouvelles méthodologies et de nouveaux 

modèles, qui forment une nouvelle stratégie de détection des maladies des plantes [66].  

L’apprentissage profond a fait d’énormes progrès au cours des dernières années. Il est désormais 

capable d’extraire des représentations de caractéristiques utiles à partir d’un grand nombre 

d’images d’entrée. L’apprentissage profond offre la possibilité aux détecteurs d’identifier les 

maladies des cultures de manière rapide et précise, ce qui permettra non seulement d’améliorer la 

précision de la protection des plantes, mais aussi d’élargir le champ d’application de la vision par 

ordinateur dans le domaine de l’agriculture de précision [66]. La figure 1-7 identifie les types de 

maladies du concombre à partir des signes qui apparaissent sur ses feuilles. 

 

Figure 1- 7: Images de quatre maladies du concombre 

4.3.2 Classification des cultures 

Les agriculteurs et les parties prenantes doivent prendre des décisions éclairées sur de 

nombreuses activités connexes. De nombreuses informations sont nécessaires pour prendre ces 

décisions, comme la quantité de chaque type de culture plantée dans chaque zone [68]. Les cartes 

de cultures sont généralement classées en deux catégories : les cartes de saison (générées pendant 
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la saison de croissance) et les cartes d’après-saison (générées après la saison de croissance). Les 

cartes en cours de saison sont beaucoup plus utiles pour prendre des décisions opportunes et 

présentent des avantages financiers plus importants que les cartes d’après-saison. La figure 1-8 

montre une carte de classification des types de cultures créée par la technique de télédétection. 

 

Figure 1- 8: Classification des types de cultures 

La disponibilité croissante de données provenant d’observations satellitaires récurrentes et à long 

terme a suscité un vif désir de la part de la communauté agricole d’utiliser les données satellitaires 

pour créer des cartes des cultures sur de vastes zones géographiques [69]. 

Cependant, la plupart des parties prenantes des cultures, telles que les agriculteurs, les 

départements agricoles, les marchés alimentaires et les compagnies d’assurance ont besoin de 

cartes des cultures en cours de saison pour les aider à prendre des décisions opportunes [70]. La 

réalisation de cartes précises en cours de saison a été un grand défi pour la communauté. Après 

avoir observé les caractéristiques spectrales des cultures au cours de la saison de croissance, il 

semble possible de combiner les données collectées annuellement avec l’imagerie satellitaire pour 

générer un produit cartographique annuel des cultures, de générer des inventaires en cours de 

saison avec une imagerie de télédétection à grande échelle et des données limitées observées sur 

le terrain.  
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4.3.3 Irrigation de précision 

De plus en plus de planificateurs et d’associations d’agriculteurs sont conscients de 

l’importance de l’audit et de l’efficacité de l’utilisation de l’eau, car les ressources en eau sont de 

plus en plus rares. Des efforts pour utiliser des méthodes de micro-irrigation telles que l’arrosage 

et le goutte-à-goutte ont été faits au cours des trois dernières décennies dans de nombreuses régions 

du monde [71]. 

Il n’existe pas de méthode d’irrigation idéale qui puisse convenir à toutes les conditions 

météorologiques, à la structure du sol et à la variété des cultures. On constate que les agriculteurs 

doivent supporter d’énormes pertes financières en raison de prévisions météorologiques erronées 

et de méthodes d’irrigation incorrectes. Compte tenu du besoin réel d’améliorer l’efficacité des 

systèmes d’irrigation et de prévenir la mauvaise utilisation de l’eau, l’objectif est de développer 

un système intelligent de programmation de l’irrigation qui permettra aux agriculteurs d’optimiser 

l’utilisation de l’eau et d’irriguer uniquement là où c’est nécessaire et aussi longtemps que 

nécessaire. La figure 1-9 montre les composants et le mode de fonctionnement d'un système 

d'irrigation intelligent. 

 
Figure 1- 9: Le cycle de fonctionnement d'un système d'irrigation intelligent 

L’irrigation de précision est un concept nouveau dans le monde de l’irrigation. L’irrigation de 

précision implique l’application exacte et précise de l’eau pour répondre aux exigences spécifiques 

des plantes individuelles ou des unités de gestion et minimiser l’impact environnemental négatif. 

La définition communément acceptée de l’irrigation de précision est la gestion durable des 

ressources en eau qui implique l’application de l’eau à la culture au bon moment, à la bonne 

quantité, au bon endroit et de la bonne manière, ce qui permet de gérer la variabilité de l’eau sur 
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le terrain et d’augmenter la productivité des cultures et l’efficacité de l’utilisation de l’eau tout en 

réduisant les coûts énergétiques de l’irrigation.  

4.3.4 Élevage de précision 

L’objectif d’élevage de précision (EP) est de gérer les animaux individuels par un suivi 

continu en temps réel de la santé, du bien-être, de la production/reproduction et de l’impact 

environnemental. Le mot "continu" signifie dans ce cas que la technologie EP mesure et analyse 

chaque seconde, 24 heures sur 24 et 7 jours sur 7. Les agriculteurs sont avertis lorsque quelque 

chose ne va pas, de telle sorte que le système EP leur indique le ou les animaux qui nécessitent 

leur attention à ce moment-là. La surveillance peut être effectuée par une caméra et des analyses 

d’images en temps réel, par un microphone et des analyses sonores en temps réel, ou par des 

capteurs autour ou sur l’animal, comme indiqué dans la figure 1-10. 

 

Figure 1- 10: Systèmes d’élevage de précision 

L’approche générale pour collecter des données de terrain en temps réel, connues sous le nom de 

bio-signaux, sur l’animal consiste à utiliser des capteurs (par exemple, mesure de la température, 

position GPS, données d’accéléromètre, etc.), l’analyse d’images en temps réel ou l’analyse du 

son. Ces deux dernières techniques présentent des avantages tels que : l’absence de contact 

physique, l’absence de risque d’infection ou de transfert de maladie, l’absence de risque 

d’influencer la réponse de l’animal pendant la mesure, l’absence de nécessité de récupérer les 

capteurs sur des animaux vivants, la réduction des coûts puisqu’une caméra ou un microphone 

peut surveiller un grand groupe d’animaux. 
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Les réactions des animaux pouvant être très rapides, il est inutile de réaliser une enquête une fois 

par an, une fois par mois ou par semaine, ou même deux fois par jour. Nous avons besoin d’un 

outil de suivi et de gestion en continu. En fonction de la variable surveillée, le mot "continu" peut 

signifier toutes les secondes (par exemple, pour la surveillance du stress) ou une fois par jour (par 

exemple : pour la surveillance du poids). Lorsque les technologies PLF sont installées dans les 

bâtiments d’élevage, elles génèrent une énorme quantité de données. C’est pourquoi nous utilisons 

le stockage en nuage et l’analyse des données en temps réel qui permet de calculer des informations 

pertinentes à partir des données, de préférence sur ou près de l’animal individuel. 

4.3.5 Détection des mauvaises herbes 

Les mauvaises herbes sont contrôlées chimiquement en appliquant des herbicides sur le 

champ. Les mauvaises herbes peuvent également être contrôlées mécaniquement ou 

thermiquement, mais cela exige une plus grande précision que le désherbage chimique. Par 

conséquent, le rendement est beaucoup plus faible. Ainsi, le désherbage chimique est le traitement 

préféré de la plupart des agriculteurs conventionnels. Cependant, une pression croissante s’exerce 

sur les exploitations agricoles pour qu’elles réduisent l’utilisation des herbicides, en raison de 

l’effet indésirable que ceux-ci peuvent avoir sur l’environnement.  Cela pousse l’agriculteur à avoir 

inspecté ses champs avant de les pulvériser et à n’utiliser que des dosages adaptés aux besoins 

spécifiques de son exploitation. C’est un processus très fastidieux et donc un processus automatisé 

est nécessaire pour détecter le site des mauvaises herbes et ainsi réduire la charge de travail de 

l’agriculteur. 

Sur cette base et afin de rationaliser l’utilisation de ces herbicides, il serait préférable de détecter 

les mauvaises herbes dans les cultures avant d’utiliser les herbicides, alors un modèle de deep 

learning peut aider à choisir l’herbicide parfait et à l’utiliser uniquement dans les zones où les 

mauvaises herbes sont présentes. Ne pouvant guère couvrir toutes ces composantes agricoles, nous 

nous sommes intéressés, dans ce travail de recherche, à la détection des mauvaises herbes, qui 

s’impose comme étant l’une des préoccupations majeures de l’agriculteur qui a pour souci clé la 

gestion optimale de ses champs. Comme le montre la figure 1-11, le système peut identifier les 

zones couvertes de mauvaises herbes en temps réel et peut également donner les espèces 

spécifiques de ces plantes. 
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   Figure 1- 11: Détection de mauvaises herbes 

4.3.6 Autres filières 

Il existe de nombreux autres domaines que la modernisation et la digitalisation ont atteints à 

la lumière de la transformation numérique de l'agriculture. Nous mentionnons ici l'utilisation de 

télédétection  pour analyser et déterminer le pourcentage d'occupation des terres agricoles, 

l'utilisation de la technologie pour surveiller en temps réel et à distance les conditions de 

l'environnement, exploiter le pouvoir des systèmes avancés pour le suivi et le traçage des objets, 

l'utilisation de systèmes intelligents pour obtenir des données agricoles et leur exploitation dans la 

commercialisation des produits agricoles, l'utilisation des analyses profondes pour prendre la 

décision appropriée dans le domaine agricole. 

4.4 Agriculture digitale au Maroc 

L’adoption de nouvelles technologies dans le secteur agricole marocain est devenue 

aujourd’hui une nécessité impérative. D’une part, pour suivre la tendance mondiale de l’innovation 

et rester compétitif, d’autre part, pour relever des défis purement agronomiques, économiques et 

environnementaux. Au Maroc, l’agriculture innovante commence a gagné plus d’intérêt ces 

dernières années auprès des différents acteurs publics, privés et aussi au niveau des recherches 

scientifiques, tel qu’on trouve que le Maroc arrive en cinquième position au nombre de projets 

retenus dans le cadre du Programme de recherche PRIMA 2020 [72]. 

PRIMA est le plus grand programme de recherche et d’innovation de la région méditerranéenne. 

Le programme, qui a débuté en 2018 pour 10 ans, bénéficie d’un budget total de 494,5 millions 

d’euros, incluant 200 millions de la contribution européenne. Il a pour but de faire en sorte de 
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consolider la coopération en matière de recherche et d’innovation dans ces pays, afin de développer 

des solutions innovantes pour contribuer aux défis de la production alimentaire durable et de la 

sécurité de l’eau dans la région [73]. 

Selon la banque mondiale dans son rapport intitulé "Morocco Digital and Climate Smart 

Agriculture Program", sous l’impulsion des secteurs public et privé, la transformation numérique 

de l’agriculture marocaine a commencé. Le secteur connaît diverses améliorations numériques 

liées à l’imagerie satellitaire, aux technologies basées sur l’internet et la téléphonie mobile, aux 

réseaux IoT et aux plateformes de commerce électronique [74]. 

Les innovations technologiques dans le secteur agricole présentent plusieurs enjeux. La littérature 

sur les technologies de l’agriculture de précision donne un large aperçu sur ces enjeux. En se basant 

sur cette littérature, nous avons identifié trois enjeux majeurs de l’adoption des nouvelles 

technologies (NT) dans le secteur agricole, à savoir : des enjeux agronomiques, économiques et 

environnementaux. 

L’enjeu agronomique réside dans le fait que les nouvelles technologies permettent aujourd’hui aux 

agriculteurs de mieux s’adapter aux contraintes météo et aux types de sols de leurs parcelles. La 

référence [75] a évalué l’impact des capteurs d’humidité du sol pour réduire la durée du profilage 

de l’humidité du sol. Les résultats ont montré le grand potentiel des capteurs à faible coût qui a 

permis d’obtenir un profilage haute résolution pour une irrigation économisant l’eau. 

Les enjeux économiques relatifs aux NT sont importants, puisque celles-ci ont des effets directs 

sur le revenu agricole. L’utilisation des NT impacte le rendement. Les résultats montrent que 

l’adoption des NT génère des bénéfices plus élevés avec des rendements plus importants avec une 

utilisation optimale des intrants.  

Il y a ensuite des enjeux environnementaux liés à l’utilisation des NT puisqu’elles visent à 

diminuer l’empreinte écologique de l’activité agricole. Par exemple, on peut ainsi adapter 

l’utilisation de produits phytosanitaires en fonction des stricts besoins des cultures. L’article [76] 

s’est intéressé à l’impact de la fertilisation azotée basée sur la technologie satellite. Les résultats 

ont montré que cette technologie a permis de réduire l’impact environnemental de 11,0% à 13,6% 

par rapport à une application standard.  

Lors d’un forum organisé à Meknès sous le thème "La transformation numérique pour un secteur 

agricole prometteur et pourvoyeur d’emplois pour les jeunes ruraux", le ministre marocain de 

l’Agriculture, a déclaré que la numérisation était un moyen d’atteindre le développement durable. 



Chapitre I: Revue de littérature: agriculture digitale et de précision 

 

45 

Malgré le succès du Maroc dans la transformation numérique dans le domaine agricole, il est 

encore au début du chemin, il a besoin de s’occuper de certains défis auxquels il est confronté. 

Selon le ministre de l’Agriculture, "le Maroc a le potentiel pour devenir un centre important dans 

la numérisation de l’agriculture, compte tenu de l’infrastructure de communications performantes 

et de l’accès à l’information et aux données grâce aux satellites Mohammed VI". La transformation 

numérique de l’agriculture permettra d’améliorer le pouvoir d’attraction du secteur et d’ouvrir des 

possibilités d’emploi pour les jeunes sur un marché du travail qui est devenu plus dépendant de la 

technologie. Lors de la 14e session du Salon international de l’agriculture, le ministre de 

l’Agriculture a déclaré aussi que "les meilleures entreprises internationales ont amélioré leurs 

performances, en particulier dans l’agriculture ciblée, de sorte que nous parlons aujourd’hui de 

fermes numériques qui peuvent être gérées et contrôlées à distance". 

 

5. Conclusion 

L’agriculture digitale offre la possibilité d’utiliser la technologie pour convertir des données 

précises en connaissances exploitables susceptibles de stimuler et de soutenir la prise de décision 

complexe dans la ferme et tout au long de la chaîne de valeur. L’agriculture numérique reflète le 

passage d’une gestion généralisée des ressources agricoles à une gestion hautement optimisée, 

individualisée, en temps réel, hyper connectée et pilotée par les données. La numérisation et les 

nouvelles technologies apportent à la fois des opportunités, des défis et des risques. Déjà 

commencée, la transformation du secteur agricole par les données modifie les marchés 

agroalimentaires et les relations dans les chaînes qui s’y rapportent. Ce chapitre présente un état 

de l’art sur la digitalisation de l’agriculture, nous avons fourni un aperçu sur les formes de 

digitalisation en agriculture, nous avons également fourni un benchmark de différentes 

technologies actuelles relatives au domaine de recherche choisi avec leurs impacts et défis. Nous 

avons apporté un aperçu général des recherches dans ce domaine, afin de préciser la voie à suivre 

pour apporter davantage de contributions scientifiques. Nous avons également donné un aperçu de 

la digitalisation dans l’agriculture marocaine. Après cet aperçu sur la transformation digitale de 

l’agriculture, nous aborderons dans le chapitre suivant l'intelligence artificielle avec ses sous-

domaines, comme les moyens les plus importants dont nous avons identifié ses nombreux 

avantages dans ce chapitre. 
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1. Introduction  

Le monde évolue vers une utilisation généralisée de l'intelligence artificielle. Le potentiel de 

l'intelligence artificielle est plus grand que nous ne pouvons l'imaginer. Certains prétendent que 

c'est l'avenir et certains s'inquiètent de ses implications, mais une chose est sûre : le monde évolue 

dans le sens d'une utilisation généralisée de l'intelligence artificielle. En pratique, la majorité des 

publications explorées se sont mêlées à différentes technologies IT utilisées en agriculture, dont 

on peut retenir l’IA qui est considérée comme étant une technologie révolutionnaire appliquée 

dans plusieurs domaines, notamment en agriculture à travers des algorithmes spécifiques. Par 

ailleurs, nous avons constaté également que le DL et le ML sont des approches de l’intelligence 

artificielle les plus adoptées en agriculture digitale en vue d’un traitement efficace des cultures, ou 

dans d'autres filières non moins importantes. Les articles que nous avons exploités dans ce domaine 

nous révèlent des propositions d’amélioration ainsi des détails techniques qui diffèrent selon le 

problème traité. Il y a ceux qui s'appuient sur des modèles d'apprentissage en profondeur basés sur 

les réseaux neuronaux convolutifs, qui sont les dominants, d'autres s'appuient sur des améliorations 

des réseaux de deep learning. Par conséquent DL et ses différents types et architectures ont été 

beaucoup utilisés dans le domaine de l'agriculture, d’où notre intérêt pour appréhender davantage 

dans les différents algorithmes de DL utilisés dans ce domaine. 

Ce chapitre est considéré comme une deuxième partie du chapitre précédent, dans lequel nous 

avons entrepris une analyse documentaire de 35 articles cités précédemment pour découvrir les 

différentes approches axées autour de l'utilisation des technologies dans l'agriculture, Ce nombre 

d’articles est tout ce que nous avons pu obtenir en utilisant des mots-clés liés au sujet de la 

recherche, nous nous sommes contentés d'articles qui n'ont pas dépassé cinq ans depuis leur 

publication. À travers ces études, nous avons identifié divers techniques, approches et algorithmes 

de machine learning et de deep learning qui contribuent à la transformation digitale de l'agriculture 

et extrait divers détails techniques pouvant être adoptés pour créer des algorithmes innovants de 

deep learning. Nous avons également examiné les filières et les processus agricoles sur lesquels 

nous pourrions appliquer ces techniques. Nous avons exploré aussi les moyens possibles d'obtenir 

des données de l’entraînement de ces modèles de deep learning. Afin de mieux comprendre ces 

techniques de transformation digitale et de choisir celle qui convient, nous avons mené des 

benchmarks de différentes méthodes, techniques et approches et leurs domaines d’utilisations. Les 

résultats de cette étude ont été publiés dans un journal indexé Scopus [77].  
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2. Intelligence artificielle 

L'intelligence artificielle est un concept assez général, elle regroupe en son sein pas mal de 

domaines et d'approches différentes et variées qui ont commencé à se développer depuis les années 

50. L'intelligence artificielle est un concept qui fait référence à toute méthode, approche et outils 

permettant à un ordinateur ou à une machine d'afficher un certain niveau de sagesse. En d'autres 

termes, l'intelligence artificielle est une enveloppe qui comprend une longue liste d'outils, de 

méthodes et de moyens conçus pour donner à un ordinateur des capacités similaires à celles des 

humains, par exemple : la reconnaissance faciale. L'intelligence artificielle comme nous l'avons 

dit, a commencé déjà dans les années cinquante et dans ses premières années consistait 

principalement en des algorithmes construits selon certaines bases de données, c'est-à-dire que 

chaque changement d'information nécessite un changement de système, ce que l'on appelle le 

"réapprentissage". 

L’intelligence artificielle divers domaines sous-jacents comme les statistiques, les mathématiques 

et la programmation. Les différentes étapes et procédures de cette approche des impliquent 

l’extraction, la manipulation, la visualisation et la maintenance des données afin de prévoir 

l’occurrence d’événements futurs. Un scientifique des données doit également avoir une bonne 

connaissance des algorithmes d’apprentissage automatique.  

Dans la définition de l'intelligence artificielle (IA), nous avons noté qu'il s'agit d'un concept général 

qui comprend de nombreux sous-domaines. L'apprentissage automatique, on l'appelle aussi 

machine learning ou ML en abrégé et le deep learning sont des domaines les plus courants. Dans 

le chapitre précédent, nous avons présenté les différentes forces et faiblesses de cette technologie, 

notamment dans le domaine agricole. On peut dire qu'il s'agit d'une technologie puissante 

comparable à la capacité humaine dans l'intervention et la prise de décision. En d'autres termes, 

cette technologie donne aux systèmes informatiques la capacité de prendre des décisions 

intelligentes en temps réel. 

Comme la figure 2-1 le montre, entre les trois concepts : Intelligence artificielle, machine learning 

et deep learning, il existe un lien direct et important. Intelligence artificielle comprend 

l'apprentissage des machines ML qui comprend l'apprentissage en profondeur. À la différence du 

machine learning, le deep learning est un modèle d’apprentissage beaucoup plus autonome. Il 

permet d’automatiser certaines tâches. 
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Figure 2- 1: Relation entre IA, ML et DL 

 

Lorsque vous explorez ce domaine lié à l'intelligence artificielle, vous devez rencontrer un 

ensemble de termes étroitement liés à ce domaine et nécessitant une compréhension pour en 

comprendre leurs objectifs, nous présentons dans le tableau 2-1 les plus importants de ces termes. 
 

 

Tableau 2- 1. Définitions des termes courants en intelligence artificielle 

Terme Définition 

Domaine 

d'expertise 

 La compréhension des problèmes du monde réel dans un domaine donné (par 

exemple, l’agriculture) qui aide à encadrer et à contextualiser l’application de la 

science des données pour résoudre ces problèmes. 
 

Machine Learning 

 Le domaine d’étude qui se concentre sur la façon dont les ordinateurs apprennent 

à partir de données et le développement d’algorithmes qui rendent cet 

apprentissage possible.  

Data Mining 
 L’extraction de connaissances à partir de données via des algorithmes 

d’apprentissage automatique qui intègrent principes de la science des données. 

Features 

 Les éléments de données, également appelés variables indépendantes, utilisés 

pour former un modèle. Ces Features peuvent être des transformations simples 

des données brutes (par exemple, la mesure d’un fruit) ou des transformations 

complexes telles que celles effectuées par les réseaux neuronaux. 
 

Outcomes 

 Les éléments de données, également appelés variables dépendantes, représentent 

la cible de l’apprentissage dans un modèle d’apprentissage supervisé. Les 

résultats peuvent être catégoriques (par exemple, oui/non) ou continus (par 

exemple, la durée). 
 

Supervised 

Learning 

 Algorithmes utilisés pour découvrir la relation entre un ensemble de 

caractéristiques et un ou plusieurs résultats connus. 
 

Unsupervised  Les algorithmes qui sont utilisés pour découvrir des modèles ou des 
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Learning regroupements naturels dans les données, sans cibler un résultat spécifique. 
 

Model training 

 Le processus par lequel les algorithmes d’apprentissage automatique 

développent un modèle des données en apprenant les relations entre les 

caractéristiques et, dans l’apprentissage supervisé, entre les caractéristiques et 

les résultats. 
 

Model validation 

 Le processus de mesure de l’adéquation d’un modèle à des données nouvelles et 

indépendantes. Par exemple, l’évaluation de la performance d’un modèle 

supervisé pour prédire un résultat dans de nouvelles données. Cette approche est 

également appelée test de modèle. 
 

Overfitting 

 Le phénomène qui se produit lorsqu’un algorithme apprend à partir des 

caractéristiques des données d’apprentissage, généralement appelées bruit. Les 

données bruitées ne représentent pas la vérité généralisable (généralement 

appelée signal) qui explique les relations entre les caractéristiques et les 

résultats. Le surajustement entraîne généralement une mauvaise performance du 

modèle dans un ensemble de données de validation indépendant. 
 

Structured data 
 Données (généralement discrètes ou numériques) qui sont faciles à rechercher, 

à résumer, à trier et à quantifier. 
 

Unstructured data 

 Les données qui ne se conforment pas à une structure préspécifiée, comme un 

récit écrit, des images, des vidéos ou du son. Les données non structurées sont 

généralement plus difficiles à rechercher, à trier et à quantifier. 

2.1 Machine Learning 

L'apprentissage automatique est une approche qui vous permet "d'apprendre" à votre 

ordinateur à effectuer une variété de tâches. Avec l’abondance des ensembles de données 

disponibles, la demande du machine learning est en hausse. De nombreux secteurs, de l’agriculture 

à l’armée, appliquent le machine learning pour extraire des informations pertinentes. 

L’objectif du machine learning est d’apprendre à partir des données. De nombreuses études ont 

été réalisées sur la manière de faire apprendre les machines par elles-mêmes [78][79].  

Il existe actuellement de nombreux algorithmes dans la catégorie machine learning comme SVM 

et KNN. Bien qu'ils soient parfaits pour certains problèmes comme la création de groupes 

d'informations avec un dénominateur commun, ces algorithmes peuvent ne pas être vraiment 

pertinents pour d'autres problèmes. L'algorithme KNN, par exemple, n'est pas très efficace lorsqu'il 

s'agit d'identifier des objets dans des images. Les algorithmes de machine learning sont 

généralement divisés en deux catégories : supervisés et non supervisés [80]. Les algorithmes semi-

supervisés représentent un hybride des deux, mais ont été moins souvent utilisés pour résoudre des 

problèmes.  
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 Algorithmes d’apprentissage supervisé : 

Les algorithmes d’apprentissage supervisé sont utilisés pour découvrir la relation entre les 

variables d’intérêt et un ou plusieurs résultats cibles [81]. Pour les problèmes supervisés, le ou les 

résultats cibles doivent être connus. Par exemple, si les chercheurs veulent savoir si un ensemble 

de caractéristiques de planètes (par exemple : la longueur des pétales, la largeur des pétales) peut 

prédire le type de planète, ils peuvent appliquer un algorithme d’apprentissage supervisé à un 

ensemble de données dans lequel chaque enregistrement de planète contient l’ensemble des 

caractéristiques et une étiquette spécifiant leur résultat [82]. 

 Algorithmes d’apprentissage non supervisé : 

Les algorithmes d’apprentissage non supervisé sont utilisés pour découvrir des modèles ou des 

regroupements naturels dans les données, sans cibler un résultat spécifique [80]. Le cas 

d’utilisation le plus convaincant de l’apprentissage non supervisé en agriculture est la détection 

des mauvaises herbes, dans laquelle l’objectif est de découvrir des sous-ensembles de la planète 

qui partagent des caractéristiques similaires et sont, en théorie, plus susceptibles de répondre à la 

mauvaise herbe ciblée. Le tableau 2-2 présente les différentes classes d’algorithmes de 

l’intelligence artificielle et donne plus de détails. 

Tableau 2- 2. Exemples d’utilisation d’algorithmes 

Classe 

d’algorithme 
Exemples Description 

Régression 

classique 

Régression 

linéaire, 

régression 

logistique 

 La régression linéaire est un algorithme d’apprentissage 

supervisé qui modélise la relation entre une ou plusieurs 

caractéristiques et un résultat continu en ajustant une ligne de 

régression qui minimise la somme de tous les résidus, qui sont 

les distances entre chaque caractéristique des données 

d’apprentissage et la ligne ajustée pour les modéliser. La 

régression logistique est une généralisation du modèle linéaire 

qui utilise la fonction logistique pour estimer la probabilité 

d’un résultat binaire. Pour ce faire, la courbe ajustée en forme 

de sigmoïde de la fonction logistique fait correspondre les 

valeurs des caractéristiques à une probabilité comprise entre 0 

et 1. 

Régression 

régularisée 

Lasso, régression 

de crête, filet 

élastique 

 Une extension des algorithmes de régression classiques dans 

laquelle une pénalité est imposée au modèle ajusté afin de 

réduire sa complexité et de diminuer le risque d’Overfitting. 
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Arbre de 

décision 

Arbres de 

classification et 

de régression, 

forêt aléatoire 

(Random Forest), 

arbres à gradient 

boosté 

 Une classe d’algorithme d’apprentissage supervisé basée sur 

les arbres de décision. Les arbres de décision sont une 

séquence de divisions de "conditions" qui sont dérivées en 

séparant itérativement les données en groupes basés sur la 

relation des caractéristiques avec le résultat. Random Forest et 

les arbres renforcés par le gradient sont des exemples de 

modèles d’ensemble. Les modèles d’ensemble combinent les 

résultats de plusieurs modèles entraînés pour estimer un 

résultat. 

Machine à 

vecteurs de 

support(SVM)  

Linéaire, 

Polynôme, 

noyau de base 

radiale 

 Une classe d’algorithmes d’apprentissage supervisé qui 

représente les données dans un espace de caractéristiques 

multidimensionnel, puis ajuste un "hyperplan" qui sépare au 

mieux les données en fonction des résultats d’intérêt. 

k plus proches 

voisins (K-

nearest 

Neighbors) 

k plus porches 

voisins (K-

nearest 

Neighbors) 

 Type d’algorithme d’apprentissage supervisé qui représente 

les données dans un espace de caractéristiques 

multidimensionnel et utilise des informations locales sur les 

observations les plus proches d’un nouvel exemple pour 

prédire le résultat de cet exemple. 

Bayésien 
Naïf Bayes, 

réseau bayésien 

 Classe d’algorithmes d’apprentissage supervisé qui utilisent le 

théorème de Bayes sur la probabilité conditionnelle, c’est-à-

dire la probabilité qu’une chose se produise si une autre chose 

s’est déjà produite. 

Réseau de 

neurones 

Réseau de 

neurones 

artificiels, réseau 

de neurones 

profonds 

 Classe d’algorithmes non linéaires construits à l’aide de 

couches de nœuds qui extraient des caractéristiques des 

données et effectuent des combinaisons qui représentent au 

mieux la structure sous-jacente, généralement pour prédire un 

résultat. Les réseaux neuronaux peuvent être peu profonds 

(par exemple, un perceptron à deux couches) ou profonds 

(plusieurs couches), ce qui constitue la base du domaine de 

deep learning. 

Analyse de 

cluster 

K-moyennes(K-

means), Analyse 

de cluster 

hiérarchique 

 Une classe d’algorithme d’apprentissage non supervisé qui 

utilise les structures inhérentes aux données pour organiser au 

mieux les données en sous-groupes ayant un maximum de 

points communs sur la base d’une certaine mesure de distance 

entre les caractéristiques. 

2.2 Deep Learning 

Deep learning étend le ML classique en ajoutant plus de "profondeur" (complexité) au 

modèle basé sur les réseaux de neurones artificiels (ANN). Chaque réseau neuronal est constitué 
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d’une séquence de couches dans lesquelles passent les données. Ces couches sont constituées de 

neurones et les neurones d’une couche sont connectés à la suivante (voir la figure 2-2). 

Figure 2- 2: Réseau neuronal à perceptron multicouche 

 

 Ces connexions sont définies par ce que nous appelons un poids (une valeur numérique). Chaque 

couche possède également ce que l’on appelle un biais. Il s’agit simplement d’un neurone 

supplémentaire qui n’a aucune connexion et qui contient une seule valeur numérique. Les données 

commencent à la couche d’entrée et sont transformées au fur et à mesure qu’elles traversent les 

couches suivantes. Les données de chaque neurone suivant sont définies par la formule 2-1. 

 
0

n

i ii
y w x b


                  

Nous prendrons cette somme à chaque neurone lorsque nous transmettrons des informations à 

travers le réseau. Ensuite, nous ajouterons ce qu’on appelle un biais à cette somme. Le biais nous 

permet de déplacer le réseau vers le haut ou vers le bas d’une valeur constante. C’est comme 

l’ordonnée à l’origine d’une ligne. 

La fonction d’activation s’agit d’une fonction que nous appliquons à l’équation vue ci-dessus pour 

ajouter de la complexité et de la dimensionnalité à notre réseau. En transformant nos données dans 

une dimension plus élevée, nous pouvons généralement faire de meilleures prédictions plus 

complexes. 

Les poids sont associés à chaque connexion de notre réseau neuronal. Chaque paire de nœuds 

connectés possède un poids qui indique la force de la connexion entre eux. Ces poids sont 

(Éq. 2-1) 
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essentiels au fonctionnement interne d’un réseau neuronal et seront modifiés au fur et à mesure de 

l’apprentissage du réseau neuronal. Le modèle tente de déterminer quels doivent être ces poids 

pour obtenir le meilleur résultat. Les poids commencent par une valeur constante ou aléatoire et 

changent au fur et à mesure que le réseau reçoit des données d’apprentissage. 

En plus des poids, nous avons les biais, qui sont un autre élément important des réseaux neuronaux 

et qui seront aussi modifiés au fur et à mesure de l’apprentissage du modèle. Un biais est 

simplement une valeur constante associée à chaque couche. On peut le considérer comme un 

neurone supplémentaire sans connexion. Le but d’un biais est de déplacer une fonction d’activation 

entière d’une valeur constante. Cela permet une plus grande flexibilité lorsqu’il s’agit de choisir 

une activation et de former le réseau. Il y a un biais pour chaque couche. 

Back propagation est l’algorithme fondamental de l’apprentissage des réseaux neuronaux. C’est 

lui qui modifie les poids et les biais de notre réseau pendant l’entraînement jusqu’à ce qu’il atteigne 

une haute précision. Un réseau de neurones contient de nombreuses couches. Chaque couche est 

préparée à faire une mission spécifique, le nombre de couches détermine le niveau de complexité, 

plus le nombre est grand, plus le réseau est complexe.  

Dans un petit réseau de neurones, nous pouvons trouver trois couches : la couche d’entrée, la 

couche cachée et la couche de sortie. Ces couches sont constituées de nœuds, comme leur nom 

l’indique, chaque couche a une tâche donnée. Les couches d’entrée chargées de récupérer les 

données d’entrée et de les transmettre à la couche suivante. La couche cachée effectue toutes les 

tâches back-end du calcul ainsi que la transformation des données à l’aide de diverses fonctions 

qui permettent une représentation des données de manière hiérarchique, à travers plusieurs niveaux 

d’abstraction. La couche de sortie transmet le résultat final du calque masqué. Comme il apparaît 

sur la figure 2-2. Deep learning a des applications variées allant du langage naturel au traitement 

d’image [83]. Un avantage important de deep learning est l’apprentissage des caractéristiques, 

c’est-à-dire l’extraction automatique des caractéristiques à partir de données brutes [84]. 

L'analytics est un terme anglais, qui désigne simplement l'analyse de données, dans un but d'en 

tirer des significations en but de prendre la décision. Il est possible d'associer ce terme à d'autres 

termes, afin de préciser les données, les outils et les approches dont il est question. On parlera par 

exemple de « web analytics » (ou « digital analytics », « data analytics", nous avons proposé de 

combiner les deux mots '' deep analytics" parce que nous nous sommes appuyés sur l'analyse des 

données en vue d'en tirer des significations et faire des prédictions (prédire les mauvaises herbes) 

à l'aide de deep learning, nous utilisons le deep learning pour construire des modèles prédictifs 
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précis sur les données fournies. Le Deep Analytics a une expérience éprouvée dans la création 

d'algorithmes d'apprentissage automatique spécialisés et dans leur déploiement dans divers 

domaines. Les sous-sections suivantes présentent une brève introduction aux techniques de deep 

learning les plus populaires.  

 Convolutional Neural Networks (CNN): 

The Convolutional Neural Network est l’un des algorithmes d’apprentissage profond les plus 

populaires, notamment dans le domaine de la classification d’images. Les CNN ou ConvNet 

prennent une image en entrée et attribuent une importance (poids et biais apprenables) aux objets 

de l’image afin de pouvoir les différencier les uns des autres [85]. 

L’architecture générale d’un CNN est illustré sur la figure 2-3, elle est similaire à celle du schéma 

de connectivité des neurones dans le cerveau humain et s’inspire de la régulation du cortex visuel. 

Les neurones individuels ne répondent aux stimuli que dans une région limitée du champ visuel, 

appelée champ réceptif. Une combinaison de ces champs se chevauche pour couvrir l’ensemble 

de la zone visible. 

 

Figure 2- 3: Architecture standard du réseau de neurones convolutifs 

Dans le domaine de la vision par ordinateur, une image en niveaux de gris est une matrice de pixels 

ou un tableau à deux dimensions avec des valeurs qui indiquent la luminosité, allant de 0 à 255. 0 

signifie noir, 255 est blanc et tout le reste est une nuance de gris. La couleur est représentée par 

une troisième dimension de profondeur, 3, pour représenter les couleurs fondamentales [rouge, 

vert et bleu]. 

En termes simples, le CNN extrait la caractéristique de l’image et la convertit en une dimension 

inférieure sans perdre ses caractéristiques en faisant passer l’image par un ensemble de couches, 

ces couches définissant l’architecture de l’algorithme. La figure 2-4 met en exergue ce processus 

de l’extraction des features utilisant un filtre de 3x3. 
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Figure 2- 4: Convolution d’une image de 5×5×1 avec un filtre de 3×3×1 

Comme illustré sur la figure 2-3 une image d’entrée est passée dans la couche d’entrée. Ensuite 

l’image sera traitée par la couche de convolution pour extraire les caractéristiques de l’image. Tout 

d’abord, une partie de l’image est connectée à la couche de convolution, cette couche a pour 

objectif d'effectuer l’opération de convolution et calculer le produit scalaire entre le champ réceptif 

(c’est une région locale de l’image d’entrée qui a la même taille que celle du filtre) et le filtre qui 

est formé d’un ensemble de poids. Le résultat de l’opération est un entier unique du volume de 

sortie. Ensuite, nous faisons glisser le filtre sur le champ réceptif suivant de la même image 

d’entrée par un Stride, nous refaisons la même opération jusqu’à ce que nous ayons parcouru toute 

l’image. La sortie appelée les cartes de convolution sera l’entrée de la couche suivante. 

Après l’extraction des caractéristiques, une fonction d’activation est appliquée à la carte de 

convolution pour traiter les données hautement non linéaires. Il existe plusieurs fonctions 

d’activation les plus utiliser sont : 

 Logistique (ou marche douce, ou sigmoïde) c’est une fonction étendue entre 0 et 1 pour 

les grandes valeurs négatives de 𝑥 le terme 𝑒−𝑥 dans le dénominateur croît 

exponentiellement et 𝑓(𝑥) se rapproche de 0. Inversement, les valeurs positives élevées 

de 𝑥 rétrécissent 𝑒−𝑥 à 0, donc 𝜎(𝑥) se rapproche de 1, cette fonction est présentée par 

la formule 2-2. 

 
1

1 x
f x

e



               

 Unité de rectification linéaire ReLU (𝑦 = 𝑚𝑎𝑥(𝑥, 0)) prend en entrée n’importe quel 

nombre réel et transfome essentiellement tout ce qui est inférieur à zéro en zéro et tout 

ce qui est supérieur à zéro reste inchangé.  

(Éq. 2-2) 
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La couche Pooling est utilisée pour réduire le volume spatial de l’image d’entrée après 

convolution, elle fonctionne de la même manière que les couches convolutives, c’est-à-dire 

qu’elles extraient des fenêtres de la carte des caractéristiques et renvoient une carte de réponse des 

valeurs maximales, minimales ou moyennes de chaque canal. Comme le montre la figure 2-5, il 

existe deux types de Pooling, Max-Pooling : La valeur de pixel maximale du lot est sélectionnée 

et Average-Pooling : la valeur moyenne de tous les pixels du lot est sélectionnée. Nous pouvons 

également ajouter ici les moyens de Min-Pooling où la valeur de pixel minimale du lot est 

sélectionnée. Nous pouvons utiliser plus d’une couche convolutionnelle et une couche de mise en 

commun avant d’utiliser la couche entièrement connectée pour effectuer la classification. La 

couche Softmax ou Logistique est la dernière couche du CNN. Elle se trouve à la fin de la couche 

entièrement connectée. La logistique est utilisée pour la classification binaire et la Softmax pour 

la multiclassification [86]. 

 

Figure 2- 5: Types de Pooling 

 Recurrent Neural Network (RNN): 

Il existe un autre type de réseau neuronal qui domine les problèmes d’apprentissage 

automatique qui impliquent des séquences d’entrées appelées réseaux neuronaux récurrents [87].  

Jusqu’à présent, nous avons utilisé ce que l’on appelle des réseaux neuronaux à action directe. 

Cela signifie simplement que toutes nos données sont transmises en avant (toutes en même temps) 

de gauche à droite à travers le réseau. Cette méthode convenait parfaitement aux problèmes qu’on 

a des data ne dépend pas du temps ou de l’état précédant, mais elle ne fonctionnera pas très bien 

pour le traitement des données séquentiel. Après tout, même nous (les humains) ne traitons pas le 

(Éq. 2-3) 
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texte ou bien vidéo par exemple en une seule fois. Nous lisons mot par mot, de gauche à droite et 

gardons la trace du sens actuel de la phrase afin de pouvoir comprendre le sens du mot suivant. 

C’est exactement ce qu’un réseau neuronal récurrent est conçu pour faire. Lorsque nous parlons 

de réseau neuronal récurrent, nous voulons simplement dire qu’il s’agit d’un réseau qui contient 

une boucle. Un RNN traite un mot à la fois tout en conservant une mémoire interne de ce qu’il a 

déjà vu. Cela lui permet de traiter les mots différemment en fonction de leur ordre dans la phrase 

et de construire lentement une compréhension de l’entrée entière, un mot à la fois [88]. 

C’est pourquoi nous traitons nos données textuelles comme une séquence ! Pour que nous 

puissions transmettre un mot à la fois au RNN. Voyons à quoi pourrait ressembler un RNN. 

 

Figure 2- 6: (À gauche) Un RNN. (À droite) Sa version déroulée 

Ce que la figure 2-6 tente d’illustrer, c’est qu’une couche récurrente traite les mots ou les entrées 

un par un en les combinant avec les résultats de l’itération précédente. Ainsi, à mesure que nous 

progressons dans la séquence d’entrée, nous construisons une compréhension plus complexe du 

texte dans son ensemble. Ce que nous venons de voir s’appelle une couche RNN simple. Elle peut 

être efficace pour traiter des séquences de texte plus courtes pour des problèmes simples. 

Il existe d’autres couches récurrentes (couches qui contiennent une boucle) qui fonctionnent 

beaucoup mieux qu’une simple couche RNN. Celle dont nous allons parler ici est appelée LSTM 

(Long Short-Term Memory). Cette couche fonctionne de manière très similaire à la couche RNN 

simple, mais ajoute un moyen d’accéder aux entrées de n’importe quel pas de temps dans le passé. 

Alors que dans notre couche RNN simple, l’entrée des timestamps précédents disparaissait 

progressivement au fur et à mesure que nous avancions dans l’entrée. Avec un LSTM, nous 

disposons d’une structure de données de mémoire à long terme stockant toutes les entrées vues 
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précédemment ainsi que le moment où nous les avons vues. Cela nous permet d’accéder à 

n’importe quelle valeur antérieure que nous voulons à n’importe quel moment. Cela ajoute à la 

complexité de notre réseau et lui permet de découvrir des relations plus utiles entre les entrées et 

le moment où elles apparaissent. 

Parmi les problèmes de prédiction de séquence : One-to-Many: sortie de séquence, pour le sous-

titrage d’image, Many-to-One : entrée de séquence, pour la classification des sentiments et Many-

to-Many : séquence d’entrée et de sortie, pour la traduction automatique et Synched Many-to-

Many : séquences synchronisées d’entrée et de sortie, pour la classification vidéo [89]. 

 Benchmark des algorithmes de DL et de ML existants 

Il s'agit d'une étude comparative dont une partie des résultats a été publiée [90]. Après avoir 

vu comment chaque réseau a été conçu, nous pouvons maintenant souligner les forces et les 

faiblesses de chacun. Les CNN sont préférés pour interpréter les données visuelles, les données 

rares ou les données qui ne viennent pas en séquence. Les réseaux de neurones récurrents, en 

revanche, sont conçus pour reconnaître des données séquentielles ou temporelles. Ils font de 

meilleures prédictions en considérant l’ordre ou la séquence des données en relation avec les 

nœuds de données précédents ou suivants. Les applications où les CNN sont particulièrement utiles 

incluent la détection de visage, l’analyse médicale, la découverte de médicaments et l’analyse 

d’images. Les RNN sont utiles pour la traduction linguistique, l’extraction d’entités, l’intelligence 

conversationnelle, l’analyse des sentiments et l’analyse de la parole. Comme récapitulatif des 

différentes études réalisées, le tableau 2-3 met en exergue les points forts et limites des algorithmes 

de machine learning et de deep learning les plus connus de chaque catégorie (Classification, 

régression, clustering). D’après ce benchmark, nous constatons que l'algorithme CNN jouit de 

beaucoup d’avantages avec moins d’inconvénients par rapport aux autres, d’où le choix de cet 

algorithme pour y appliquer plus d’optimisation en vue d’en tirer une meilleure profitabilité et 

performance dans la détection des mauvaises herbes. 

 

Tableau 2- 3. Benchmark des algorithmes de ML et de DL existants 

Algorithme Avantage Inconvénient 

CNN 

 Exploite la méthode 

d'apprentissage empirique permet 

d'avoir des bons résultats.  

 Simple et facile à implémenter. 

 L’utilisation d'un poids unique 

associé aux signaux entrant 

 Difficile à choisir l'architecture et 

les paramètres appropriés. 

 L'ordre des couches affecte 

directement l'apprentissage. 

 Il n'existe pas de méthode 

automatique pour choisir la 
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dans tous les neurones d'un 

même noyau de convolution 

 Il convient aux données 

spatiales telles que les images. 

 Le réseau accepte des entrées de 

taille fixe et génère des sorties 

de taille fixe. 

 

meilleure architecture possible 

pour un problème donné. 

 L'apprentissage est influencé par 

l'environnement matériel. 

 Il n’est pas assez efficace pour les 

données non images. 

 

 

RNN 

 Utilisé pour les données spatio-

temporelles, également appelées 

données séquentielles. 

 Efficace sur les données 

textuelles. 

 Répandu sur les problèmes de 

prédiction de séquence. 

 Peut utiliser sa mémoire interne 

pour traiter des séquences 

arbitraires d’entrées. 

 

 Difficiles à former correctement 

(problème du gradient de 

disparition). 

 Les prévisions de séries 

chronologiques sont faibles. 

 Rarement utilisé seul. 

 Nécessite toujours de lire toute une 

séquence pour produire une 

prédiction. 

 

Naïf Bayes 

 Simple à comprendre et à 

construire 

 Rapide et donne des résultats très 

efficaces dans des domaines 

variés 

 Efficace avec peu de données.  

 

 La performance est limitée quand il 

s'agit d'une grande quantité de 

données 

 Une mauvaise performance s’il y a 

une grande corrélation entre les 

caractéristiques. 

K-means 

 Implémentation facile. 

 Gère des données complexes et 

inconnues 

 Traite de données inconnues et 

complexes 

 Les résultats sont rapides à 

produire et faciles à interpréter 

 Efficace avec les datasets 

volumineux 

 La possibilité de modifier 

l'algorithme en fonction d'un 

ensemble de données pour obtenir 

de meilleurs résultats 

 L’algorithme ne donne pas la 

possibilité de choisir un ensemble 

optimal de clusters. 

 Les résultats de clustering varient à 

chaque nouvelle exécution. 

 Produit un cluster de taille uniforme. 

 L'ordre des données lors de la 

construction de l’algorithme affecte 

les résultats. 

 Nécessite la spécification de la 

valeur K. 

 N’est pas possible de prévoir les k ou 

le nombre de clusters. 

 

K-nearest 

Neighbors 

 Facile à implémenter. 

 Très populaire 

 Pas d’hypothèse sur les données 

affines, linéaires, etc. 

 Résultats très importants dans des 

domaines de classification et de la 

régression. 

 

 L’augmentation du nombre 

d'exemples d'apprentissage affecte la 

vitesse de l'algorithme (n’est pas 

efficace avec les données 

volumineuses). 

 Nécessite le choix de la valeur de K. 

 Sélectionner le bon K nécessite 

l'essai de plusieurs K 
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 L’étape de la prévision nécessite 

beaucoup de temps. 

Random Forest 

 Pas d’Overfitting 

 Meilleure performance que les 

autres algorithmes de même 

famille. 

 Facile à configurer les 

paramètres. 

 

 Entrainement plus lent 

 Difficile à interpréter les résultats. 

 Difficile à améliorer les résultats 

 

 

3. Deep Learning pour le traitement de l’image et la vision par ordinateur  

Les tâches de vision par ordinateur visent à permettre aux systèmes informatiques de voir, 

d’identifier et de comprendre automatiquement le monde visuel, en simulant la même chose que 

la vision humaine [91]. Les chercheurs en vision par ordinateur ont aspiré à développer des 

algorithmes pour ces tâches de perception visuelle, notamment la reconnaissance d’objets afin de 

déterminer si les données d’une image contiennent un objet spécifique, la détection d’objets afin 

de localiser les instances d’objets sémantiques d’une classe donnée et la compréhension de scènes 

afin de découper une image en segments significatifs à analyser. 

Les chercheurs pensent que les systèmes informatiques peuvent aller au-delà de la reconnaissance 

ordinaire des objets et apprendre à révéler des détails et des idées du monde visuel en les entraînant 

à voir des trillions d’images et de vidéos à l’aide d’algorithmes de "deep learning" et de vision par 

ordinateur [92]. 

L’apprentissage profond est une classe particulière d’algorithmes d’apprentissage automatique, 

qui simplifie généralement le processus d’extraction et de description des caractéristiques par le 

biais d’un réseau neuronal convolutif multicouche (CNN) [93]. 

3.1 Classification des images 

La classification d’images est une capacité biologiquement primaire du système de perception 

visuelle humain. Elle a été une tâche active et joue un rôle crucial dans le domaine de la vision par 

ordinateur, qui vise à classer automatiquement les images dans des classes prédéfinies. La 

classification d’images consiste à attribuer une étiquette à une image, comme l’identification des 

chats et des chiens dans une image ou la classification des chiffres montrée sur la figure 2-7.  
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Figure 2- 7: Classification des chiffres manuscrits 

 

Le développement de la classification d’images a fait un grand bond en avant lorsque le jeu de 

données d’images à grande échelle "ImageNet" a été créé par Feifei Li en 2009 [92]. C’est presque 

au même moment que les technologies bien connues d’apprentissage profond ont commencé à 

montrer de grandes performances en matière de classification et ont fait leur entrée sur la scène de 

la vision par ordinateur. 

Les modèles de classification basés sur le CNN profond sont beaucoup plus robustes que les autres 

méthodes conventionnelles en présence de variations à grande échelle. Il représente également une 

étape remarquable dans l’histoire moderne des réseaux neuronaux après une longue période de 

creux. Un modèle CNN profond typique se compose de plusieurs couches de convolution suivies 

de fonctions d’activation et de couches de mise en commun et de plusieurs couches entièrement 

connectées avant la prédiction. La structure profonde permet de faciliter les mécanismes de filtrage 

en effectuant des convolutions dans des cartes de caractéristiques multi-échelles, ce qui conduit à 

des caractéristiques hautement abstraites et discriminantes. 

3.2 Détection d’objets 

Historiquement, la plupart des efforts de recherche se sont concentrés sur la détection d’une 

seule catégorie d’objets donnés tels que les piétons [94] et les visages [95] en concevant un 

ensemble de caractéristiques appropriées (par exemple HOG, Harr-like, LBP, etc. [96]). Dans ces 

travaux, les objets sont détectés en utilisant un ensemble de modèles de caractéristiques prédéfinis 

correspondant à chaque emplacement dans l’image ou à des pyramides de caractéristiques. Des 

classificateurs standards tels que SVM et Adaboost sont souvent utilisés à cette fin [92]. Afin de 
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construire un système de détection d’objets robuste et polyvalent, la communauté des chercheurs 

a commencé à développer des ensembles de données multiclasses à grande échelle ces dernières 

années. Pascal-VOC 2007 [97], avec 20 classes et MS-COCO [98], avec 80 catégories d’objets, 

sont deux jeux de données emblématiques de la détection d’objets. La détection d’objets est 

généralement confondue avec la reconnaissance d’images, donc il est important que nous 

clarifiions les distinctions entre eux. La reconnaissance d’image attribue une étiquette à une image. 

Une image d’herbe « Convolvulus » reçoit le label « Convolvulus ». Une photo de deux types 

reçoit toujours l’étiquette « Convolvulus ». La détection d’objets, quant à elle, dessine une boîte 

autour de chaque type d’herbe et étiquette la boîte « Convolvulus » comme celui sur la figure 2-8. 

Le modèle prédit où se trouve chaque objet et quelle étiquette doit être appliquée. De cette façon, 

la détection d’objet fournit plus d’informations sur une image que la reconnaissance.  

Figure 2- 8: Détection des mauvaises herbes utilisant la technique ‘’Object Detection’’ 

La détection d’objets est inextricablement liée à d’autres techniques de vision par ordinateur 

similaires telles que la reconnaissance d’images et la segmentation d’images, en ce sens qu’elle 

nous aide à comprendre et à analyser des scènes dans des images ou des vidéos du champ agricole. 

Mais il existe des différences importantes. La reconnaissance d’image ne produit qu’une étiquette 

de classe pour un objet identifié et la segmentation d’image crée une compréhension au niveau des 

pixels des éléments d’une scène. Ce qui sépare la détection d’objets de ces autres solutions, c’est 

sa capacité unique à localiser des objets dans une image ou une vidéo. Cela nous permet ensuite 

de compter puis de suivre ces objets. Tout cela fait de la détection d’objets une technologie efficace 

et importante dans le domaine de la culture agricole. 

Nous pouvons classer les détecteurs d’objets en deux catégories principales ; les détecteurs à deux 

étages, tels que Faster R-CNN, ont une étape de proposition de région d’intérêt et une autre 
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classification finale et une régression de la boîte englobante des objets prenant ces régions en 

entrée. Les détecteurs à une étape telle que YOLO, EfficiendDet, Detectron2 considèrent la 

détection d’objets comme un simple problème de régression apprenant les probabilités de classe 

et les coordonnées de la boîte englobante à partir des images d’entrée. 

R-CNN [99] est la première méthode en deux étapes parmi les premières techniques de détection 

d’objets génériques basées sur le CNN. Elle adopte AlexNet pour extraire un vecteur de 

caractéristiques de longueur fixe de chaque proposition de région redimensionnée, qui est le 

candidat objet généré par l’algorithme de recherche sélective. Inspiré par la mise en commun de 

la pyramide spatiale dans SPPnet [100] qui exploite les sorties de caractéristiques de longueur fixe 

pour des tailles d’images d’entrée arbitraires, Fast R-CNN [101] incorpore une couche de mise en 

commun ROI avant la couche entièrement connectée pour obtenir un vecteur de caractéristiques 

de longueur fixe pour chaque région proposée, de sorte qu’une seule opération de convolution est 

nécessaire pour l’image d’entrée. 

Pour relever le défi susmentionné lié à la complexité de calcul, Faster R-CNN [102] propose en 

outre un réseau de proposition de région (RPN). Il intègre ensuite le RPN (pour la génération de 

propositions) et le Fast-RCNN (pour la classification des régions) dans une structure de réseau 

unifiée de bout en bout. RPN et Fast-RCNN partagent la plupart des couches de convolution. Les 

caractéristiques de la dernière couche partagée sont utilisées pour deux tâches distinctes (c’est-à-

dire la génération de propositions et la classification des régions).  

3.3 Segmentation des images 

La classification d’images doit reconnaître les objets présents dans la scène visuelle (comme 

le montre l’exemple de la figure 2-9(a)), tandis que la détection d’objets révèle où se trouvent les 

objets (comme le montre l’exemple de la figure 2-9(b)).  

Dans cette sous-section, nous nous concentrons sur le problème de la présentation exacte des objets 

dans la scène visuelle en utilisant la segmentation d’image. 

La segmentation d’image est considérée comme une classification au niveau du pixel, qui vise à 

diviser une image en régions significatives en classant chaque pixel dans une entité spécifique. 

Dans la segmentation d’image traditionnelle, l’idée de fusion et de division de régions locales non 

supervisées a été largement explorée sur la base du clustering, de l’optimisation de critères globaux 

ou de l’interaction avec l’utilisateur. L’essor des technologies d’apprentissage profond a favorisé 

la classification supervisée à grande échelle, passant de la classification d’objets au niveau de 
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l’image à la localisation d’objets au niveau de la boîte, puis à la segmentation d’objets au niveau 

du pixel. Par conséquent, la segmentation d’image d’aujourd’hui est orientée objet et peut être 

divisée en deux branches subtiles :  la première c’est la segmentation sémantique, qui attribue 

chaque pixel d’une image à une classe d’objets sémantique, comme le montre la figure 2-9 (c). La 

deuxième c’est la segmentation d’instance, qui prédit différentes étiquettes pour différentes 

instances d’objets comme une amélioration supplémentaire de la segmentation sémantique, 

comme le montre la figure 2-9(d). 
 

 
Figure 2- 9: (a) classification d’images, (b) détection d’objets, (c) segmentation sémantique et (d) 

segmentation d’instances 

Dans le prolongement de Faster R-CNN, Mask R-CNN a ensuite été proposé pour combiner la 

détection d’objets et la segmentation d’instances au niveau du pixel sur la base de Faster R-CNN. 

En utilisant ResNet-FPN comme réseau fédérateur, Mask R-CNN a démontré la meilleure 

précision de détection sur MS-COCO en 2017. 

 

4. Algorithmes de vision par ordinateur 

Dans cette section, nous allons explorer et comprendre l’architecture et le fonctionnement de 

différents algorithmes de vision par ordinateur : Region-based CNN (R-CNN), Fast R-CNN, 

Faster R-CNN et Mask R-CNN. 
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4.1 R-CNN  

L’une des principales limitations du CNN est qu’il est utilisé pour la détection d’objections 

pour un seul objet à la fois. En outre, CNN ne fonctionne pas bien lorsque plusieurs objets sont 

dans le champ visuel. R-CNN [99] permettant la classification et la détection des objections à 

l’aide de boîtes englobantes pour plusieurs objets présents dans une image. Au lieu d’utiliser des 

fenêtres coulissantes, cette méthode utilise l’algorithme de recherche sélective qui tire parti de la 

segmentation des objets et de la recherche exhaustive pour déterminer efficacement les 

propositions de régions. Cet algorithme de recherche sélective propose environ 2000 propositions 

de régions par image. Celles-ci sont ensuite transmises au modèle CNN. Ce modèle CNN produit 

ensuite un vecteur de caractéristiques (1,4096) à partir de chaque proposition de région. Ce vecteur 

est ensuite transmis au modèle SVM pour la classification des objets et au régresseur de la boîte 

de délimitation pour la localisation. 

 
Figure 2- 10: L’architecture de R-CNN 

Comme illustré sur la figure 2-10, la première étape du pipeline R-CNN est la génération de 

"propositions de régions" ou de régions dans une image qui pourraient appartenir à un objet 

particulier. R-CNN utilise l’algorithme de recherche sélective. L’algorithme de recherche sélective 

met l’accent sur un algorithme de segmentation basé sur le regroupement hiérarchique. Le 

regroupement hiérarchique commence par des régions initiales ; les régions les plus similaires sont 

ensuite fusionnées pour former de nouvelles régions - ce processus se poursuit jusqu’à ce que 

l’image entière soit représentée par une seule région. Les régions de chaque étape sont ajoutées 

aux propositions de régions. La similarité a été calculée en termes de similitude de couleur de 

texture et ainsi de suite. La deuxième étape est donc l’extraction de caractéristiques à partir des 

propositions de régions. Chacune des 2000 propositions de régions générées à partir de chaque 
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image est convertie en entrées fixes de taille 227×227 permettre leur utilisation dans le réglage fin 

du CNN. Après cela, chaque proposition d’objet est mise en correspondance avec l’instance de 

vérité avec laquelle elle a un chevauchement IoU maximum et étiquetée comme positive (pour la 

classe de vérité correspondante) si l’IoU est d’au moins 0,5. Les autres cases sont traitées comme 

la classe de fond (négative pour toutes les classes). À la fin de ce pipeline, R-CNN génère un 

vecteur de caractéristiques de 4096 dimensions à partir de chacune des 2000 propositions de 

régions pour chaque image en utilisant un réseau neuronal convolutif (CNN) [99].  

 

Figure 2- 11: L’extraction des caractéristiques 

La figure 2-11 présente l’opération de l’extraction des caractéristiques de CNN qui agit comme un 

fort extracteur de caractéristiques et la sortie consiste en des caractéristiques extraites de l’image. 

Les caractéristiques extraites sont introduites dans un SVM pour classifier la présence de l’objet 

dans cette proposition de région candidate. Le SVM prend comme entrée le vecteur de 

caractéristiques 4096-d pour chaque proposition de région. Les caractéristiques de toutes les 

propositions de régions qui ont un chevauchement IoU de moins de 0,3 avec la boîte de 

délimitation de la vérité de base sont considérées comme négatives pour cette classe pendant 

l’apprentissage. Après l’entraînement du SVM, la sortie finale est un ensemble de propositions 

d’objets positifs pour chaque classe, à partir des caractéristiques CNN de 2000 propositions de 

régions (de chaque image). 
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En plus de prédire la présence d’un objet dans les propositions de régions, l’algorithme prédit 

également quatre valeurs qui sont des valeurs de décalage pour augmenter la précision de la boîte 

de délimitation. 

Le R-CNN a également certaines limites, car chaque image doit classifier 2000 propositions de 

régions. Il faut donc beaucoup de temps pour entraîner le réseau. Il faut 49 secondes pour détecter 

les objets dans une image sur GPU. Pour stocker la carte de caractéristiques de la proposition de 

région, beaucoup d’espace disque est également nécessaire. 

4.2 Fast R-CNN 

Le même auteur de l’article sur le R-CNN a résolu certains des inconvénients du R-CNN pour 

construire un algorithme de détection d’objets plus rapide, appelé Fast R-CNN. Fast R-CNN 

consiste en un CNN (généralement pré-entraîné sur la tâche de classification ImageNet) dont la 

couche de Pooling finale est remplacée par une couche de "Pooling ROI" et dont la couche FC 

finale est remplacée par deux branches une branche de couche Softmax de (K+1) catégorie et une 

branche de régression de boîte limite spécifique à la catégorie. 

L’approche est similaire à l’algorithme R-CNN. Mais, au lieu d’alimenter le CNN avec les 

propositions de régions, nous alimentons le CNN avec l’image d’entrée pour générer une carte de 

caractéristiques convolutives. L’image entière est introduite dans le CNN dorsal et les 

caractéristiques de la dernière couche de convolution sont obtenues comme le montre 

l’architecture sur la figure 2-12. Selon le CNN dorsal utilisé, les cartes de caractéristiques de sortie 

sont beaucoup plus petites que la taille de l’image originale. 

 

Figure 2- 12: L’architecture de Fast R-CNN 

Pendant ce temps, les fenêtres de proposition d’objet sont obtenues à partir d’un algorithme de 

proposition de région comme la recherche sélective. Les propositions d’objets sont des régions 

rectangulaires sur l’image qui signifient la présence d’un objet. La partie de la carte de 
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caractéristiques de l’épine dorsale qui appartient à cette fenêtre est ensuite introduite dans la 

couche Pooling ROI. 

L’obstacle majeur pour passer de la classification d’images à la détection d’objets est la taille fixe 

requise pour l’entrée du réseau en raison des couches entièrement connectées existantes. Dans la 

détection d’objets, chaque proposition aura une forme différente. Il est donc nécessaire de convertir 

toutes les propositions en une forme fixe, comme l’exigent les couches entièrement connectées. 

Le ROI Pooling fait exactement cela. 

La raison pour laquelle le "Fast R-CNN" est plus rapide que le R-CNN est qu’il n’est pas nécessaire 

d’envoyer 2000 propositions de régions au réseau neuronal convolutif à chaque fois. Au lieu de 

cela, l’opération de convolution est effectuée une seule fois par image et une carte de 

caractéristiques est générée à partir de celle-ci [100]. 

4.3 Faster R-CNN 

Dans la famille des R-CNN, l’évolution entre les versions s’est généralement faite en termes 

d’efficacité de calcul (intégration des différentes étapes d’apprentissage), de réduction du temps 

de test et d’amélioration des performances. Ces réseaux se composent généralement  d’un 

ensemble de parties: (a) d’un algorithme de proposition de région pour générer des "boîtes limites" 

ou des emplacements d’objets possibles dans l’image ; (b) d’une étape de génération de 

caractéristiques pour obtenir les caractéristiques de ces objets, généralement à l’aide d’un CNN ; 

(c) d’une couche de classification pour prédire à quelle classe appartient cet objet ; et d) d’une 

couche de régression pour préciser les coordonnées de la boîte limite de l’objet. 

Le Faster R-CNN [101] a été introduit en 2015 par He et al. Après le Fast R-CNN, le goulot 

d’étranglement de l’architecture est la recherche sélective. Puisqu’elle doit générer 2000 

propositions par image. Elle constitue une part importante du temps d’apprentissage de l’ensemble 

de l’architecture.  
 

 
Figure 2- 13: L’architecture de Faster R-CNN 
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Le R-CNN et le Fast R-CNN utilisent tous deux des algorithmes de proposition de région basés 

sur le l’algorithme de recherche sélective qui prend environ 2 secondes par image et fonctionne 

sur le calcul du CPU. Comme indiqué sur la figure 2-13, le Faster R-CNN [101] résout ce problème 

en utilisant un autre réseau convolutif (le RPN) pour générer les propositions de régions. Cela 

permet non seulement de réduire le temps de proposition de région de 2 s à 10 ms par image, mais 

aussi de partager les couches de l’étape de proposition de région avec les étapes de détection 

suivantes, ce qui entraîne une amélioration globale de la représentation des caractéristiques [101]. 

Le terme "Faster R-CNN" fait généralement référence à un pipeline de détection qui utilise le RPN 

comme algorithme de proposition de région et le Fast R-CNN comme réseau de détection. Tout 

d’abord, dans ce réseau, nous avons fait passer l’image dans le réseau dorsal. Ce réseau dorsal 

génère une carte de caractéristiques de convolution. Ces cartes de caractéristiques sont ensuite 

transmises au réseau de proposition de région. Le réseau de proposition de région prend une carte 

de caractéristiques et génère les ancres (le centre de la fenêtre coulissante avec une taille et une 

échelle unique). Ces points d’ancrage sont ensuite transmis à la couche de classification (qui 

détermine s’il y a ou non un objet) et à la couche de régression (qui localise la boîte de délimitation 

associée à un objet) [101].  

4.4 Mask R-CNN 

Mask R-CNN [102] est un système de détection d’objets et de segmentation d’instances à la 

pointe de la technologie, qui ajoute une branche de prédiction de masque au dernier stade de Faster 

R-CNN, développé en Python par Facebook. Ainsi, Mask R-CNN a trois sorties, une étiquette de 

classe, un décalage de la boîte englobante et une troisième branche qui produit le masque de l’objet. 

La couche de regroupement des ROI est également remplacée par la couche d’alignement des ROI, 

qui est plus performante en matière de prédiction de masque qu’une couche de regroupement des 

ROI. Le Mask R-CNN est également divisé en deux parties, le réseau dorsal qui est responsable 

de l’extraction des caractéristiques (la première couche détecte les caractéristiques de bas niveau 

et la couche suivante les caractéristiques de plus haut niveau) et de la proposition de région et la 

tête du réseau qui effectue la classification, la régression et la prédiction de masque. 
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Figure 2- 14: L’architecture de Mask R-CNN 

Le Mask R-CNN est divisé en deux étapes comme l’illustre la figure 2-14. Au premier niveau ou 

à la première étape, le cadre prend une image d’entrée, la scanne pour trouver les zones qui 

contiennent probablement un objet en utilisant un réseau de proposition de région (RPN). Sur la 

base des zones proposées lors de la première étape, le cadre prédit les classes lors de la deuxième 

étape, affine la boîte de délimitation et génère les masques de segmentation pour chaque 

objet[102]. 

Dans le Mask R-CNN [102], nous faisons la différence entre : l’architecture dorsale convolutive 

qui est composée des éléments suivants : réseau dorsal, réseau de proposition de régions et module 

de classification d’objets. La tête de réseau qui contient le module de régression de la boîte 

englobante et le module de segmentation de masque. Chaque image d’entrée est convertie en une 

carte de caractéristiques par le réseau dorsal qui est un réseau neuronal convolutif standard (CNN) 

qui extrait les caractéristiques. La carte de caractéristiques est donc utilisée comme entrée pour 

l’étape suivante où le réseau de proposition de région (RPN) analyse les images entières pour 

détecter les zones candidates qui contiennent des objets. La mise en œuvre de l’étape d’extraction 

des caractéristiques est basée sur la mise en œuvre originale de modèle Faster R-CNN avec 

ResNet-101 [103]. 

ResNet-101 contient 104 couches convolutionnelles au total. En outre, il se compose de 33 blocs 

de couches au total et 29 de ces blocs utilisent directement la sortie du bloc précédent qui est 

définie comme des connexions résiduelles ci-dessus, ces résidus sont utilisés comme premier 

opérande de l’opérateur de sommation utilisé à la fin de chaque bloc pour obtenir l’entrée des blocs 

suivants. Les 4 blocs restants prennent la sortie du bloc précédent et l’utilisent dans une couche de 

convolution avec une taille de filtre de 1×1 et un stride de 1, suivie d’une couche de normalisation 

par lot qui effectue une opération de normalisation et la sortie résultante est envoyée à l’opérateur 
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de sommation à la sortie de ce bloc [104]. La figure 2-15 présente les détails de l’architecture 

dorsale du Mask R-CNN. 

     
Figure 2- 15: L’architecture dorsale du masque R-CNN 

Pour la tête du réseau, le cadre Mask R-CNN étend les têtes de boîte Faster R-CNN de ResNet et 

FPN en ajoutant une branche de prédiction de masque entièrement convolutive [102]. 

Mask R-CNN utilise l’apprentissage par transfert dans l’étape de l’apprentissage, comme le 

principal jeu de données utilisé par Mask R-CNN est le jeu de données MS COCO qui a 80 classes 

et 115000 images de l’entraînement, Mask R-CNN utilise le poids préformé que le modèle a appris 

sur ce jeu de données avec notre propre jeu de données pour l’apprentissage de modèle [102]. 

5. Agriculture intelligente basée sur Deep Learning 

Au cours de notre analyse documentaire, nous avons analysé de nombreux articles 

scientifiques (35 travaux de recherche) qui présentaient un inventaire important traitant le sujet de 

l'apprentissage en profondeur dans l'agriculture. Ces articles présentaient les techniques utilisées, 

les domaines d'utilisation, les datasets, le traitement des données, les paramétrages des modèles, 

les résultats, la comparaison avec d'autres, etc. 

Grâce à cette analyse, nous confirmons qu'il existe plus de seize domaines dans lesquels 

l'apprentissage en profondeur a été utilisé dans l'agriculture, les plus répandus sont : l’identification 

des mauvaises herbes, la détection des insectes, la découverte des maladies des plantes, la 

couverture du sol, la classification des types de fruits, la reconnaissance d’espèces de fleurs. Il 

s'avère que la plupart de ces utilisations sont liées à l'image comme paramètre très important. La 

plupart des articles ciblent les cultures, le reste se répartit entre la détection des mauvaises herbes, 

la couverture du sol, les prévisions climatiques, l'élevage, l’irrigation, etc. La découverte des 

mauvaises herbes étant encore un domaine de recherche, nous en avons fait l'un des objectifs de 

nos recherches. La figure 2-16 montre les applications liées au deep learning dans l’agriculture. 
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Figure 2- 16: Les applications les plus répandues du DL en agriculture 

 

Parmi les autres données importantes qui ont été extraites de ces articles, les modèles 

d'apprentissage profond se sont multipliés et diversifiés dans la plantation de cultures, la figure 2-

17 montre que les CNN (Convolutional Neural Networks) ont pris la plus grande part d’utilisation 

en agriculture avec un pourcentage de 80% et seulement 20% pour les autres techniques [77]. Cette 

forte exploitation de CNN dans l'agriculture en raison de ses fortes capacités de traitement 

d'images. 

 

Figure 2- 17: L'utilisation des méthodes d'apprentissage en profondeur dans l’agriculture [77] 
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5.1 Applications de Deep Learning dans le domaine agricole 

Dans cette section, nous explorons les différentes applications du deep learning en agriculture 

dont nous avons mentionné quelques détails dans les chapitres précédents afin de situer les apports 

de notre méthode au domaine dans ce contexte. Ces travaux qui seront présentés sont ceux que 

nous avons analysés pour comprendre l’utilisation de deep learning ainsi ses domaines 

d’application en agriculture. On va commencer par le domaine des plantes comme notre domaine 

de contribution, ensuite le domaine animalier, en va finir cette section par un tableau récapitulatif 

des autres domaines agricoles qui utilisent le DL. 

5.1.1 Domaine des plantes 

Avec la propagation du besoin de plus de production agricole, le nombre de zones cultivées 

s'est étendu, en parallèle divers processus d'apprentissage en profondeur ont été utilisés pour 

augmenter la production et faire face à divers problèmes auxquels l'agriculture est confrontée, tels 

que les la découverte des insectes et des maladies, ainsi l’identification des plantes nuisibles, la 

classification des types de plantes, la reconnaissance des fleurs de plante. 

Les études scientifiques explorées, qui traitent l'apprentissage en profondeur au profit des plantes, 

sont divisées en recherches pour reconnaissance des types d'herbes, recherches pour l'identification 

des types de fleurs, d'autres pour la détection des mauvaises herbes et aussi pour découvrir les 

maladies des plantes. Dans ce contexte, Ning et al. [105] ont mené des recherches sur la détection 

des gousses et des tiges dans le soja, basée sur l'algorithme IM-SSD + ACO, la précision moyenne 

du modèle utilisé dans cette étude était de 7,79. Mohanty el al. [106] ont réalisé une étude sur la 

détection des maladies des plantes utilisant AlexNet, GoogleNet et exploitant PlantVillage comme 

source de données, le modèle atteint une précision de 99,35%. Un système de prédiction et 

classement nutritionnels des carences de la plante de tomate avec les modèles de Deep learning, 

Inception-ResNet V2 et AutoEncoder la Base de données collectées, par les auteurs Tran et al. [107] 

et les résultats sont intéressants avec une Top-3 précision de 87,273% et avec une validité moyenne 

de 91%. Gao et al. [108] ont proposé une méthode de classification de la maladie des plantes 

racines basée sur le deep learning, les résultats expérimentaux montrent que le taux de précision 

peut atteindre plus de 90%. D'autres chercheurs travaillent sur le même sujet, Gu et al. [109], mais 

cette fois, il s'agit d'un diagnostic basé sur l'image de la maladie du piment et des ravageurs utilisant 

l'apprentissage par transfert et l'ajustement, le modèle proposé atteint des précisions de 96,02%. 

Ainsi d'autres ont atteint une précision de 93,37 % pour la détection des maladies des plantes de 
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tomate utilisant un paradigme appelé « contrôle vers des classes cibles » à base de deep learning 

[110]. Une étude sur l’apprentissage automatique pour l'identification de cultivars de proposée par 

Zhang et al. [11], le résultat a atteint une précision de 91,88 % sur un dataset public (Oxford 102 

Flowers dataset). Ghazi et al. [112] ont utilisé VGGNet affiné, AlexNet et GoogLeNet pour 

l’identification des plantes, ils ont utilisé LifeCLEF 2015 comme donnée de l’apprentissage, les 

résultats obtenus une précision de 80 % par rapport à la campagne LifeCLEF 2015, les résultats du 

modèle se sont améliorés de 15 %. 

L'autre partie de nos recherches est liée à la détection des mauvaises herbes dans les cultures. 

Etienne et al. [113] ont mené une étude sur l'identification de mauvaises herbes basée sur la 

détection des objets utilisant YOLOv3, où un score moyen de précision (AP) de 91,48 % a été 

observé. Une autre étude sur la reconnaissance des mauvaises herbes à l'aide de FPN-InceptionV2 

a été pilotée par Kartal [114], un pourcentage de 76,70 % a été atteint. Une recherche sur 

l'apprentissage profond multimodal pour la détection des mauvaises herbes dans les champs de 

blé, effectuée par Xu et al. [115], confirme une précision de détection globale de 89,3 %. Nous 

avons également mené une étude sur les mauvaises herbes dans les champs de blé au Maroc. La 

technique proposée basée sur YOLOv5 qui nous a donné de bons résultats. Le modèle est arrivé à 

une précision de 83 %. Les détails de cette étude seront présentés dans les chapitres suivants. Sur 

la base de ces résultats, nous proposons un système intelligent basé sur des modèles de détection 

d'objets, mis en œuvre sur un Raspberry, cherchant à identifier la présence d'objets pertinents 

(mauvaises herbes) dans une zone (culture de blé) en temps réel et classer ces objets pour l'aide à 

la décision, y compris pulvérisation localisée avec un herbicide choisi en fonction de la mauvaise 

herbe détectée. Le tableau 2-4 présente d’autres résumés d’exemples d’articles de recherche sur 

l’application de l’apprentissage profond à la détection des mauvaises herbes. 

Tableau 2- 4. Applications de deep learning en agriculture (détection des mauvaises herbes) 

Réf [116] [117] [118] 

Description du 

problème 

Détection et 

classification des 

mauvaises herbes dans 

les cultures de soja. 

Détection et classification 

des mauvaises herbes par 

analyse de bande 

spectrale. 

Accélérez une approche 

DL avec FPGA pour la 

classification des 

mauvaises herbes avec 

8 classes. 

Données utilisées 

400 images de cultures 

capturées par les auteurs 

avec un drone. 

200 images 

hyperspectrales avec 61 

bandes. 

18000 images de 

mauvaises herbes à 

partir du dataset 

DeepWeedX. 

Architecture DL CNN CNN CNN 
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Précision globale 98% 94.72 % 90.08% 

Comparaison avec 

d’autres méthodes 

Précision 

SVM : 98% 

AdaBoost : 98.2 % 

Random Forest: 96 % 

HoG : 74.34 % ResNet : 95.7 % 

 

À travers cette revue de littérature, il s'avère qu'il existe de nombreuses approches de DL utilisées 

pour la détection des adventices dans les cultures, nous avons identifié les lacunes de la recherche 

pour ce problème, par exemple, le manque de grands ensembles de données sur les cultures et les 

mauvaises herbes, une précision de classification acceptable pour n’importe quel problème, le 

manque de modèles généralisés pour détecter différentes plantes cultivées et espèces de mauvaises 

herbes. Les chercheurs et ingénieurs sont responsables de l’apprentissage du modèle de réseau de 

neurones qui identifie les cultures et les mauvaises herbes. C’est un problème difficile, car de 

nombreuses mauvaises herbes ressemblent à des cultures. Des agronomes professionnels et des 

désherbants forment des systèmes d’étiquetage et d’annotation pour étiqueter correctement les 

images.  

5.1.2 Domaine animalier 

Comme l'apprentissage en profondeur a été utilisé pour les plantes et les cultures, il a 

également été utilisé dans le domaine des animaux, pour les identifier, les compter, comprendre 

leur comportement, etc. Le chercheur Santana et al. [119] ont conçu un système de vision par 

ordinateur pour la classification et la segmentation des superpixels des moutons, ce système est à 

base de VGG16, ResNet152V2, InceptionV3 et DenseNet201, il a atteint une précision de 0,928 

et 0,928 pour F-score. Sarwar et al. [120] ont réalisé une étude de cas pour la détection le compte 

des moutons utilisant la vidéo du drone, ils ont formé un modèle de réseau neuronal profond basé 

sur R-CNN, ils ont obtenu une précision de 100 %. Neethirajan [121] a développé un système de 

suivi automatisé pour l'évaluation de la volaille d'élevage, l'idée de ce système est basée sur un 

suivi permanent utilisant des caméras liées à des systèmes spécialisés d'IA peut analyser 

correctement les troupeaux pour des problèmes de santé et ça va améliorer le taux de survie et la 

qualité des produits de la volaille d'élevage. D’autres travaux Jwade et al. [122] ont proposé un 

modèle basé sur les réseaux de neurones pour reconnaître et prédire les types des animaux dans un 

environnement, ils ont atteint une précision de 95,8 %. Toujours dans le domaine des animaux, le 

deep learning est utilisé souvent pour la segmentation des bovins et extraction des contours et là 

on a une recherche dont laquelle Qiao et al. [123] ont utilisé Mask R-CNN amélioré dans un 

environnement réel, le modèle a atteint une précision mPA de 0,92. 
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De nombreuses recherches ont utilisé l'apprentissage en profondeur dans l'élevage et l'exploitation 

des porcs. Par exemple, le système automatique réalisé par Wtuke et al. [124] pour la détection et 

le suivi des porcs, ce framework est basé sur CNN pour détecter l'emplacement des porcs dans une 

vidéo et suivre leurs trajectoires de mouvement sur une période de temps à l'aide d'un algorithme 

de filtre de Kalman (KF). Toujours pour le même objectif (suivi des porcs), un autre modèle de 

deep learning est conçu par Bhujel et al. [125], l’opération est basée sur les activités physico-

temporelles à différentes concentrations de gaz à effet de serre, le système proposé est basé sur 

YOLOv4 et Faster R-CNN, il a atteint une précision mAP de 98,67%. 

5.1.3 Autres domaines 

L'agriculture est un domaine concerné par les innovations technologiques pour favoriser la 

production et garantir la sécurité alimentaire. De nombreuses recherches dans ce domaine ont été 

publiées et sont encore publiées, le deep learning est au centre de ces développements 

technologiques qui ont révolutionné ce domaine. Ces études ont été menées dans divers domaines 

de l'agriculture, nous avons mentionné précédemment le domaine des plantes et le domaine animal, 

d'autres domaines sont présentés dans le tableau 2-5: 

 

Tableau 2- 5. Applications de deep learning pour un groupe de problèmes agricoles 

Réf. 
Problème 

de Recherche 

Modèle 

proposé 
Source de données Résultats 

[126] 
Occupation du 

sol. 

Ensemble de 

CNN. 

Des images de satellite 

Landsat-8 et Sentinel-1A 

RS. 

Des précisions supérieures à 85% pour 

toutes les principales cultures (blé, 

maïs, tournesol, soja et betterave à 

sucre). 

[127] 

L’occupation 

des sols et des 

couvertures 

terrestres.  

 

Une architecture 

CNN à deux 

branches 

(MultiResoLCC

). 

Des données fournies par 

les capteurs VHSR . 

Les résultats de précision, de  F-

Measure et de Kappa obtenus sont : 

71, 98, 71,73 et 0,6797. 

[128] 

 
Gouvernance de 

l'eau en 

Irrigation.  

 

Les réseaux de 

neurones 

convolutionnels 

Bi-Stream 

profonds. 

Données recueillies par 

télédétection 

La précision moyenne était de 

86,23 % et la méthode a obtenu une 

amélioration de 15 % à 17 % par 

rapport aux méthodes de référence. 

[129] 

La détection 

automatique du 

stress hydrique 

des pêchers 

cultivés en pot. 

HortNet417v1 

avec 417 

couches. 

50 632 images 

augmentées. 

HortNet417v1 a une précision 

d’apprentissage de 90,77 %, une 

validation croisée de 90,52 % et une 

précision de test de 93,00 % sans 

aucun problème de surajustement. 

[130] 

Prévision de 

l'évapotranspirat

ion sous 

Réseaux de 

neurones 

récurrents 

Données recueillies sur 

deux sites aux climats 

différents : Cypress 

Les modèles ont généralement fourni 

des résultats plus précis. 

https://www.mdpi.com/2072-4292/10/11/1746
https://www.mdpi.com/2072-4292/10/11/1746
https://www.mdpi.com/2072-4292/10/11/1746
https://www.mdpi.com/2072-4292/10/11/1746
https://www.mdpi.com/2072-4292/10/11/1746
https://www.mdpi.com/2072-4292/10/11/1746
https://openknowledge.worldbank.org/bitstream/handle/10986/32339/W20046_Governance%20in%20I%26D_FR_Accessible.pdf?sequence=9
https://openknowledge.worldbank.org/bitstream/handle/10986/32339/W20046_Governance%20in%20I%26D_FR_Accessible.pdf?sequence=9
https://openknowledge.worldbank.org/bitstream/handle/10986/32339/W20046_Governance%20in%20I%26D_FR_Accessible.pdf?sequence=9
https://openknowledge.worldbank.org/bitstream/handle/10986/32339/W20046_Governance%20in%20I%26D_FR_Accessible.pdf?sequence=9
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différents 

climats pour la 

gestion des 

ressources en 

eau. 

(RNN). Swamp, sud de la Floride 

et Kobeh Valley, centre 

du Nevada. 

[131] 

Estimation des 

taux d'utilisation 

de l'eau sur la 

base de variables 

hydrométéorolo

giques. 

Réseau de 

croyances 

profondes 

(DBN), (deep 

belief network). 

Variables 

météorologiques 

accumulées pour 

différentes durées. 

Les résultats ont montré de meilleures 

performances. 

[132] 

 

Détection des 

fruits en temps 

réel dans l'arbre. 

CNN 

Plus de 100 images de 

pommiers et de poiriers 

ont été prises 

manuellement. 

L’architecture a montré une précision 

de plus de 90% de pour la détection 

des fruits. 

[133] 

La 

reconnaissance 

des fruits. 

EfficientNet 
Jeu de données public 

(Kaggle). 

La précision du modèle proposé était 

de 95,67 %. 

[134] 

 

Prédire les 

tendances de la 

production 

céréalière. 

CNN 

 

Statistique de la 

production céréalière. 
96,7 % de précision. 

[135] 

Prédire 

l'humidité du 

sol. 

CNN and SVM 

Données 

météorologiques multi-

entrées (multi-input). 

Une précision accrue à 89%. 

[136] 

 

Prédiction de 

l'humidité 

relative dans un 

bassin. 

Réseaux de 

neurones 

artificiels 

(ANN) et 

programmation 

de l'expression 

génétique 

(GEP). 

Les variations 

temporelles des variables 

météorologiques de la 

station de (à partir des 

données collectées de 

1995-2009). 

Les modèles peuvent prédire 

l'humidité relative de manière fiable 

(RMSE = 10,7 %, MAE = 7,6 % et R2 

= 0,73) pendant l'entraînement. 

[137] 

 

Classification et 

détection des 

insectes dans les 

grandes cultures. 

ANN, SVM, 

KNN et NB 

 

L'ensemble de données 

Wang pour 1 359 images 

d'insectes et l'ensemble 

de données Xie pour 6 

892 images d'insectes 

comprennent des images 

de test de fourmi 

augmentées. 

Les résultats ont montré une précision 

de classification de 79,9 % et 71,8 % 

pour 5 et 9 classes d'insectes. 

[138] Prévision des 

basses 

températures 

pour 

l'agriculture. 

Réseaux de 

neurones 

récurrents 

(RNN) 

Données réelles obtenues 

à partir du système IoT 

déployé. 

Les résultats moyens obtenus après 

l'exécution de l'expérience sont : 

RMSE = 0,77, MAE = 0,41. 

 

5.2 Répartition technique 

Les trente-cinq articles que nous avons exploités dans cette étude nous apportent des détails 

techniques qui diffèrent selon le problème traité. Il y a ceux qui s'appuient sur des modèles 

d'apprentissage en profondeur basés sur CCN, qui est le plus utilisé, d'autres s'appuient sur des 

améliorations de AlexNet et VGG pour obtenir de meilleurs résultats, puis un autre groupe utilise 
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les CNN améliorés. Le tableau 2-2 classe les articles en groupes selon les détails techniques 

utilisés. 

Tableau 2- 6. Classement des articles analysés selon les techniques DL 

Techniques DL 
Nombre 

d’articles 

CNN 15 

RNN 4 

Mask R-CNN et Faster-CNN 3 

YOLO 3 

Inception 3 

Autres 3 

AlexNet 2 

ResNet 2 

VGG 2 

EfficientNet 1 

DBN 1 

DenseNet 1 
 

Comme il est clair ci-dessus, le CNN avec ses différents types et de ses différentes architectures a 

été beaucoup utilisé dans le domaine de l'agriculture. Il existe des articles qui utilisent plus d'un 

modèle, parfois ils sont combinés entre eux ou améliorés, d'autres ont ajouté un modèle de 

classification au dernier niveau, comme : les machines vectorielles évolutives (SVM), la régression 

logistique, ou la régression linéaire, etc. 

En ce qui concerne les frameworks, Caffe étant le plus populaire, suivi de TensorFlow et 

deeplearning4j. D’autres travaux de recherche ont développé leur propre framework, tandis que 

certains auteurs ont décidé de construire leurs propres modèles à partir de Caffe, Keras/Theano, 

Keras/TensorFlow et MatConvNet. 

La figure 2-18 présente les scores des frameworks selon un ensemble de critères tels que : la courbe 

d’apprentissage, la vitesse de développement, la taille et passion de la communauté, le nombre 

d’articles mis en œuvre dans le framework, la probabilité de croissance et de stabilité à long terme, 

écosystème d’outils. L’utilisation de TensorFlow et Keras est la plus dominante dans l’industrie et 

dans la communauté de la science des données [139][140]. Pytorch s’est également classé parmi 

les premiers rangs ces dernières années [141]. 
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Figure 2- 18: L’ordre des frameworks de deep learning (2020) [139] 

5.3 Sources de données et métadonnées 

L'ensemble de données est considéré comme le carburant qui exécute tout modèle 

d'apprentissage en profondeur. Les sources de données utilisées dans les articles de l’étude varient 

d’un article à l’autre, où un groupe de chercheurs travaille sur des projets avec datasets 

personnalisés en fonction de leurs propres besoins et selon le problème étudié. Ils créent leurs 

propres datasets en suivant un ensemble d’étapes et en utilisant un ensemble de méthodes. Un autre 

groupe de scientifiques a utilisé des datasets publics, ce type de dataset ont été produits par des 

scientifiques lors d’expériences ou lors de compétitions dans un domaine spécifique et ils l’ont 

présenté au public pour une utilisation dans des projets de science des données. Les images 

contenues dans ce jeu de données sont pour la plupart annotées. 

La plupart des études ont divisé leurs données entre celles d’apprentissage et celles de 

test/validation, d’autres études ont utilisé la méthode de cross-validation ” re-sampling ” (ré-

échantillonnage) pour évaluer le modèle même avec des données limitées. Une approche générale 

utilisée par de nombreux articles évalués consiste à commencer avec une perte d’apprentissage 

élevée et à la réduire au fur et à mesure de l’apprentissage. Nous notons que la perte 

d’apprentissage dépend fortement de l’architecture du réseau et de la taille du dataset. 

Les datasets d’image publique, basés sur des tâches d’agriculture de précision sont classés selon 

le problème traité, à savoir le contrôle des mauvaises herbes, la détection des fruits et autres, 

comme résumé dans le tableau 2-7.  
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Tableau 2- 7. Datasets d’images publiques dédiées au DL pour l’agriculture 

Nom du dataset Application Images URL 

DeepWeeds 

Public 

Classification des 

mauvaises herbes 
17509 https://github.com/AlexOlsen/DeepWeeds 

Weed-AI 

Public 

Classification des 

mauvaises herbes 
18345 https://weed-ai.sydney.edu.au/explore 

DeepSeedling 
Détection et 

comptage des semis 
5743 

https://github.com/UGA-

BSAIL/deepseedling 

CottonWeeds 

 

Classification des 

mauvaises herbes 
5187 

https://www.kaggle.com/yuzhenlu/cott

onweedid15 

Agri_data 
Culture et mauvaises 

herbes 2601 

https://www.kaggle.com/ravirajsinh45/cro

p-and-weed-detection-data-with-

bounding-boxes 

Potato-and-weeds 
Pomme de terre et 

mauvaises herbes 
18600 

https://www.kaggle.com/jchrysanthemum/

potato-and-weeds 

Fruits 360 

 

Reconnaissance de 

fruits et légumes  
0380 

 
https://www.kaggle.com/moltean/fruits 

Fruits_and_Veget

ables_Dataset  

Reconnaissance de 

fruits et légumes  
3825 

https://www.kaggle.com/kritikseth/fruit-

and-vegetable-image-recognition 

Deep Fruit 
Reconnaissance des 

fruits 
10,000 https://doi.org/10.21227/x46j-sk98 

Agriculture_crop  

 

  Images de cultures 

de blé, de riz 

(Paddy), de canne à 

sucre, de jute, de 

maïs (Maïs) 

1107 
https://www.kaggle.com/aman2000jaiswal

/agriculture-crop-images 

AgricultureDa 

 

Maladie de la 

pomme de terre 
2152 

https://www.kaggle.com/sohelranaccselab

/agriculture-dataset 

PlantDoc-Dataset 

 

Maladies des plantes 
2,598  

https://github.com/pratikkayal/PlantDoc-

Dataset 

Plant-Disease 

 

Classification des 

maladies des plantes 
 61,486  

https://github.com/DhruvMakwana/Plant-

Disease-Classification 

Apple Trees  Élagage des arbres Non 

spécifié 
https://engineering.purdue.edu/RVL/CVP

RW_Dataset/ 

 
 

6. Conclusion 

Le développement technologique des processeurs, des cartes vidéo, des composants de 

stockage ainsi que la collecte massive d'informations qui a lieu à tout moment rendent le domaine 

de l'apprentissage en profondeur beaucoup plus attrayant et pertinent pour le domaine agricole. Si 

par le passé nous avions l'habitude de voir le domaine du deep learning très limité, aujourd'hui il 

est particulièrement large et l'attention qui l'entoure est plus grande que jamais. Sa capacité peut 

être utilisée en agriculture, notamment dans le domaine de la détection des mauvaises herbes. Dans 

https://github.com/Derekabc/CottonWeeds
https://www.kaggle.com/yuzhenlu/cottonweedid15
https://www.kaggle.com/yuzhenlu/cottonweedid15
https://www.kaggle.com/kritikseth/fruit-and-vegetable-image-recognition
https://www.kaggle.com/kritikseth/fruit-and-vegetable-image-recognition
https://github.com/pratikkayal/PlantDoc-Dataset
https://github.com/DhruvMakwana/Plant-Disease-Classification
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ce chapitre, nous avons étudié le développement des efforts de travail basés sur les différentes 

technologies notamment les réseaux neurones profonds (deep learning) dans le domaine de 

l’agriculture au cours des dernières années. Nous avons analysé un ensemble de travaux sur les 

applications du deep learning et les détails techniques de leur mise en œuvre. Chacune des études 

a été envisagée en comparaison avec les techniques existantes. Pour cela nous avons présenté des 

études et benchmarks de différentes approches, techniques et algorithmes de l’agriculture digitale. 

Il a été donc constaté que le deep learning et plus précisément le CNN (Réseau neuronal convolutif) 

est nettement meilleur en termes de performances que les autres approches, il convient également 

à notre problème lié à la découverte des mauvaises herbes du fait qu'il peut être bien utilisé en 

photos et vidéos et en temps réel. Le chapitre suivant marque le début de nos contributions 

scientifiques, où nous appliquerons ces idées que nous avons tirées de la revue de la littérature à 

la découverte des mauvaises herbes. 
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1. Introduction 

Le monde est confronté à de nombreux défis qui menacent sa sécurité alimentaire, ces défis, 

comme nous l'avons indiqué dans les parties précédentes, sont humains, certains sont naturels, liés 

au climat et à la nature [142]. Par conséquent, la technologie doit être utilisée pour comprendre, 

observer et analyser en permanence divers phénomènes liés à l'agriculture. Ces processus liés aux 

systèmes agricoles aideront à comprendre le contexte et la situation spatiale pour améliorer les 

tâches et prendre la bonne décision au bon moment [143]. Nous avons choisi d'appliquer ces 

techniques à la détection des mauvaises herbes, en vue de concrétiser la notion d'agriculture 

numérique à travers le processus et la chaîne de gestion des plantes comme l'un des nombreux 

processus à étudier dans cette transformation digitale. L’identification et la découverte des types 

cultures et de plantes, les analyser et les classer, nécessite deux étapes. La première étape est liée 

à la collecte et l’acquisition d'images. La deuxième étape est liée à l'analyse et traitement, chaque 

étape nécessite des techniques multiples et particulières. Parmi les techniques largement utilisées 

pour acquérir des images du domaine agricole, il existe des techniques qui dépendent des satellites 

qui effectuent un levé complet sur une grande zone spécifique [144], on trouve également les 

drones qui sont largement utilisés pour l'imagerie des champs et peuvent être connectés à un 

serveur pour analyser des images [145], ainsi que des radars imageurs comme (SAR) [146]. 

Ensuite, l'imagerie thermique est aussi l’une des techniques les plus importantes utilisées à cet 

égard [147]. En ce qui concerne la deuxième étape d'analyse, d’identification et classification des 

images, il existe un ensemble de techniques qui diffèrent selon la différence d'objectif. Nous 

trouvons d'abord le machine learning qui a envahi divers domaines dont l'agriculture est l'un d'entre 

eux, nous mentionnons ses algorithmes les plus utilisés tels que CNN, RNN, K-means, SVM, k-

NN, … [148]. On retrouve également les techniques de la transformée orthogonale en ondelettes 

comme l'un des algorithmes utilisés pour analyser et filtrer les images [149]. Le système 

polarimétrique pour l'analyse d'images est également l'une des techniques utilisées dans le domaine 

de la recherche scientifique qui est utilisée pour analyser les images et déterminer ses différents 

détails [150]. Il existe également l’analyse de télédétection, très utilisée dans le domaine agricole 

qui dépend de la technique de NDVI comme indice de végétation [151]. Enfin, l’analyse de 

régression pour faire des prédictions [152]. 

Parmi toutes les techniques évoquées, nous avons retenu le deep learning et son utilisation en 

agriculture. Ce choix découle de plusieurs critères dont certains ont été évoqués dans les chapitres 

précédents, le DL peut être considéré comme l'un des sous-domaines de l'intelligence artificielle, 
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DL concerne des réseaux de neurones organisés sous plusieurs couches ce qui le rend plus profond 

donc l'apprentissage se fait à plusieurs niveaux commençants de bas niveau au niveau plus haut. 

Alors les données passent de plusieurs transformations de la couche d'entrée jusqu'à la couche de 

sortie pour donner une capacité d’apprentissage plus grande. Deep learning ayant été appliqué avec 

succès dans divers domaines, il a récemment fait son entrée dans le domaine de l’agriculture [153]. 

Deep learning en agriculture est une technique récente, moderne et prometteuse dont la popularité 

ne cesse de croître, tandis que les progrès et les applications de l’apprentissage profond dans 

d’autres domaines indiquent son grand potentiel. C'est ce qui nous a poussés à le choisir dans nos 

recherches, également ce choix est confirmé par l'analyse que nous avons menée sur un grand 

nombre d'articles scientifiques cités dans les chapitres 1 et 2. Ce chapitre présente une étude 

comparative dans laquelle nous avons utilisé des modèles de vision par ordinateur open source 

préconfigurés pour la détection d'objets : Detectron2, EfficientDet, YOLO et Faster R-CNN. En 

effet, nous avons entrainé ces modèles sur notre dataset dédié à la reconnaissance des mauvaises 

herbes, afin d'obtenir la performance de chacun d'eux pour les comparer entre eux. Cette étude 

nous a montré que ces modèles ont de bons résultats d'apprentissage sur notre jeu de données, ce 

qui signifie qu'ils peuvent être utilisés dans le domaine de la détection des mauvaises herbes, ce 

qui nous permettra de les détecter en temps réel à l'aide d'un système intelligent que nous avons 

proposé. Cette contribution axée essentiellement sur l'utilisation des modèles de détection d'objets 

et utilisant nos propres données pour la détection des mauvaises herbes dans les champs de blé a 

fait objet d'une publication indexée Scopus. [154]. 

2. Hardware & Software utilisés 

Dans cette section, nous définirons les méthodes, les logiciels, le matériel et les bibliothèques 

utilisés dans cette expérience, en passant par l'ensemble de données nécessaire à l’entraînement de 

nos modèles. 

2.1 Tensorflow 

En novembre 2015, Google a développé un nouveau framework de programmation 

(framework) pour le calcul numérique, appelé TensorFlow et l'a rendu open source. Ce framework 

est destiné notamment aux technologies de machine Learning et d'intelligence artificielle, dont 

s'inspire sa nomination « Tensor ». Les tenseurs sont des tables de données multidimensionnelles 

qui gèrent les opérations courantes sur les réseaux de neurones. C'est une Matrice. Gmail, Google 
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Photos et la reconnaissance vocale peuvent être utilisés comme illustration de l'application 

TensorFlow. 

2.2 Keras 

Une bibliothèque très intuitive de deep learning en python, ou ce que François Chollet 

appelait, en 2017, Keras. Cette API de réseaux de neurones de haut niveau vous permet de créer 

et de former des modèles d'apprentissage en profondeur. Ainsi, il est utilisé dans le prototypage 

rapide, la recherche avancée et la mise en production. Keras a pour objectif de passer de l'idée au 

résultat en peu de temps, dans le cadre du projet ONEIROS (Open-ended Neuro-Electronic 

Intelligent Robot Operating System), Système d'Exploitation de Robot Intelligent Neuro-

Electronique à durée indéterminée. Cependant, comme l'a expliqué son fondateur, Keras est conçu 

comme une interface qui présente un ensemble d'abstractions de niveau supérieur et plus intuitif 

qui facilite la configuration de réseaux de neurones indépendants de la bibliothèque informatique 

principale. 

2.3 Python 

Le langage de programmation Python est largement utilisé dans l'apprentissage en profondeur. 

Son code n'a pas besoin d'être compilé pour fonctionner. C'est un langage de haut niveau interprété 

et orienté, permettant une réduction raisonnable du coût de maintenance des codes et en 

encourageant la modalité et la réutilisabilité. Les librairies Pythons sont gratuites pour la majorité 

des plateformes. Nous en avons utilisé la dernière version dans cette expérience, ainsi que dans 

d'autres expériences. 

2.4 Apprentissage par transfert  

Dans le domaine de l'apprentissage en profondeur, nous sommes tenus de donner des 

prédictions sur des entrées souvent très compliquées, telles que des images, des vidéos, des extraits 

sonores, etc. En général, quand on veut donner une prédiction, on peut le faire de l'une des 2 

manières suivantes : Construire un modèle à partir de zéro ou l’utilisation d'un modèle existant et 

formé pour utiliser ses poids. (Apprentissage par transfert). Il existe plusieurs modèles qui peuvent 

nous aider à effectuer un apprentissage par transfert ou à affiner de manière efficace(fine-tuning). 

Par exemple, en vision par ordinateur, les réseaux de neurones tentent généralement d'identifier 

les bords dans leurs premières couches, les formes dans leurs couches intermédiaires et certaines 

de nos caractéristiques spécifiques à la mission dans les couches ultérieures. Avec le transfert 
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d'apprentissage, nous pouvons utiliser les premières et moyennes couches et recycler uniquement 

les dernières couches. Cela nous aide à exploiter les données qui y sont étiquetées par le maître du 

modèle initialement. 

Les principaux avantages sont le gain de temps lors de l’entraînement, le réseau de neurones 

fonctionnera mieux dans la plupart des cas, ainsi nous n'aurons pas besoin de beaucoup de données. 

Habituellement, nous avons besoin de beaucoup de données pour former un réseau de neurones à 

partir de zéro, mais nous n'avons pas toujours accès à suffisamment de données. C'est là que le 

transfert d'apprentissage entre en jeu. Nous pouvons construire un modèle stable avec une quantité 

relativement faible de données à entraîner, puisque le modèle est déjà pré-entraîné. Par conséquent, 

beaucoup de temps de l’entraînement peut être économisé, ce qui est très important car 

l’entraînement d'un réseau de neurones profond à partir de zéro peut parfois prendre des jours, 

voire des semaines pour une tâche complexe. 

2.5 Configuration matérielle 

Une implémentation efficace d'un modèle de détection d'objets sera valide selon des 

conditions matérielles précises. Pour notre cas, nous avons utilisé un pc portable HP i7 CPU 2.40 

GHZ, avec carte graphique Nvidia GeForce GT525M, d'une taille de 8 Go concernant la RAM et 

un disque dur de taille 500Go. 

3. Étude comparative des modèles de détection d'objets open source 

L’approche proposée dans ce travail pour la détection des mauvaises herbes est basée sur les 

idées extraites des articles analysés dans le chapitre précédent. La détection des mauvaises herbes 

et des cultures a été expérimentée avec quatre récents modèles de vision par ordinateur open source 

préconfigurés pour la détection d'objets : Detectron2, EfficientDet, YOLO et Faster R-CNN. La 

comparaison des performances des modèles de détection de mauvaises herbes est exécutée sur la 

plate-forme Open CV et Keras en utilisant le langage python. Nous exécutons ces modèles sur des 

images collectées directement sur le terrain, puis nous les comparons en termes de résultats 

obtenus. 

3.1 Méthodes de détection d'objets basées sur le Deep Learning 

Pour notre étude, nous allons exploiter la puissance de nos modèles grâce aux méthodes 

d'apprentissage par transfert, qui permettent d'utiliser l'apprentissage acquis sur un problème 

général de classification pour le réappliquer à un problème particulier [155]. Des équipes de 
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recherche spécialisées dans l'amélioration des CNN fournissent ces modèles. Ils publient leurs 

innovations techniques, ainsi que le détail des réseaux entraînés sur des bases de données de 

référence. Par exemple, l'ensemble de test-dev COCO, ImageNet challenge (ILSVRC), peut 

organiser les détecteurs d'objets en deux catégories principales ; Les détecteurs à deux étages, tels 

que Faster R-CNN, ont une étape de proposition de région d'intérêt et une autre classification finale 

et une régression de boîte englobante (Bounding-Box) des objets prenant ces régions en entrée. 

Les détecteurs à un étage tels que YOLO, EfficiendDet, Detectron2[156] considèrent la détection 

d'objets comme un simple problème de régression apprenant les probabilités de classe et les 

coordonnées de la boîte englobante à partir des images d'entrée. 

3.2 Argumentaire 

Le monde de l'apprentissage automatique et de l'apprentissage en profondeur regorge de 

découvertes quotidiennes. Il existe des dizaines de modèles qui ont été produits dans des 

compétitions scientifiques ou dans des circonstances particulières. Tout cela nous a produit de 

nombreux modèles de classification et de détection des objets qui peuvent être adoptés pour 

découvrir les mauvaises herbes en temps réel, nous avons choisi ces quatre modèles pour plusieurs 

raisons. Les raisons du choix de ces modèles peuvent être résumées comme suit : 

 La première raison est que ces modèles sont open source et leurs créateurs ont 

encouragé la communauté scientifique à les utiliser dans tous les domaines possibles. 

 La deuxième raison est qu'il s'agit des derniers modèles de détection d'objets, le plus 

ancien d'entre eux n'a pas plus de 10 ans et le plus récent n'a pas plus de trois ans. 

 La troisième raison est qu'ils ont été beaucoup utilisés dans des domaines comme la 

médecine et ont montré de bons résultats et n'ont jamais été utilisés dans le domaine 

de la détection des mauvaises herbes, l'objet de nos recherches. 

 La quatrième raison est que ces modèles ont été préalablement pré-entraînés sur de 

grands ensembles de données et que leurs poids sont disponibles en téléchargement, 

ce qui nous permet d'exploiter la puissance de l'apprentissage par transfert (Transfer 

Learning). 

 La dernière raison est les recommandations que nous avons glanées dans certains 

articles récents que nous avons examinés dans la phase de l'état de l'art et que nous 

avons considérés comme le point de départ de l'idée. 
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3.3 Architectures 

Ces modèles ont des architectures à un étage ou à deux étages (one stage, two stages). Le 

détecteur à deux étages trouve d'abord les cibles potentielles et leurs emplacements, puis (dans la 

deuxième étape) classe ces cibles potentielles. La détection d'objet en une étape déduit 

conjointement la probabilité de position et de catégorie dans un cadre. Tout ça plus les deux parties 

principales : c’est l’épine dorsale (Backbone) et le cou (Neck). La première sert à extraire les 

caractéristiques de l’image, quant à la seconde, combine ces caractéristiques extraites pour faciliter 

leurs exploitations. La figure 3-1 montre la structure de ces modèles de détections d’objets. 

Figure 3- 1: Architecture actuelle d’un réseau de détection d'objets 

 

3.3.1 EfficientDet 

EfficientDet est une nouvelle version d'EfficientNet, c’est un modèle de détection d'objets 

en temps réel via un réseau personnalisé de détection et de classification. Il est plus petit, pesant 

17 Mo. Il s'agit d'un modèle de réseau neuronal open source pour la tâche de vision par ordinateur 

de détection d'images. Cependant, il est publié initialement dans les plateformes TensorFlow et 

Keras, puis dans Pytorch. Les versions d'EfficientDet varient d'EfficientDet B0 à B7[157], la 

dernière version d'EfficientDet-D7 atteint 55,1 de précision [156]. 

3.3.2 Faster R-CNN  

En 2014, Ross Girschick et al. [158] ont inventé une méthode de détection d'objets nommée 

R-CNN et améliorée avec un Faster R-CNN. C'est une méthode plus précise. Il s'agit d'un détecteur 

d'objets d'apprentissage en profondeur en deux étapes, à savoir : 
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 Identification des régions d'intérêt 

 Transfert à un réseau de neurones convolutifs 

La classification est effectuée par la transmission des cartes de caractéristiques produites à une 

machine à vecteurs de support SVM, ainsi, le calcul de la régression entre les boîtes englobantes 

prédites et les boîtes englobantes réelles. Faster R-CNN a un AP entre 34,9 et 36,8 sur test-dev 

coco [159]. 

3.3.3 YOLOv5 

Yolo est un acronyme désignant l'expression anglaise « You Only Look Once » [160]. C'est 

un système adressé pour détecter des objets en temps réel à partir des images à 30 fps. Il a eu un 

AP amélioré (49.2 à 50.1) sur test-dev coco. Yolov5 est une continuation des versions récentes de 

la série YOLO. Il est plus petit et généralement plus confortable à utiliser à l'entraînement. Changer 

son architecture et l'exporter vers de nombreux environnements de déploiement est tout aussi 

simple. Cette série, publiée par Glenn Jocher le 9 juin 2020, est implémentée dans PyTorch [160]. 

3.3.4 Detectron2 

La détection de points clés, la détection d'objets et la segmentation sémantique font partie 

du domaine d'intérêt prioritaire de Detectron2. Il s'agit d'un système écrit en Pytorch et contient 

des versions améliorées de R47-CNN, Mask R-CNN, Retinanet et Denspose. De même, il prend 

en charge la mise en œuvre et l'évaluation rapides de nouvelles recherches sur la vision par 

ordinateur, c'est pourquoi il a été inventé par Facebook AI Research (FAIR). Son AP peut atteindre 

64,31 sur COCO test-dev [161]. 

Ci-dessous, nous illustrons les résultats des quatre modèles sur COCO test-dev en termes de 

précision moyenne (AP) choisie comme métrique d'évaluation principale, qui fait la moyenne de 

l'AP sur IoU seuils de 0,5 à 0,95 avec un intervalle de 0,05. Les données illustrées sur les 

graphiques de la figure 3-2 représentent la valeur de précision la plus élevée et la plus faible pour 

chaque version de chaque modèle. 
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Figure 3- 2: Comparaison de précision sur COCO test-dev 

La préparation et la configuration de l'ensemble de données parmi les phases les plus importantes 

du processus de détection d'objets. L'ensemble de données joue un rôle important dans la recherche 

scientifique, c’est l'un des facteurs les plus importants pour améliorer l'apprentissage en 

profondeur [162]. Malheureusement, les données sont encore difficiles et plus coûteuses à générer 

et à annoter. Un ensemble d'opérations, résumées dans la figure 3-3 ci-dessous, sont nécessaires à 

la préparation du jeu de données, nous les détaillerons dans cette section. 

Figure 3- 3: Préparation du jeu de données 
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Une expérience a été faite à cet égard dans la région de Béni Mellal-Khenifra au Maroc, connue 

pour son climat tempéré. Il s'agit de collecter des images réelles de deux types de mauvaises herbes. 

Le premier est le « Phalaris Paradoxa » le second est le « Convolvulus » (figure 3-4, 3-5), ces deux 

types d'herbes font deux classes différentes. Pour cette expérience, un appareil photo professionnel 

Nikon 7000 est utilisé pour capturer 2000 images de champs de blé sous plusieurs conditions 

d'éclairage (temps ensoleillé et nuageux du matin au soir). 

       Figure 3- 4: Type 1:Convolvulus               Figure 3- 5: Type 2: Phalaris Paradoxa 

                     

Ces images RVB montrent les deux types de plantes à différents stades de croissance ; ils sont au 

format png et de différentes tailles, ce qui nous oblige à les redimensionner avant d'être utilisés en 

entrée du modèle CNN sous la forme 416x416. Puis la phase d'annotation attribue une légende 

(label) aux objets contenus dans l'image (adventices). Cette technique crée des données 

d'entraînement pour la vision par ordinateur afin d'entraîner notre modèle à apprendre à voir un 

élément comme des êtres humains [163]. Pour ce faire, nous avons utilisé l’application « LabelImg 

Annotations » (figure 3-6), qui se base sur la boîte englobante pour forcer les étiquettes à tracer 

une boîte au plus près des bords des objets clés de l'image, les points formant les cadres (en haut à 

gauche et en bas à droite) sont stockés dans un fichier XML. Ensuite, nous avons divisé les images 

en fractionnements d'entraînement, de validation et de test pour éviter que le modèle ne soit 

surajusté et pour évaluer le modèle avec des métriques générées à cet effet. La partie étendue de 

notre jeu de données (70%) est l'ensemble d'entraînement réservé à l'entraînement de nos modèles. 

La précision résultant de ces images après l'étape d'apprentissage sera prise en compte pour 

mémoriser la bonne sortie. Le deuxième ensemble de validation est une section distincte de 

l'ensemble de données (20 %) utilisé pendant l’apprentissage pour évaluer les performances de 

notre modèle en rapportant les métriques de validation en continu après chaque période 

d’apprentissage, comme la précision moyenne. Enfin, 10 % de notre ensemble de données a été 
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utilisé comme ensemble de test après les expériences d'entraînement pour avoir une idée de la 

performance finale du modèle [164]. 

 

Figure 3- 6: L’annotation des boîtes englobantes des objets dans les images 

La dernière phase de l'étape de préparation des données est l'augmentation des données (data-

augmentation), qui est une méthode appliquée aux images de notre ensemble d'apprentissage pour 

produire des échantillons d'apprentissage nouveaux et différents. Cette méthode applique des 

techniques spécifiques au domaine aux images pour générer plus de données d'entraînement et 

améliorer les performances du modèle [165], Nous avons effectué ce processus sur la plateforme 

Kaggle qui fournit un certain nombre de services à cet effet. La figure 3-7 présente des exemples 

de certaines méthodes utilisées dans l'expérience qui nous donne plus de 3000 images après cette 

technique. Ces opérations n'ont pas été effectuées sur toutes les images, nous avons choisi 

uniquement les images qui contiennent un seul objet, ce qui justifie ce nombre. 
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Figure 3- 7: Ensemble de méthodes d'augmentation de données appliquées 

 

4. Résultats et discussion 

Au cours de nos expériences, nous avons implémenté les quatre modèles pour les entraîner à 

notre ensemble de données. La configuration de ces modèles diffère de l'un à l'autre. Chaque 

modèle de détection d'objet a un Shell d'une configuration de préparation explicite pour chacun, 

donnée par les créateurs (fichier pipeline de base). Un point de contrôle pré-entraîné indique le 

fichier de poids pré-entrainés enregistré à partir du moment où le modèle a été entrainé sur un 

énorme ensemble de données. Nous spécifions également certains paramètres d'entraînement tels 

que le nombre d'itérations et d'étapes d'entraînement de la taille de l'image d'entrée. Il existe 

plusieurs métriques pour évaluer les performances des réseaux de neurones et des modèles 
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(Éq. 3-3) 

d'apprentissage en profondeur après les avoir entraînés sur notre ensemble de données, nous 

utilisons les métriques d’accuracy et calculons également l'erreur, l’accuracy mesure la précision 

du modèle dans l'organisation d'images comme positives. En général, pour évaluer les 

performances de l’entraînement d’un modèle de deep learning, les métriques de performance les 

plus courantes sont:  

 Accuracy: c'est le nombre total de prédictions correctes sur le nombre total de prédictions 

effectuées, donné par la formule (3-1).  

Accuracy =
𝑇𝑃 + 𝑇𝑁

𝑇𝑃 + 𝐹𝑃 + 𝐹𝑁 + 𝑇𝑁
 

 Precision (formule 3-2) : La précision c'est la proportion d'identifications positives (les 

classes positives réellement identifiées correctement). 

Precision =
𝑇𝑃

𝑇𝑃 + 𝐹𝑃
 

 

 Recall (formule 3-3) : c’est le pourcentage des positives réelles a été identifié correctement. 

Recall =
𝑇𝑃

𝑇𝑃 + 𝐹𝑁
 

 

 F1 (formule 3-4): a pondéré la moyenne de la précision et du rappel. Par conséquent, ce 

score prend en compte à la fois les faux positifs et les faux négatifs.  

F1 = 2 ×
𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 × 𝑅𝑒𝑐𝑎𝑙𝑙

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 + 𝑅𝑒𝑐𝑎𝑙𝑙
 

 

 Une autre métrique donnée par la formule 3-5, qui peut être considérée comme le contraire 

de l’accuracy c’est le les prédictions fausses sur le total des prédictions réalisées.  

Error =
𝐹𝑃 + 𝐹𝑁

𝑇𝑃 + 𝐹𝑃 + 𝐹𝑁 + 𝑇𝑁
 

 Nous évaluons également la précision des modèles en exécutant l'inférence sur l'ensemble 

de données de test pour montrer des prédictions sur eux [166]. 

 

TN : Vrai Négatif 

TP : Vrai Positif 

FP : Faux Positif 

FN : Faux Négatif 

(Éq. 3-1) 

(Éq. 3-2) 

(Éq. 3-4) 

(Éq. 3-5) 
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Pour visualiser les résultats obtenus pour les quatre modèles, nous illustrons dans ce qui suit, les 

résultats en termes d’accuracy et d'erreur pour chacun des quatre modèles. 

Après avoir entraîné le modèle EfficientDet sur 3 500 itérations, nous obtenons des résultats par 

TensorBoard, comme suit : 

 

 

 
 
 
 

 
 
 
 
 
 
 
     Figure 3- 8: La performance de l’EfficientDet                   Figure 3- 9: Taux d’erreur de l’EfficientDet 

         

D'après les résultats obtenus, on note les remarques suivantes : D'après la figure 3-8, l’accuracy de 

l'entraînement augmente à chaque itération pour atteindre 52 % après 12 heures d'entraînement. 

Cela reflète qu'à chaque progression, le modèle apprend plus de données. Nous avons donc besoin 

de plus d’itérations pour obtenir plus de précision(accuracy). L'erreur d'apprentissage diminue 

avec le nombre d'itérations, atteignant 38 % (figure 3-9). Malgré l’accuracy moyenne de 

l'entraînement EfficientDet, nous avons eu des prédictions intéressantes sur les images de test 

comme indiqué sur la figure 3-10. Cela montre que nous n'avons besoin d'accélérer les 

performances qu'en modifiant des paramètres spécifiques, tels que le nombre d'étapes 

d'apprentissage (Epoch), les options d'augmentation de données sur l'ensemble de données, etc. 

   Figure 3- 10: Les prédictions sur les images de test 
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Après la fin de l’apprentissage de YOLOv5 sur 200 époques, nous évaluons ses performances par 

les métriques d’accuracy et d'erreur sur Tensorboard comme suit : 

     Figure 3- 11: La performance de YOLOv5                         Figure 3- 12: Taux d’erreur pour YOLOv5 

D'après les résultats ci-dessous, nous pouvons voir que les métriques de performance enregistrées 

sur Tensorboard ont montré une accuracy intéressante atteignant 82% (figure 3-11). Une erreur 

totale a diminué à 30 % (figure 3-12). L’exécution YOLOv5 est plus rapide que les autres modèles, 

environ 2 heures d’exécution. Cela signifie que les performances du modèle peuvent toujours 

s'améliorer à chaque époque. 

 Nous présentons les résultats de Detectron2 sur Tensorboard pour voir comment la procédure 

d’apprentissage a fonctionné sur 1500 itérations (car moins d’itérations n’a pas donné de résultat). 

Il y a beaucoup de métriques intéressantes dans cet outil d'évaluation. Nous nous concentrons sur 

le total de la perte et de l’accuracy; comme le montrent les figures ci-dessous : 

  Figure 3- 13: La performance de Detectron2  Figure 3- 14: Taux d’erreur pour Detectron2 

Après analyse des résultats acquis (figure 3-13 et 3-14), on peut voir les commentaires ci-joints : 

D'après la figure 3-13, l’accuracy de l'entraînement augmente avec le nombre de pas. Cela reflète 

qu'à chaque itération, le modèle apprend plus d'informations. Nous devons changer le nombre 
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d’itérations si l’accuracy de s’augmente encore, changer vers le bas en cas de surajustement. 

L’entraînement est arrivé à 97% sur les dernières étapes, après 5h d’exécution. 

Les résultats de Faster R-CNN affichés sur l'outil Tensorboard après 10 000 itérations montrent 

les métriques suivantes : 

   Figure 3- 15: La performance de Faster R-CNN  Figure 3- 16: Taux d’erreur de Faster R-CNN 

Les chiffres ci-dessus montrent que l’accuracy d'apprentissage augmente à chaque étape pour 

atteindre 45 % après 10 heures (figure 3-15). Cela reflète le nombre d'itérations est un facteur 

essentiel où le modèle apprend plus d'informations. Bien que le nombre de pas soit élevé par 

rapport aux autres modèles, l’accuracy est moyenne. De même, l'erreur change avec la progression 

de l'apprentissage, il s'augmente et diminue, dans les dernières étapes, il atteint 80 % (figure 3-16). 

Après avoir analysé les résultats obtenus sur tous les modèles de détection d'objets open source, 

nous comparons les résultats des différents détecteurs en termes d’accuracy et d'erreur. À cet effet, 

les résultats obtenus par ces détecteurs d’objets open source sur nos données sont résumés dans le 

tableau 3-1. 

Tableau 3- 1. Les performances des modèles étudiés 

Modèle Type Résultats 

sur 

COCO 

Nombre 

d’itérations 

d’apprentissage 

Résultats 

sur notre 

dataset 

Taux 

d’erreur sur 

notre dataset 

Durée 

d’apprentissage 

EfficientDet  

 

  Détecteur 

« One stage »  

     

55.1% 3500  52% 38% 12 heures 

YOLOv5  Détecteur 

« One stage » 

50.1% 200  82% 30% 2 heures 

Detectron2   Détecteur 

« One stage »  

    

64.31% 1500 97% 42% 5 heures 

Faster R-

CNN 

 Détecteur 

« Two stages » 

36.8% 10 000  45% 80% 10 heures 

Le tableau montre le type de modèle open source de notre expérience ainsi que le nombre 

d'itérations. Les résultats obtenus sur les jeux de données COCO, ainsi que ceux obtenus sur notre 
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jeu de données, qui s'expriment en termes d’accuracy d'apprentissage et d'erreur enfin de temps 

d'exécution. En outre, on retient qu’il y a une différence dans le nombre d’itérations d’entraînement 

pour chaque modèle. Au début, nous avons commencé avec le même nombre d'itérations, mais 

après l’entraînement, il nous devient clair dans chaque cas que nous avons encore besoin de plus 

d'itérations pour atteindre de meilleurs résultats, alors nous augmentons le nombre d'itérations à 

chaque fois. À chaque entraînement nous nous assurons que les résultats sont bons et qu’il n’y a 

pas de Overfitting, ou que nous avons encore besoin de plus d'étapes. Les résultats obtenus 

s'amélioraient au fur et à mesure que nous augmentions le nombre d'itérations car plus nous avons 

d'itérations, plus nous obtenons plus d’accuracy et peu d'erreur (mais nous devrions faire attention 

au surajustement). Le jeu de données est également un élément déterminant dans les modèles de 

détection d'objets. Il est nécessaire de disposer d'un grand ensemble de données pour obtenir de 

meilleurs résultats pour la plupart des modèles. Aussi, obtenir de bons résultats nécessite d'utiliser 

un GPU au lieu d'un CPU [167]. En outre, nous sommes susceptibles d'obtenir plus de 

performances lorsque l'abandon est utilisé. 

Le modèle YOLOv5 a présenté les meilleurs résultats trouvés par rapport aux autres modèles en 

termes d’accuracy 82%. Le temps d'exécution était très raisonnable par rapport au nombre 

d'époques et à la taille de notre base de données. Cependant, YOLOv5 a des résultats moyens sur 

le jeu de données COCO [168], mais il prouve qu'il s'agit d'un modèle efficace sur un jeu de 

données moyen en un temps réduit. Nous enregistrons donc ces poids pour les utiliser dans un 

système robotique de détection de mauvaises herbes basé sur Raspberry pi4. Cela contribuera à 

détecter les mauvaises herbes en temps réel pour réaliser une pulvérisation localisée des mauvaises 

herbes au lieu de les propager à grande échelle, ce qui sera bénéfique en termes de quantité 

d'herbicides exploités, donc protège l'environnement et fait gagner du temps, ce sera une prise de 

décision automatisée sans aucune implication humaine. 

5. Conclusion  

Les réseaux de neurones profonds sont réputés pour leur capacité à traiter les informations 

visuelles. Ces dernières années, ils sont devenus une partie importante de nombreuses applications 

de vision par ordinateur, nous avons choisi leur application à la découverte des mauvaises herbes, 

ce choix est prouvé par les études que nous avons menées dans les chapitres précédents. 

L'apprentissage profond en agriculture fait toujours l'objet de recherches et de diligence. Dans ce 

chapitre, nous avons présenté une approche comparative de basée sur les modèles de détection 
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d'objets open source, pour cela, nous avons utilisé quatre modèles récents avec des architectures 

différentes. Nous avons montré les différents résultats obtenus en termes d’accuracy et d'erreur sur 

notre jeu de données préparé. La comparaison des résultats obtenus a montré que le nombre 

d'itérations, la taille du jeu de données, l'optimisation de l'affectation GPU / CPU et l'augmentation 

des données sont des facteurs importants pour avoir de meilleurs résultats. Les résultats obtenus 

nous ont prouvé que YOLO v5 est un modèle rapide et léger que nous considérons comme un 

meilleur choix à utiliser dans un système embarqué de détection des mauvaises herbes. Dans le 

chapitre suivant, nous effectuerons une série de tests pour préparer et créer des modèles 

d'apprentissage en profondeur et pour les entraîner sur nos données contenant des mauvaises 

herbes de notre environnement. L'objectif est de découvrir des moyens possibles d'améliorer les 

résultats et de suggérer de nouvelles façons d'y parvenir.
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1. Introduction  

Les mauvaises herbes sont clairement classées comme le principal problème de parasites dans 

l’agriculture ancienne et moderne [169]. Les mauvaises herbes sont des plantes qui poussent 

spontanément sur les sols agricoles où elles sont omniprésentes et indésirables parmi toutes les 

cultures du sol agricole. La croissance de ces plantes, si elle n’est pas gérée, a une grande capacité 

à réduire la productivité, à produire un impact énorme sur les valeurs de la biodiversité, à causer 

des dommages, à rendre difficile le fonctionnement des machines. Les effets négatifs des 

mauvaises herbes sur les cultures comprennent aussi la concurrence pour l’eau, la lumière, les 

nutriments et l’espace, l’augmentation des coûts de production, la difficulté de la récolte, la 

dépréciation de la qualité du produit, l’augmentation du risque de parasites et de maladies et la 

diminution de la valeur commerciale des zones cultivées [170]. 

L’application d’herbicides donne de meilleurs résultats si le traitement est ciblé sur la catégorie 

spécifique de mauvaises herbes. La connaissance de l’infestation des mauvaises herbes est une 

procédure fondamentale pour l’utilisation de mesures préventives dans leur contrôle [171]. Afin 

de parvenir à un contrôle des mauvaises herbes spécifique à une zone et de réduire le coût global 

et l’impact négatif de l’utilisation d’herbicides inutiles sur la santé humaine et les cultures, il est 

important de disposer de méthodes permettant de quantifier et d’analyser la distribution de 

l’infestation des mauvaises herbes de manière rapide et économique, alors une méthode plus 

pratique que l’observation systématique des cultures est nécessaire. 

La gestion des mauvaises herbes spécifiques au site est l’une des pratiques associées à l’agriculture 

de précision. La gestion des mauvaises herbes spécifiques au site est l’une des mesures efficaces 

pour réduire l’utilisation des pesticides, économiser sur les coûts des herbicides, améliorer le 

contrôle des mauvaises herbes et éviter une pollution inutile de l’environnement.  

La localisation automatique des mauvaises herbes à l’aide d’algorithmes d’apprentissage profond 

a été étudiée ces dernières années. Ces systèmes de classification des mauvaises herbes basés sur 

l’apprentissage profond nécessitent des informations détaillées sur les terres agricoles, les champs 

et les caractéristiques des mauvaises herbes et des cultures individuelles (c’est-à-dire un grand 

ensemble de données sur les mauvaises herbes et les cultures). Avec le développement dans le 

domaine de la vision par des ordinateurs [172], il est possible de faire un large traitement et une 

observation régulière avec les algorithmes avancés existants. 

La détection des mauvaises herbes et des plantes à partir d’images est cependant une tâche difficile, 

car les mauvaises herbes et les plantes ont souvent des caractéristiques colorées et spectrales 
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similaires. Le processus de classification est plus difficile lorsqu’il y a occlusion des cultures et 

que l’environnement de fond (c’est-à-dire le sol) est complexe. Les changements d’illumination et 

l’effet d’ombrage sont également des problèmes difficiles à résoudre. 

Les classificateurs utilisés à cette fin, comme Support Vector Machines et les réseaux de neurones 

traditionnels (MLP), dépendent de bons extracteurs de caractéristiques [173]. Le facteur clé du 

deep learning est que son extraction de caractéristiques est apprise automatiquement à partir des 

données brutes [174]. Ses couches d’attributs ne sont pas modélisées manuellement et il n’est pas 

nécessaire d’utiliser des algorithmes d’extraction pour effectuer l’apprentissage et la classification 

du réseau convolutif. Ainsi, on s’attend à ce que cette technique ait beaucoup plus de succès dans 

un avenir proche, car elle nécessite peu d’ingénierie à la main et peut bénéficier d’une 

augmentation de la capacité de calcul et des données. 

Dans ce chapitre, nous avons proposé des pipelines pour détecter et masquer la présence de 

mauvaises herbes dans une image. Les données de l’image sont prétraitées et introduites dans des 

modèles différents de deep learning. Chaque modèle représente l'objet d'une étude indépendante 

dans laquelle des données spéciales ont été utilisées. À la fin, nous avons comparé les retours de 

chaque approche et examiné les performances de chaque modèle en termes de précision de temps, 

etc. Cette deuxième contribution a fait l’objet de 3 articles [175, 176, 177] publiés dans des revues 

indexés Scopus dans lesquels nous avons exploré des techniques de création et d’optimisation et 

d’amélioration des modèles de deep learning au profit d’une agriculture digitale. 

2. Méthodes et outils  

Cette section définit les méthodes et l’environnement requis pour implémenter les modèles 

de nos études. Nous travaillons avec python 3.6 comme langage de programmation, les 

bibliothèques TensorFlow et Keras pour l’apprentissage et la classification [178]. Pour améliorer 

les performances des modèles, nous utilisons quelques techniques simples et efficaces comme 

l’augmentation des données, Dropout [177] et Tensorboard pour la visualisation des statistiques et 

logs. 

2.1 Datasets utilisés 

L'un des facteurs importants affectant la qualité des modèles de l’entraînement est l'ensemble 

de données, plus nous avons de grands ensembles de données bien préparés, plus la précision de 

l’entraînement est élevée [179]. Les données qui ont servi à entraîner nos modèles lors de ces 

expérimentations varient d'une étude à l'autre. Nous avons utilisé les images recueillies sur le 
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terrain à l'aide d'un appareil photo officiel dans une autre expérience. Nous combinons ces données 

recueillies avec des données provenant d'une base de données publique. Dans d'autres, on utilise 

une partie des données précédemment utilisées dans une étude et on y ajoute d'autres données. Le 

plus important est de collecter un grand nombre d'images (de mauvaises herbes, ainsi images des 

cultures), ce qui affectera sans aucun doute les résultats obtenus. Nous avons apporté des 

modifications de prétraitement à ces images (redimensionnement, contraste, mosaïque). Nous 

avons également ajouté des techniques d'augmentation des données (recadrage, rotation, 

retournement) pour produire plus d'images d'entraînement qui peuvent augmenter la précision du 

modèle. Ces images appartiennent à différentes classes selon chaque étude. Le tableau 4-1 présente 

les détails de ces datasets selon chaque étude. 

Tableau 4- 1. Détails des datasets utilisés dans les trois études 

Expériences Nombre des images Nombre des classes 

Expérience 1 [175] 2669  6 

Expérience 2 [176] 3000 2 

Expérience 3 [177] 3000  4 

2.2 Environnement matériel 

L’environnement matériel diffère d'une expérience à l'autre, parfois nous utilisons 

l'ordinateur personnel avec la configuration que nous avons précédemment (HP i7 CPU 2.40 GHZ, 

Nvidia GeForce GT525M, 8G de RAM), en utilisant GPU (Graphics Processing Units) au lieu de 

CPU (Central Processing Unit) pour l’entraînement, car la solution GPU est la solution la plus 

optimale dans les opérations des réseaux de neurones avec des données d’images. Nous avons 

également testé l’environnement de Google Colab comme un service cloud, offert par Google, 

basé sur Jupyter Notebook et destiné à l’entraînement des modèles de ML. Cette plateforme permet 

d’entraîner des modèles de machine learning directement dans le cloud utilisant un processeur 

graphique GPU. Sans donc avoir besoin d’installer quoi que ce soit sur notre ordinateur à 

l’exception d’un navigateur. Le problème ici est dans le cas de données très volumineuses et dans 

le cas d'un modèle d'apprentissage en profondeur complexe qui nécessite un abonnement, car 

l'espace offert est limité, aussi la période d’apprentissage disponible n'est que de dix heures 

continues. Ces différences dans les paramètres matériels visent à découvrir l'effet de 

l’environnement matériel sur l’apprentissage d’un algorithme et comment déterminer l'espace 

distinct qui nous donne de meilleurs résultats. 
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3. Expérience 1 : CNN pour l'identification des mauvaises herbes 

Notre objectif dans cette étude est l'identification et le contrôle des mauvaises herbes dans 

les champs de betteraves sucrières, en particulier la création et l'amélioration d'un modèle de 

réseaux de neurones convolutifs et son entraînement selon notre ensemble de données pour prédire 

et identifier les souches de mauvaises herbes les plus populaires dans la région de Béni- Mellal 

Khenifra, Maroc. Tout cela peut aider à sélectionner des herbicides qui agissent sur les mauvaises 

herbes identifiées. Nous explorons la capacité de python pour adapter et améliorer notre modèle 

CNN formé sur nos jeux de données [180]. 

3.1 Architecture de base 

Comme le montrent les figures 4-1 et 4-2, lors de notre expérimentation, nous avons créé un 

modèle de base. Il est composé de deux couches de convolution et de deux couches de Maxpooling 

et de deux couches Fully-connected. L'image d'entrée est de taille 98*98. L'image entre à la 

première couche de convolution (CONV). Cette couche est composée de 256 filtres de taille 3*3, 

la fonction d'activation ReLU (Rectified Linear Units) est utilisée ; cette fonction (F(x)=max(0,x)) 

force les neurones à revenir positifs. Après cette convolution, 256 cartes de caractéristiques 

(feature maps) de taille 98*98 seront créées. Maxpooling (POOL) est ensuite appliqué pour réduire 

la taille et les paramètres de l'image. À la sortie de cette couche, nous aurons 256 cartes de 

caractéristiques de taille 49*49. Nous répétons la même chose avec la couche convolutive numéro 

deux (composée de 256 filtres). La fonction d'activation ReLU est toujours appliquée à chaque 

convolution. Une couche Maxpooling est appliquée après la couche de convolution numéro deux 

en sortie, nous aurons 256 cartes de caractéristiques de taille 23*23. Le vecteur de caractéristiques 

résultant des convolutions a une dimension de 135424. 

Ensuite, nous utilisons un réseau de neurones composé de deux couches Fully-connected (FC). La 

première couche a 64 neurones, la deuxième couche est un Softmax, ce qui nous permet de calculer 

la distribution de probabilité de nos classes (six classes dans l'ensemble de données). 
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Figure 4- 1: Architecture du modèle 

Figure 4- 2: Configuration du modèle 

 

3.2 Résultats 

Après analyse des résultats obtenus dans la première étude, les remarques suivantes sont 

notées : d'après les deux figures 4-3 et 4-4, la précision de l'apprentissage augmente avec le nombre 
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d’itérations (epochs). Cela reflète qu'à chaque itération, notre modèle apprend plus d'informations 

pour arriver à 73% de précision. Cependant, il commence finalement à tomber après la huitième 

itération. Cela devrait nous alerter sur le fait que nous commençons presque certainement à faire 

du surentraînement (Overfitting). La raison pour laquelle cela se produit est que le modèle essaie 

constamment de réduire la perte dans l'échantillon. À un moment donné, le modèle commence 

simplement à mémoriser les données d'entrée au lieu d'apprendre des choses générales sur les 

données réelles, ce qui signifie que toute nouvelle donnée que nous tentons d'alimenter le modèle 

fonctionnera mal. De même, l'erreur d'apprentissage et de validation diminue avec le nombre 

d'itérations et après la huitième époque, elle commence à augmenter. Ainsi, nous aurons besoin de 

plus d'informations pour entraîner notre modèle, nous devons donc chercher une solution qui réduit 

le surajustement, par exemple : augmentant le nombre d'itérations et modifiant d'autres paramètres, 

ce qui fait l'objet de la séquence suivante. 

 
Figure 4- 3: Les performances du modèle 
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Figure 4- 4: Le taux d’erreur du modèle 

Ici, nous devons souligner que le modèle que nous avons utilisé pour l’entraînement est le modèle 

de départ que nous avons défini ci-dessus, nous y avons utilisé des données préliminaires. Cela a 

donné des résultats moyens avec beaucoup de surentraînement. Par conséquent, nous proposerons 

des solutions pour augmenter les résultats obtenus. Après quelques époques, nous avons une 

précision de validation de 73 %, mais nous devrions probablement discuter de la manière dont 

nous pouvons optimiser ce modèle pour améliorer cette valeur. Comme nous en avons discuté dans 

la séquence précédente ; nous devons réduire le surajustement, pour cela, il existe de nombreuses 

solutions. Nous citons 5 : techniques Augmentation des données, Régularisation, Arrêt anticipé, 

Simplification du modèle et décrochage, en anglais sont respectivement : Data Augmentation, 

Regularization, Early Stopping, Simplifying the Model, Dropout. Pour notre cas, nous nous 

concentrerons sur la solution d'augmentation de données. Nous utiliserons également l’outil 

TensorBoard, qui est une application puissante fournie avec TensorFlow et qui nous aide à 

visualiser nos modèles au fur et à mesure qu'ils sont entraînés, il aide également à créer un flux de 

travail pour optimiser l'architecture de notre modèle. 

Après avoir appliqué la technique d'augmentation de données à nos données, nous passerons à 

l'étape la plus importante, à savoir comment améliorer l'efficacité du modèle à l'aide de 

TensorBoard et à l’aide du code python. Des ajustements doivent être apportés aux paramètres du 

modèle afin de trouver les bons paramètres grâce auxquels nous obtenons de meilleurs résultats. 

Les éléments les plus élémentaires que nous devons modifier sont les couches et les nœuds par 

couche et 0, 1 ou 2 couches denses, ainsi que d'autres paramètres tels que la variation de la taille 

des couches (layer sizes), des taux d’apprentissage (learning rates) et des fonctions d'activation. 

Grâce au code python nous créons une boucle qui permet de créer, d'assembler et de tester un 
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ensemble de combinaisons (80 modèles) pour choisir la meilleure d'entre elles qui donne les bons 

résultats (haute précision visualisée sur l'application Tensorboard. 

Chaque modèle créé de cette manière est nommé avec les paramètres utilisés (conv_layer, 

layer_size, dense_layer) pour faciliter le choix et le distinguer parmi ce grand nombre comme 

indiqué sur la figure 4-5. 

 

Figure 4- 5: Les noms des modèles créées 

Les figures 4-6 et 4-7 ci-dessous capturées à partir de Tensorboard, montrent une visualisation des 

80 modèles créés ci-dessus. Nous pourrions être tentés de prendre le modèle de précision de 

validation le plus élevé, mais à la place, nous avons tendance à opter pour les modèles de perte de 

validation les plus faibles dans le graphique résultant. Par conséquent, un zoom sur le graphique 

de précision de validation ou le graphique de perte de validation nous a permis de choisir et de 

vérifier certains des meilleurs modèles. 

Figure 4- 6: Les performances de 80 modèles créés 
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Figure 4- 7: Le taux d’erreur pour les 80 modèles 

Après avoir zoomé sur le graphique de la figure 4-7, voici les 3 premiers modèles avec la plus 

grande précision (figure 4-8). On peut se contenter de 0 dense et 1 couche convolutive et 128 

nœuds par couche. 

Figure 4- 8: Trois premiers modèles avec la meilleure performance 
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Changer certains paramètres, utiliser un modèle avec technique d'augmentation de données et 

choisir 0 couche dense, 1 couche convolutive et 128 nœuds par couche, avec plus d'époques (40), 

avait développé l’accuracy à 82% avec 20 heures de l’entraînement (figure 4-9). 

Figure 4- 9: La performance du modèle amélioré 

 

4. Expérience 2 : YOLO V5 pour la reconnaissance des adventices 

Dans cette étude, nous proposons un modèle d'apprentissage profond qui cherche à identifier 

la présence d'objets pertinents (mauvaises herbes) dans une zone (culture de blé) en temps réel et 

classifier ces objets pour l'aide à la décision. Nous avons proposé de mettre en œuvre ce modèle 

CNN sur un système intelligent pour détecter et localiser les types de mauvaises herbes connues 

dans les cultures de blé dans la région de Beni Mellal-Khenifra, au Maroc. Ce système intelligent 

aidera les agriculteurs à identifier plus tôt les espèces de mauvaises herbes et à les classer, afin de 

réaliser une pulvérisation localisée pour les éliminer et permettre aux cultures de pousser librement 

en bénéficiant des sels minéraux et de l'eau. Tout cela dans le but de préserver l'environnement et 

de réduire le coût de l'opération. 

4.1 Architecture utilisée 

Au cours de nos expérimentations, nous avons utilisé un modèle YOLO avec quelques 

interventions dessus. Ainsi, nous avons réduit le nombre d'échelles de détection à deux échelles 

[181]. Ce modèle avait dans l'échelle des multiplicateurs de la largeur 0,50 et de la profondeur 0,33 

(width 0.50 et depth) [182]. Il est composé d'une partie dorsale (backbone) où notre image originale 

416*416*3 est entrée dans la structure Focus (Focus structure). L'opération de découpage est 

d'abord utilisée pour avoir une carte de caractéristiques de 208*208*12, puis après une opération 

de convolution de 32 noyaux de convolution, le dernier changement nous donne une carte de 

caractéristiques de 208*208*32. De plus, une structure CSP (Cross-Stage-Partial) est conçue dans 

le Backbone pour l'extraction de caractéristiques [183]. 
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De plus, une partie Neck utilise FPN (Feature Pyramid Network) et PAN (Path Aggregation 

Network) pour faire des prédictions de détection d'objets à différents niveaux d'échelle [184]. 

Enfin, le modèle utilise GIOU_Loss comme fonction de perte de la Boîte englobante en sortie 

[185]. Concernant la configuration des différents paramètres des différentes couches (283 

couches), on a laissé la même structure que le petit YOLOv5 de base comme il est mentionné dans 

les figures 4-10 et 4-11. 

Figure 4- 10: Architecture de DL 

Figure 4- 11: Configuration du modèle 

 

4.2 Résultats  

Sur des données personnalisées préparées dans la deuxième expérience, nous avons entraîné 

le modèle configuré ci-dessus pour 200 époques, ce processus génère des hyperparamètres de 

descente de gradient qui contrôlent le nombre de passages complets à travers l'ensemble de 
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données de l'entraînement, qui génèrent 7255094 paramètres à travers 283 couches comme le 

présente la figure 4-12. 

Figure 4- 12: Détails du modèle utilisé 

La section suivante illustre les résultats obtenus en termes de Recall de précision et de mAP 

précision moyenne (mean average precision) : 

Figure 4- 13: Les performances de notre modèle 

Comme le montrent les résultats de la figure 4-13, nous avons essayé 200 époques, nous avons 

obtenu de bons résultats, l’accuracy et la précision de l'apprentissage augmente avec le nombre de 

périodes ; cela reflète que le modèle apprend plus d'informations à chaque période. Le modèle est 

arrivé à une précision de 83 %, ce qui signifie que le modèle atteint une précision élevée. De plus, 

le Recall atteint 93 % signifie que le modèle est efficace pour identifier les données pertinentes ; 

l’entraînement renvoie une mAP de 94,4 % à 0,5. Les prédictions d'étiquettes sur les images de 
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l'ensemble de test montrent également une détection précise. Par conséquent, ces expériences ont 

démontré de bons résultats dans l’exécution du modèle CNN pour traiter la classification des 

mauvaises herbes en temps réel. Le résultat principal de cette étude démontre l'efficacité de YOLO 

et sa grande capacité à identifier les mauvaises herbes en un temps court et réel, la précision 

obtenue ci-dessus est très intéressante, montre que ce modèle est précis et rapide. 

 

5. Expérience 3 : CNN basé sur des méthodes de régularisation pour la 

détection des mauvaises herbes 

Le problème majeur avec l'apprentissage en profondeur est de savoir comment créer un 

modèle qui fonctionne bien, non seulement sur l'ensemble d'apprentissages, mais aussi sur 

l'ensemble de validation. De nombreuses approches utilisées dans les réseaux de neurones sont 

explicitement conçues pour réduire le surajustement, éventuellement au détriment de 

l'augmentation de la précision de la validation et de l’entraînement. Dans cette expérience, nous 

avons proposé un modèle CNN pour classer les mauvaises herbes. Nous avons proposé des 

techniques d'optimisation pour améliorer les résultats obtenus. Une technique de base (Dropout) 

est proposée pour minimiser le surajustement (Overfitting), nous l'avons intégrée dans un modèle 

de réseau de neurones convolutifs pour classer les espèces de mauvaises herbes et voir comment 

cela impacte les performances. 

5.1 Architecture de DL 

Notre objectif au cours de cette étude est de découvrir les méthodes de régularisation et 

comment le Dropout est un facteur important qui élimine le surajustement, pour cela, nous avons 

implémenté un modèle CNN simple et défini leurs couches et hyperparamètres afin de les entraîner 

sur notre jeu de données préparé.  

L'architecture utilisée dans cette étude est structurée comme indiqué sur la figure 4-14. Tout 

d'abord, nous n'avons pas intégré la technique Dropout pour analyser les résultats avant et après 

Dropout. Le modèle est exécuté sur 20 époques, il nous a donné des résultats qui seront discutés 

dans la section suivante. Quant aux paramètres de ce modèle, nous l'avons dérivé de plusieurs 

expériences, y compris l'expérience que nous avons réalisée dans la première étude [175] pour 

bien présenter la structure du modèle et mettre chaque couche à sa place. 
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Figure 4- 14:  Architecture du modèle avant la méthode Dropout 

Dans un second temps nous intégrons la solution de décrochage(Dropout), pour montrer la 

différence entre le premier et le second modèle et savoir l’effet de cette solution. Un Dropout de 

0,5 signifie que chaque neurone de sortie de la couche entièrement connectée a 50 % de chances 

d'être conservé. De plus, une autre couche de Dropout à la sortie du premier Dense avec une 

probabilité de 25%. Le décrochage 0,75 a également été placé après la phase de regroupement 

(Pooling) comme indiqué sur la figure 4-15. Cette technique désactive de manière aléatoire les 

neurones de notre réseau afin qu'il soit redondant et puisse trouver de nouvelles façons de résoudre 

le problème de surajustement. 
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Figure 4- 15: L’ajout de la méthode Dropout 

 

5.2 Résultats 

Nous exécutons le modèle de la troisième étude sur notre ensemble de données en 20 itérations 

à l'aide de Python. Les résultats obtenus sont visualisés sur l'outil Tensorboard. La validation du 

modèle consiste à évaluer la capacité du modèle entraîné à généraliser à de nouveaux échantillons. 

L’accuracy de l’entraînement a également été utilisée comme estimateur pour classer le modèle 

dans une approche de sélection de variables. La figure 4-16 illustre les résultats du modèle avant 

l'introduction de la technique Dropout, comme nous l'avons indiqué dans la figure 4-14. 
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Figure 4- 16: L’accuracy de l’entraînement et de la validation avant le Dropout 

 

L'écart entre l’accuracy de la validation (courbe orange) et celle de l’entraînement (courbe bleue) 

démontre la quantité de surajustement. La courbe orange (précision de validation) montre une 

précision d'approbation exceptionnellement faible par rapport à l’accuracy de l’entraînement. 

Obtenir un surajustement élevé implique que nous devons régulariser le modèle avec des 

techniques (Dropout pour notre cas) et recueillir plus d'informations. Le deuxième cas concevable 

est lorsque l’accuracy de la validation suit vraiment bien l’accuracy de l'entraînement [186]. Ce 

cas démontre que la capacité du modèle n'est pas suffisamment élevée. Cela nous a fait penser à 

agrandir le modèle en augmentant le nombre de paramètres. La section suivante nous montre les 

résultats de la solution proposée pour éliminer le surajustement et obtenir de meilleures 

performances. 

Nous avons introduit la technique de Dropout comme l'une des techniques de régularisation faciles 

et largement utilisées, le nouveau modèle que nous avons obtenu est comme sur la figure 4-15. De 

Tensorboard, nous obtenons l’accuracy d'entraînement et de validation : 
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Figure 4- 17: L’accuracy de l’entraînement et de la validation après le Dropout 

 

À partir de la figure 4-17 ci-dessus, nous pouvons immédiatement voir que le modèle avec Dropout 

atteint de bonnes performances. Avec le modèle 2, la courbe de validation (orange) suit celle de 

l’entraînement (bleu), ce qui signifie que le surapprentissage est rapidement minimisé même avec 

moins de neurones pendant l'apprentissage (l'effet du décrochage). Cet effet peut être vu dans 

l’accuracy où le pourcentage de bonne classification atteint et 60% après 6 époques. Cette 

précision continue d'augmenter lentement, atteignant 85% après 20 époques. Nous pouvons dire 

que le moyen le plus simple de limiter le surajustement est d'introduire la technique Dropout. 

L'emplacement de cette technique (Dropout) peut influencer les résultats, même si nous pouvons 

l'appliquer pour chaque couche du réseau ou après des couches sélectionnées, nous devons donc 

essayer différentes combinaisons pour obtenir les meilleurs résultats. De plus, les probabilités de 

décrochage fixes influencent directement le surajustement. L'écart a été partiellement réduit 

cependant, il a besoin de plus de régularisation et d'amélioration de la capacité du modèle à 

généraliser. Pour cela, nous proposerons des solutions d'amélioration pouvant être accompagnée 

de la technique du dropout. Ces fonctions d'activation pour les réseaux de neurones Sont ReLU et 

ELU. ReLU (Rectified Linear Unit) est la fonction la plus populaire. Elle permet un entrainement 

plus rapide comparé aux fonctions Sigmoid et Tanh, étant plus légères. ELU (Exponential Linear 

Unit) : Autre dérivé de la ReLU. Celle-ci va approcher les valeurs moyenne proche de 0, ce qui va 
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avoir comme impact d’améliorer les performances d’entrainements. Elle utilise exponentiel pour 

la partie négative et non plus une fonction linéaire. 

 

6. Discussion 

Dans cette section, nous discuterons les résultats obtenus dans les trois expériences, Après 

avoir exécuté chaque modèle séparément et obtenu les résultats pour chacun, nous les avons 

évalués selon des critères et des métriques connues, ainsi nous présenterons différentes façons 

d'optimiser et d'améliorer les résultats pour chaque étude. Plusieurs paramètres sont utilisés pour 

évaluer les performances des modèles de classification et de prédiction. L’accuracy et l'erreur sont 

quelques-unes des mesures permettant d'évaluer les performances des modèles de classification 

l’accuracy est le nombre de prédiction correctes sur le nombre total de prédictions réalisées. 

L’erreur de classification est le nombre relatif d'exemples mal classés, en d'autres termes, le 

pourcentage de prédictions erronées et incorrectes, Nous avons évoqué précédemment les autres 

métriques d’évaluation dans le troisième chapitre. Afin de montrer les résultats obtenus pour notre 

modèle. Le tableau 4-2 illustre les résultats en termes de précision et d'erreur pour chaque 

expérimentation. 

Tableau 4- 2. Les performances avant et après l’amélioration 

Expériences Technique 

utilisé 

Techniques 

d’optimisation 

Résultats 

Expérience 1 CNN amélioré Tensorboard 

Python 

73% avant et 82% après. 

Expérience 2 YoloV5 

modifié 

Ajustement des 

paramètres des différentes 

couches  

80% avant et 83% après 

 

Expérience 3 CNN amélioré Dropout 

ELU 

85% avant et >90% après 

 

Les techniques que nous avons utilisées dans ces expérimentations visent à améliorer les résultats 

des algorithmes proposés, ces techniques sont : utilisation de Tensorboard, exploitation la 

puissance du code python, les réglages appropriés, bien construire l'algorithme, utilisation des 

techniques de régularisation et d’activation. Après avoir mené ces expériences, nous avons 

remarqué une évolution significative des résultats après et avant la solution proposée, où dans la 
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première expérience le résultat est passé de 73% à 82%, dans la deuxième expérience de 80% à 

83% et dans la troisième expérience de 85% à 95%. 

En bref, les expériences ont démontré les moyens de construire et d'optimiser des modèles 

d'apprentissage en profondeur. Nous avons vu à travers la première étude que l'obtention 

d'excellents résultats est liée au choix des paramètres appropriés qui contrôlent la profondeur, la 

largeur du modèle, le nombre de couches, leur configuration ainsi que le prétraitement des données 

et leurs tailles. 

À partir de la deuxième étude, nous pouvons conclure que l'identification précoce du surajustement 

est utile, mais cela ne résout pas le problème. Heureusement, nous avons plus de choix à essayer 

en plus de Dropout et ELU. Ces autres méthodes peuvent également limiter le surajustement et 

augmenter l’accuracy et la précision, nous citons : Validation croisée (Cross-validation) : 

utilisation des données de l’entraînement initiales pour produire de nombreuses divisions de test 

de train mineures que prévu. Utilisez ces pièces pour régler le modèle [187]. Augmenter la taille 

de la base de données : entrainement de modèle avec des données supplémentaires peut améliorer 

les algorithmes pour mieux identifier le signal [188]. L'arrêt précoce (Early stopping) : consiste à 

arrêter d'apprentissage dès que la perte de validation atteint un certain niveau [189]. Normalisation 

par lots (Batch normalization) : chaque couche observe les entrées produites par les couches qui 

la précèdent. Il serait avantageux d'avoir des entrées centrées et réduites pour chaque couche [190]. 

Global Average Pooling (GAP) : a été proposé pour remplacer la partie perceptron multicouche. 

L'idée est de générer une carte de caractéristiques pour chaque catégorie correspondante. Au lieu 

d'ajouter un perceptron après les cartes de caractéristiques, nous prenons la moyenne de chacune 

d'elles, le résultat est inséré dans la fonction Softmax. Un avantage du GAP par rapport aux 

couches perceptrons est qu'il n'y a pas de paramètres à entraîner, donc le surapprentissage est évité 

[191]. Il existe de nombreuses raisons pour lesquelles ce sont des solutions pratiques et efficaces : 

 Data-augmentation: aide les algorithmes d'apprentissage automatique à trouver les 

caractéristiques les plus évidentes qui distinguent une classe d'une autre. Le modèle 

est donc exposé à davantage de données. Cela lui permet de mieux généraliser. 

 Tenserbord: offre la visualisation de différentes métriques telles que la perte, la 

précision à l’aide de différents graphiques et histogrammes. Cela nous donne une 

idée de l'ajustement que nous faisons sur les paramètres pour obtenir la menace 

optimale. 
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 Code python : on peut utiliser le code python pour trouver le réglage approprié, ces 

algorithmes son pilotés par leurs paramètres qui influencent directement le résultat. 

La solution du réglage des paramètres donne la valeur optimale de chaque 

paramètre afin d’améliorer la précision du modèle. 

 Le Dropout peut être interprété comme un échantillonnage d'un réseau de neurones 

dans le réseau de neurones complet et mettre à jour uniquement les paramètres du 

réseau échantillonné. La différence est que ces sous-réseaux partagent des 

paramètres. 

 D'autres voient Dropout comme une forme d'augmentation des données en 

corrompant artificiellement les entrées dans chaque couche. Cela augmente 

considérablement le nombre d'exemples que le modèle utilisera lors de 

l’apprentissage pour aider à se protéger contre le surajustement. 

 Une autre interprétation est qu'il s'agit d'une forme de bagging dans laquelle un 

ensemble de modèles n'est formé que sur un petit sous-ensemble de données. 

 Les unités linéaires exponentielles (ELU) résolvent le problème du gradient de fuite 

avec identité pour les entrées positives. 

 ELU améliore l'apprentissage car il a des valeurs négatives qui lui permettent de 

rapprocher de zéro les activations moyennes de l'unité, ce qui accélère 

l'apprentissage et conduit à une meilleure précision dans la classification. 

Les résultats de ces expériences nous ont fait réfléchir à l'adoption d'un modèle d'apprentissage en 

profondeur pour créer un système intelligent de détection automatisée des adventices dans les 

cultures en temps réel afin d'obtenir une pulvérisation localisée de ces mauvaises herbes avec le 

bon herbicide au lieu de pulvériser toute la surface. L'idée consiste à déployer ce modèle de deep 

learning entraîné et enregistré sur un Raspberry équipé d'une caméra qui scanne le champ en 

mouvement pour détecter les mauvaises herbes en temps réel [192]. Le Raspberry envoie un ordre 

de démarrage à une pompe 12V [193], qui fonctionne en alternance avec d'autres pompes, selon 

l'espèce de mauvaise herbe détectée. Ce système est également configuré de manière à pouvoir 

être contrôlé à distance depuis un autre ordinateur ou appareil mobile [194] ; la figure 4-18 montre 

bien le synoptique de ce système de pulvérisation: 
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Figure 4- 18:Vue d'ensemble du système de pulvérisation 

 T1, T2 et T3 : Les réservoirs d'herbicide A, B, C dépendent des espèces de mauvaises 

herbes présentes dans le champ. 

 P1, P2 et P3 : Pompes de l'herbicide A, B, C. 

 

La valeur ajoutée du système que nous avons décrit ci-dessus peut être résumé dans ce qui suit: Ce 

système contribuera à la préservation de l'environnement. Aussi l'utilisation économique de 

l'herbicide, identifier rapidement le type de mauvaises herbes et déterminer le type d'herbicide 

approprié en temps réel, l'efficacité de la pulvérisation des zones touchées, il produira un ensemble 

de données qui peuvent être utilisées dans le suivi et la prise de décision, il peut être contrôlé à 

distance. En fin de compte, nous pouvons également élargir la liste des mauvaises herbes 

indésirables en la reprogrammant après qu'il nous soit apparu clairement que ce système est 

efficace dans le but recherché. 

7. Conclusion 

En agriculture, les mauvaises herbes causent des dommages directs à la culture et affectent 

principalement le potentiel de rendement de la culture. Les méthodes de désherbage manuel et 

mécanique demandent beaucoup d’énergie et exigent beaucoup de temps et sans pour autant 
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donner des résultats satisfaisants. Le désherbage chimique reste le meilleur moyen de lutte contre 

les mauvaises herbes. Les scientifiques et les chercheurs essaient toujours de proposer un modèle 

efficace pour un système intelligent à même de détecter les mauvaises herbes dans les cultures en 

temps réel à l’aide de la vision par ordinateur ; ils essaient toujours tous les moyens pour obtenir 

une bonne performance des algorithmes de deep learning. Dans ce chapitre, nous avons présenté 

les résultats des expériences publiées dans des revues internationales, dont le but est de proposer 

des moyens et des solutions d'optimisation et d’amélioration des modèles CNN capable de détecter 

et d'identifier les espèces de mauvaises herbes. Nous avons proposé de nombreuses techniques qui 

permettent d'augmenter les résultats obtenus. Ces propositions se sont conclues par une proposition 

de système intelligent basé sur l'apprentissage en profondeur qui peut être adopté dans la lutte 

contre ces mauvaises herbes. Le chapitre suivant sera considéré comme une extension de ce 

chapitre, où nous présenterons d'autres méthodes pouvant être utilisées pour améliorer l'efficacité 

des modèles d'apprentissage profond. Nous apporterons également une contribution scientifique 

en termes de modèles d'apprentissage profond qui peuvent exploités dans le domaine de 

l'agriculture de précision. 
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1. Introduction 

Le contrôle de mauvaises herbes dans les champs implique l’identification et la 

caractérisation de type de mauvaise herbe. En tant que tels, les procédés automatisés de détection 

et de classification des types de mauvaise herbe connus ont d’importantes applications dans ce 

domaine. Sur la base de l’importance de la classification des mauvaises herbes dans le leur 

contrôle, les chercheurs ont proposé de nombreux algorithmes pour identifier les mauvaises herbes 

de culture [195][196]. Des chercheurs ont classé les mauvaises herbes à l’aide de SVM avec un 

taux de reconnaissance de 98% [116]. D’autres ont utilisé des images pour effectuer les mêmes 

expériences. Ils ont mis en œuvre le seuil automatique et le contour adaptatif aux cellules de 

segment, ils ont utilisé la méthode de la plus petite erreur pour les classer, le taux de reconnaissance 

était de moyenne de 96% [197]. D’autres chercheurs ont utilisé l’algorithme KNN. Cependant, 

l’algorithme KNN ne gère pas bien les échantillons non équilibrés. Si la capacité d’échantillonnage 

d’une classe est grande, alors que la capacité d’échantillonnage d’autres classes est petite, des 

problèmes surviennent. Par exemple, lorsqu’un nouvel échantillon est entré dans le système de 

diagnostic, il peut en résulter une classe avec une grande capacité d’être dominant dans les K plus 

proches voisins de cet échantillon. De plus, l’algorithme est coûteux en calcul, car chaque 

échantillon doit être catégorisé afin de calculer sa distance par rapport à tous les échantillons 

connus afin d’obtenir ses K voisins les plus proches. Par conséquent, cet algorithme est plus 

approprié pour des échantillons de données plus importants. Pour les données avec moins 

d’échantillons, il est plus susceptible de produire des classifications incorrectes. Les expériences 

ci-dessus sur les mauvaises herbes ont une caractéristique commune. En particulier, que le résultat 

final soit bon ou mauvais, ils n’utilisent qu’une petite quantité d’images, ou utilisent leur propre 

base de données pour tester leur identification, les résultats deviennent biaisés [198]. À notre 

connaissance, il n’existe pas de grandes bases de données publiques de détection et de 

classification des mauvaises herbes qui se sont propagées dans l’environnement de notre étude, 

Par exemple, des datasets d'images de mauvaises herbes connues dans notre région. Par 

conséquent, afin de décrire l’efficacité de l’algorithme proposé de manière juste et objective, nous 

avons collecté certains ensembles de vraies images de champs prises par des caméras, nous les 

avons combinées avec des images que nous avons obtenues sur Internet à partir de bases de 

données publiques. Cet ensemble de données est prétraité, il l’a ensuite transformé en 18000 

images (comprenant 75 % données d’entraînement et 25% données de test). Dans cet ensemble de 

données, nous divisons les mauvaises herbes en 4 types différents, à savoir Beta Vulgaris, 
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Capsella, Chenopodium, Galium Aparine [175]. Ces mauvaises herbes sont les plus courantes dans 

l’environnement d’étude. 

Avec l’amélioration des performances de l’ordinateur, le réseau de neurones convolutifs est 

devenu plus populaire ces derniers temps, différentes améliorations de l’architecture CNN ont été 

apportées de 1989 à nos jours. Ces améliorations peuvent être classées en optimisation des 

paramètres, régularisation, reformulation structurelle, etc. Cependant, il est observé que l’essentiel 

de l’amélioration des performances de CNN provenait de la restructuration des unités de traitement 

et de la conception de nouveaux blocs. La plupart des innovations dans les architectures de CNN 

ont été faites par rapport à la profondeur et à l’exploitation spatiale. Selon le type de modifications 

architecturales, les CNN peuvent être largement classés en sept classes différentes, à savoir ; 

exploitation spatiale, profondeur, trajets multiples, largeur, exploitation de la carte des 

caractéristiques, amplification des canaux, etc. [199], parmi les modèles de CNN qui nous 

intéressent beaucoup dans cette expérience de détection de mauvaises herbes, nous citons, ResNet 

[200] et ResNeXt [201].  

Bien que le réseau de neurones à convolution profonde (CNN) et les méthodes traditionnelles 

d’apprentissage automatique aient montré de bons résultats dans la classification des images de 

mauvaise herbe, ils sont incapables d’exploiter pleinement la relation de dépendance à long terme 

entre certaines caractéristiques clés des images et des étiquettes d’images. Pour résoudre ce 

problème, nous avons introduit une machine à vecteur de support linéaire (SVM) [202]. Plus 

précisément, nous avons combiné un réseau ResNeXt et le SVM afin de proposer le cadre 

ResNeXt-SVM qui peut approfondir la compréhension du contenu des images, apprendre les 

caractéristiques structurées des images et commencer l’apprentissage de bout en bout des 

mégadonnées en analyse d’images de champ de l’agriculture. 

Les résultats expérimentaux montrent que par rapport aux autres modèles CNN tels que ResNet et 

ResNeXt, notre modèle de réseau proposé est plus précis et efficace pour classer les images de 

mauvaises herbes. La problématique abordée par ce chapitre tourne autour du problème de 

segmentation d'image d'une mauvaise herbe, le taux de segmentation contrairement à ce qu'offrent 

les modèles existants diffère d'une étude à l'autre, mais en général c'est difficile d’obtenir un taux 

très élevé, car il s'agit de détecter parfois de très nombreux objets sur des fonds différents, avec le 

risque de confondre plusieurs objets distincts avec un seul objet. La structure de ce chapitre est la 

suivante : la première section passe en revue les méthodes existantes pour améliorer les 

performances de la prédiction obtenue par un modèle de machine learning. La deuxième section 
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décrit un algorithme amélioré basé sur le modèle ResNeXt-SVM. La troisième section décrit les 

résultats expérimentaux ainsi analyse et discute notre approche. Enfin, la dernière section résume 

la nouveauté et l’utilité de notre approche proposée et suggère des implémentations pour des 

travaux futurs. Cette contribution a fait objet d’un nouvel article publié récemment dans une revue 

indexée Scopus [203]. 

2. Amélioration de la performance de la prédiction obtenue 

Comme il a été montré au cours des chapitres précédents, les algorithmes d’apprentissage 

automatique permettent de construire un modèle prédictif à partir de données historiques et de 

l’utiliser pour prédire de nouvelles données. Depuis l’avènement de cette technologie jusqu’à 

aujourd’hui, les scientifiques ont essayé de trouver des moyens de développer le modèle et de 

rechercher des solutions pour obtenir de meilleures prédictions de « machine learning ». 

De nombreuses méthodes sont apparues pour améliorer le deep learning pour obtenir de meilleurs 

résultats, dans la section suivante nous essaierons d’en parler. Nous les diviserons en quatre 

familles, à savoir : l’amélioration des données, les méthodes des algorithmes machine learning, les 

réglages du modèle, les méthodes ensemblistes. 

2.1 Amélioration de la performance relative aux données 

Il n’y a pas de deep learning sans la présence de données, nous pouvons donc dire que les 

données sont le carburant du deep learning avec lequel elles atteignent les résultats souhaités, le 

premier processus à prendre en compte pour obtenir de meilleurs résultats est de prêter attention 

aux données, car cela donne les gains de performances les plus importants. Les idées de traitement 

des données sont liées aux : collecte plus de données, la production de nouvelles données, la 

purification et au filtrage des données, la transformation des données, et, la partie suivante est un 

détail de ces processus [204]. 

 Collecter plus de données 

La plupart des articles scientifiques ont montré que les résultats de deep learning 

s’améliorent avec plus de données [205]. La quantité de données est l’un des principaux 

points qui rendent le deep learning si passionnant, comme le montre la figure 5-1 ci-

dessous, plus un modèle dispose de données d’entraînement, plus il peut correctement 

prédire de bons résultats. 
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Figure 5- 1: L’évolution de la performance de DL avec la quantité de données 

Bien que plus de données soient importantes dans le processus d’apprentissage 

automatique, elles ne conduisent pas toujours à obtenir de meilleurs résultats, parfois cela 

peut être la cause d’un surapprentissage « Overfitting » [206], donc il faut prendre en 

compte la question de la quantité et de la qualité en même temps. 

 Générer de nouvelles données 

Comme nous l’avons vu dans la partie précédente, la quantité de données est un facteur 

important pour obtenir de meilleures performances. Mais dans de nombreux domaines, 

cette tâche est difficile, il n’est pas toujours facile d’obtenir plus de données pour plusieurs 

raisons. Il existe donc une solution alternative, qui consiste à produire plus de données en 

utilisant des méthodes spécifiques, ces données sont statistiquement proches des données 

d’origine, alors beaucoup de données peuvent être obtenues et l’apprentissage peut être fait 

dessus [207]. 

Les techniques de production des données synthétiques sont trop nombreuses, diffèrent 

selon le type des données. Si, par exemple, ce sont des images, certaines méthodes peuvent 

être utilisées comme la génération des versions modifiées de manière aléatoire d’images 

existantes, si les données sont des vecteurs de nombres, il est possible de créer des versions 

modifiées aléatoirement de vecteurs existants. Si les données sont du texte, d’autres 

méthodes peuvent être utilisées. Les méthodes qui peuvent être utilisées sont les suivantes : 

 L’augmentation des données existantes ; 
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L’augmentation de données est une technique permettant de créer artificiellement de 

nouvelles données d’entraînement à partir de données d’entraînement existantes. Cela 

se fait en appliquant des techniques spécifiques au domaine à des exemples à partir des 

données d’apprentissage qui créent des exemples d’apprentissage nouveaux et 

différents. 

L’augmentation de données d’image est peut-être le type d’augmentation de données le 

plus connu et implique la création de versions transformées d’images dans l’ensemble 

de données d’apprentissage qui appartiennent à la même classe que l’image d’origine. 

Les transformations incluent une gamme d’opérations dans le domaine de la 

manipulation d’images, telles que les décalages, les retournements, les zooms et bien 

plus encore. 

L’objectif est d’étendre l’ensemble de données d’entraînement avec de nouveaux 

exemples plausibles. Cela signifie que les variations des images d’ensemble 

d’apprentissages qui sont susceptibles d’être vues par le modèle. Par exemple, un 

retournement horizontal d’une photo d’un chat peut avoir du sens, car la photo aurait pu 

être prise depuis la gauche ou la droite. Un retournement vertical de la photo d’un chat 

n’a pas de sens et ne serait probablement pas approprié étant donné qu’il est très peu 

probable que le modèle voit une photo d’un chat à l’envers [208]. 

 Utilisation d’un modèle probabiliste : méthode Monte Carlo ; 

La fonction de cette méthode est d’étudier les limites de confiance statistique dans les 

analyses de distribution. L’idée de l’analyse Monte-Carlo est la génération d’un grand 

nombre (par exemple 100 - 1000) d’ensembles de données synthétiques qui sont 

similaires à l’ensemble de données expérimentales, mais chacun avec un bruit aléatoire 

normalement distribué différemment. Chacun de ces nouveaux ensembles de données 

est analysé et les distributions sont stockées. L’ensemble de distributions résultant peut 

alors être étudié, point par point, les contours de moyenne et de probabilité peuvent être 

calculés [209]. 

En substance, les statistiques de Monte-Carlo permettent de construire une fonction de 

distribution de probabilité, permettent aussi d’étudier dans quelle mesure le bruit des 

données est traduit dans la distribution. En conséquence, la procédure de Monte-Carlo 

peut être utile pour étudier quelles caractéristiques de la distribution sont le résultat du 

bruit dans les données et quelles caractéristiques sont essentielles pour décrire les 



Chapitre V: Proposition d’un modèle hybride de Deep Analytics appliqué à la détection des mauvaises herbes 

 

130 

données. Deux caractéristiques principales sont mises en évidence dans la mise en 

œuvre de SEDFIT : les contours de confiance de la distribution (c’est-à-dire sa forme) 

et l’intégrale (valeurs moyennes en poids et concentrations de charge à travers un pic ou 

dans une région) [210]. 

 Utilisation d’une technique du deep learning : Variational Autoencoder (VAE) ou 

Generative adversarial network (GAN) ; [211] 

VAE est une méthode non supervisée où l’encodeur compresse l’ensemble de données 

d’origine dans une structure plus compacte et transmet les données au décodeur. Ensuite, 

le décodeur génère une sortie qui est une représentation de l’ensemble de données 

d’origine. Le système est entraîné en optimisant la corrélation entre les données d’entrée 

et de sortie [212]. 

La figure 5-2 présente le processus de la production des nouvelles données en décodant 

des points échantillonnés au hasard dans l’espace latent. La qualité et la pertinence des 

données générées dépendent de la régularité de l’espace latent. 

Figure 5- 2: La production de nouvelles données en décodant des points échantillonnés 

Dans le modèle GAN (Generative Adversarial Networks), deux réseaux, générateur et 

discriminateur, entraînent le modèle de manière itérative. Comme indiqué sur la figure 

5-3, le générateur prend des données d’échantillon aléatoire et génère un ensemble de 

données synthétiques. Le discriminateur compare les données générées synthétiquement 

avec un ensemble de données réel en fonction des conditions définies auparavant [213]. 
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Le principe des GAN est de créer des informations sans aucune préparation, pour la 

plupart des images. Tout comme le modèle en dessous, il crée un zèbre à partir d’un 

poney. Dans l’apprentissage de la fortification, cela encourage un robot à s’adapter 

beaucoup plus rapidement [214]. 

 

Figure 5- 3: Fonctionnement du GAN 

 Nettoyer les données 

Le nettoyage des données désigne le processus d’identification de la partie incorrecte, 

incomplète, inexacte, non pertinente ou manquante des données qui peut avoir un impact 

négatif sur un modèle prédictif, puis de les modifier, les remplacer ou les supprimer selon 

la nécessité. Le nettoyage des données est considéré comme un élément fondamental de 

l’apprentissage automatique. 

Il existe de nombreux types d’erreurs dans un ensemble de données, bien que certaines des 

erreurs les plus simples incluent des colonnes qui ne contiennent pas beaucoup 

d’informations et des lignes dupliquées [215]. 

 Rééchantillonner les données 

De manière générale, une méthode de rééchantillonnage est un outil consistant à tirer à 

plusieurs reprises des échantillons d’un ensemble de données et à calculer des statistiques 

et des métriques sur chacun de ces échantillons afin d’obtenir plus d’informations. Cette 

étape est très importante dans le cas où les données sont déséquilibrées. Sur-
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échantillonnage (Over-sampling) ou sous-échantillonnage (under-sampling) sont les 

techniques permettant de représenter au mieux l’ensemble de données [216]. 

Ce qui rend nécessaire l’utilisation de cette méthode de rééchantillonnage c’est : « Random 

Chance ». Chaque fois que nous tirons un échantillon d’une population et calculons une 

statistique, le paramètre estimé peut être aussi proche de la valeur réelle de la population, 

uniquement en raison du hasard, nous n’avons donc aucune information sur la confiance 

de nos conclusions et notre prédiction sera douteuse [217]. C’est pourquoi nous utilisons 

« Bootstrapping », en tirant plusieurs échantillons de notre échantillon d’origine 

(rééchantillonnage), nous pouvons explorer les différentes combinaisons qui pourraient 

résulter en premier lieu, en calculant les erreurs types et les intervalles de confiance, ce qui 

nous donne une gamme cohérente de valeurs pour estimer le vrai paramètre de population. 

 Redimensionner les variables (Features scaling) 

Features scaling est une méthode utilisée pour normaliser la plage de variables 

indépendantes ou de caractéristiques des données. Dans le traitement des données, il est 

généralement effectué lors de l’étape de prétraitement des données [218]. Si on a plusieurs 

variables indépendantes comme l’âge, le salaire et la taille ; avec leur plage de (18 à 100 

ans), de (25 000 à 75 000 Dirhams) et (1 à 2 mètres) respectivement, la mise à l’échelle des 

caractéristiques les aiderait tous à être dans la même plage, par exemple, centrés autour de 

0 ou dans la plage (0,1) selon la technique de mise à l’échelle. Les deux techniques de mise 

à l’échelle les plus courantes sur l’ensemble de données sont la normalisation et la 

standardisation [219][220] : 

 Normalisation ; 

Également appelée mise à l’échelle min-max ou normalisation min-max, il s’agit de la 

méthode la plus simple et consiste à redimensionner la plage de caractéristiques pour 

mettre à l’échelle la plage dans [0, 1]. La formule générale de normalisation est donnée 

par l’équation (5-1) : 

𝑥′ =
𝑥 −min(𝑥)

max(𝑥) − min(𝑥)
 

Ici, max(x) et min(x) sont respectivement les valeurs: maximale et minimale de la 

caractéristique. 

Nous pouvons également effectuer une normalisation sur différents intervalles, par 

exemple choisir d’avoir la variable située dans n’importe quel intervalle [a, b], a et b 

(Éq. 5-1) 
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étant des nombres réels. Pour redimensionner une plage entre un ensemble arbitraire de 

valeurs [a, b], la formule devient (Éq. 5-2) : 

𝑥′ = 𝛼 +
(𝑥 −min(𝑥))(𝑏 − 𝑎)

max(𝑥) − min⁡(𝑥)
 

 

 Standardisation ; 

La standardisation est une autre technique de mise à l'échelle où les valeurs sont centrées 

autour de la moyenne avec un écart type unitaire. Cela signifie que la moyenne de 

l'attribut devient zéro et que la distribution résultante a un écart type unitaire. Voici la 

formule de standardisation (Éq. 5-3) : 

𝑥′ =
𝑥 − μ

σ
 

Ici, σ est l'écart type des valeurs des caractéristiques. Notez que dans ce cas, les valeurs 

ne sont pas limitées à une plage particulière. μ est la moyenne des valeurs des 

caractéristiques. 

Ces techniques sont utilisées pour élever le niveau de performance des algorithmes qui 

utilisent les entrées pondérées, parmi les algorithmes qui considèrent l’utilisation de 

cette technique nécessaire, nous mentionnons : 

 L'analyse en composantes principales (ACP ou PCA en anglais pour Principal 

Component Analysis) ; 

 K-means (ou K-moyennes) ; 

 K plus proches voisins (ou K-Nearest Neighbors kNN) ; 

 Le gradient descent. 

 Sélectionner les caractéristiques 

La sélection des caractéristiques en anglais "Features Selection" est le processus qui 

sélectionne automatiquement ou manuellement les caractéristiques qui contribuent le plus 

à la variable de prédiction. Le fait d’avoir des caractéristiques non pertinentes dans les 

données peut diminuer la précision des modèles d’apprentissage automatique [221]. Les 

principales raisons d’utiliser la sélection de fonctionnalités sont : 

 Il permet à l’algorithme d’apprentissage automatique de s’entraîner plus rapidement. 

 Il réduit la complexité d’un modèle et le rend plus facile à interpréter. 

 Il améliore la précision d’un modèle si le bon sous-ensemble est choisi. 

(Éq. 5-2) 

(Éq. 5-3) 
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 Il réduit le surapprentissage « Overfitting ». 

Les méthodes courantes de « Features selection » sont [222] : 

 Sélection univariée (Univariate Selection) ; 

Les tests statistiques peuvent aider à sélectionner les entités indépendantes qui ont la 

relation la plus forte avec l’entité cible dans votre jeu de données. Par exemple, le test 

du chi-squared. 

 Importance de la fonctionnalité (Feature Importance) ; 

« Feature Importance » donne un score pour chaque caractéristique de données. Plus le 

score est élevé, plus cette caractéristique est importante ou pertinente pour votre 

caractéristique cible. « Feature Importance » est une classe intégrée fournie avec des 

classificateurs basés sur des arbres « Tree » tels que : les classificateurs de forêts 

aléatoires et les classificateurs d’arbres supplémentaires (Random Forest Classifiers) et 

(Extra Tree Classifiers). 

 Matrice de corrélation (Correlation Matrix Heatmap) ; 

La corrélation montre comment les entités sont liées les unes aux autres ou à l’entité 

cible. La corrélation peut être positive (une augmentation d’une valeur de la 

caractéristique augmente la valeur de la variable cible) ou négative (une augmentation 

d’une valeur de la caractéristique diminue la valeur de la variable cible). 

 Extraire les caractéristiques (Features engineering) 

« Features engineering » fait référence à un processus de sélection et de transformation de 

variables/caractéristiques dans l’ensemble de données lors de la création d’un modèle 

prédictif à l’aide de l’apprentissage automatique. Par conséquent, il faut extraire les 

fonctionnalités de l’ensemble de données brutes collectées avant d’entraîner les données 

dans des algorithmes d’apprentissage automatique. Sinon, il sera difficile d’obtenir de 

bonnes informations sur vos données [223]. 

Cette méthode a deux objectifs. La première consiste à préparer l’ensemble de données 

d’entrée approprié, compatible avec les exigences de l’algorithme d’apprentissage 

automatique. Le second est d’améliorer les performances des modèles d’apprentissage 

automatique. 
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 Transformer les données 

Les algorithmes d’apprentissage automatique tels que la régression linéaire et Gaussian 

Naive Bayes supposent que les variables numériques ont une distribution de probabilité 

gaussienne. 

Les données peuvent ne pas avoir une distribution gaussienne et à la place avoir une 

distribution de type gaussienne (par exemple, presque gaussienne mais avec des valeurs 

aberrantes ou une asymétrie) ou une distribution totalement différente (par exemple, 

exponentielle) [224]. 

En tant que tel, il est possible d’obtenir de meilleures performances sur un large éventail 

d’algorithmes d’apprentissage automatique en transformant les variables d’entrée et/ou de 

sortie pour avoir une distribution gaussienne ou plus gaussienne. Les transformations de 

puissance telles que la transformation Box-Cox et la transformation Yeo-Johnson 

fournissent un moyen automatique d’effectuer ces transformations sur les données et sont 

fournies dans la bibliothèque d’apprentissage machine Python scikit-learn [225]. 

 Clustering  

Le clustering peut être considéré comme le problème d’apprentissage non supervisé le plus 

important ; ainsi, comme tout autre problème de ce genre, il s’agit de trouver une structure 

dans une collection de données non étiquetées. Une définition vague du clustering pourrait 

être « le processus d’organisation d’objets en groupes dont les membres sont similaires 

d’une manière ou d’une autre ». Un cluster est donc un ensemble d’objets « similaires » 

entre eux et « dissemblables » aux objets appartenant à d’autres clusters [226]. 

L’objectif du clustering est de déterminer le regroupement interne dans un ensemble de 

données non étiquetées. Mais comment décider ce qui constitue un bon clustering ? On 

peut montrer qu’il n’y a pas de critère absolu de « meilleur » qui serait indépendant de 

l’objectif final du clustering. Par conséquent, c’est l’utilisateur qui doit fournir ce critère, 

de manière à ce que le résultat du regroupement corresponde à ses besoins. 

 

2.2 Amélioration de la performance basée sur les méthodes d’exploitation 

Il existe plusieurs algorithmes ML possibles et plusieurs “machine learning models” le choix 

du bon algorithme d’apprentissage automatique dépend de nombreux facteurs tels que problème 

traité et le type de sortie que vous souhaitez, le type et la taille des données, le temps de calcul 

disponible, le nombre des attributs, les ressources de calcul et de stockage, etc. Pour choisir un 
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modèle prédictif après avoir choisi le contexte approprié, il est nécessaire d’essayer un nombre de 

modèles jusqu’à trouver le bon modèle qui donne de bons résultats [227]. Il existe également 

plusieurs techniques qui peuvent être appliquées à l’algorithme, notamment :  

 Méthode de rééchantillonnage 

La méthode de rééchantillonnage est un outil nécessaire pour mieux exploiter les données 

d’apprentissage. L’apprentissage des paramètres d’une fonction de prédiction sur des 

données et de faire le test sur les mêmes données est une erreur méthodologique : un 

modèle qui ne répéterait que les étiquettes des échantillons qu’il vient de voir aurait un 

score parfait, mais ne prédirait rien utile sur des données non publiées [228]. La validation 

croisée « cross-validation » est la technique la plus efficace pour effectuer cette tâche. Dont 

les données sont divisées en des ensembles pour l’apprentissage, la validation et les tests. 

Pour estimer les performances du modèle, nous utilisons souvent certaines des données 

pour l’entraînement et en conservons une partie pour les tests, alors les performances du 

modèle sur les données de test sont représentatives [229]. 

 Métrique d’évaluation 

L’évaluation des performances de l’algorithme de ML est une partie essentielle de tout 

projet de ML. Nous ne pouvons pas dire si un modèle est bon ou non si nous ne le jugeons 

pas en utilisant l’une des métriques d’évaluation distinctes qui capte le mieux les exigences 

du problème. Le modèle peut donner des résultats satisfaisants lorsqu’il est évalué à l’aide 

d’une métrique, par exemple precision_score (Accuracy_score), mais peut donner des 

résultats faibles lorsqu’il est évalué par rapport à d’autres métriques telles que 

Logarithmic_loss ou toute autre métrique de ce type. La plupart du temps, nous utilisons la 

précision et l’accuracy pour mesurer les performances de nos modèles, mais cela ne suffit 

pas pour vraiment juger le modèle [230]. Voici quelques métriques qui peuvent être 

utilisées pour juger un modèle de ML : 

 Classement de précision (Classification Accuracy) 

 Perte logarithmique (Logarithmic Loss) 

 Matrice de confusion (Confusion Matrix) 

 Aire sous la courbe (Area under Curve) 

 Score F1 

 Erreur absolue moyenne (Mean Absolute Error) 

 Erreur quadratique moyenne (Mean Squared Error) 
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 Performance référentielle 

L’une des méthodes pour mieux évaluer et comparer les algorithmes de ML 

d’apprentissage automatique est le Baseline, il s’appuie sur la création d’une performance 

de base sur un problème de modélisation prédictive défini comme un modèle simple utilisé 

comme un point de référence. Cette Baseline fournit un point de comparaison pour les 

méthodes plus avancées sujet de l’évaluation plus tard [231]. Les deux algorithmes de 

Baseline les plus couramment utilisés sont : 

 Algorithme aléatoire: L’algorithme de prédiction aléatoire prédit un résultat aléatoire 

tel qu’observé dans les données d’apprentissage. C’est peut-être l’algorithme le plus 

simple à mettre en œuvre. Cela nécessite que vous stockiez toutes les valeurs de résultat 

distinctes dans les données d’entraînement, ce qui peut être important pour les 

problèmes de régression avec de nombreuses valeurs distinctes. 

 Algorithme zero-rule : L’algorithme de règle zéro (Zero-rule) est une meilleure base 

de référence que l’algorithme aléatoire. Il utilise plus d’informations sur un problème 

donné pour créer une règle afin de faire des prédictions. Cette règle est différente selon 

le type de problème. 
 

 Test de quelques algorithmes linéaires 

Ces types des algorithmes sont les plus connus et bien compris en statistiques et en 

apprentissage automatique, faciles à construire et à entrainer rapidement. 

Dans le cas où ces algorithmes linéaires donnent des résultats prédictifs importants, elles 

doivent être privilégiées, car elles sont plus faciles à améliorer ou à modifier. Le processus 

d’évaluation est toujours important pour déterminer les algorithmes linéaires les plus 

efficaces et améliorer les algorithmes s’ils sont faibles [232]. 

 Test de quelques algorithmes non-linéaires 

Ce type d’algorithme diffère des autres, car il a besoin de beaucoup de données pour bien 

fonctionner et donner de bons résultats, il est plus complexe, mais donne de bons résultats 

dans la plupart des cas. Son évaluation est également un élément essentiel pour connaître 

le degré d’apprentissage et faire des améliorations si nécessaires [233]. 
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 Configuration standard  

Chaque algorithme, quel que soit son type, a besoin de paramètres de base pour commencer 

à apprendre et à prédire. À ce stade, rien n’est modifié dans la configuration de 

l’algorithme, mais nous devons connaître les paramètres afin de pouvoir les modifier pour 

obtenir de meilleurs résultats et de pouvoir résoudre le problème. 

 

2.3 Amélioration de la performance issue des réglages du modèle 

Les algorithmes de machine learning sont pilotés par des paramètres. Ces paramètres 

influencent majoritairement le résultat du processus d’apprentissage. L’objectif du réglage des 

paramètres est de trouver la valeur optimale pour chaque paramètre afin d’améliorer la précision 

du modèle [234]. Pour régler ces paramètres, vous devez avoir une bonne compréhension de ces 

significations et de leur impact individuel sur le modèle. Vous pouvez répéter ce processus avec 

un certain nombre de modèles performants. 

Par exemple : dans un algorithme de « random forest », nous avons divers paramètres comme 

max_features, number_trees, random_state, oob_score et autres [235]. L’optimisation intuitive de 

ces valeurs de paramètres se traduira par des modèles meilleurs et plus précis. Concernant un CNN, 

les paramètres à définir sont : nombre, taille, déplacement des filtres, choix de la méthode de 

Pooling, choix du nombre de couches de neurones, nombre de neurones par couches, etc. [236]. 

 Diagnostics des algorithmes 

L’utilisation de la courbe d’apprentissage est un moyen pour diagnostiquer un modèle de 

machine learning, cette courbe est un graphique des performances d’apprentissage d’un 

modèle au fil de l’expérience ou du temps. Il s’agit d’un outil de diagnostic largement 

utilisé dans l’apprentissage automatique pour les algorithmes qui apprennent de manière 

incrémentielle à partir d’un ensemble de données d’entraînement. Le modèle peut être 

évalué sur l’ensemble de données d’entraînement et sur un ensemble de données de 

validation après chaque mise à jour pendant l’entraînement et des tracés des performances 

mesurées peuvent être créés pour montrer les courbes d’apprentissage. 

L’examen des courbes d’apprentissage des modèles pendant l’apprentissage peut être 

utilisé pour diagnostiquer des problèmes d’apprentissage, tels qu’un modèle sous-adapté 

ou surajusté, ainsi que pour déterminer si les ensembles de données d’apprentissage et de 

validation sont suffisamment représentatifs [237]. Les courbes d’apprentissage sont 

largement utilisées dans l’apprentissage automatique pour les algorithmes qui apprennent 
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(optimisent leurs paramètres internes) de manière incrémentielle au fil du temps, tels que 

les réseaux de neurones. 

La métrique utilisée pour évaluer l'apprentissage pourrait être maximisée, ce qui signifie 

que de meilleurs scores (plus grands nombres) indiquent plus d'apprentissage. Nous 

donnons ici un exemple de précision de classification. Il est plus courant d'utiliser un score 

qui minimise, comme une perte ou une erreur, où de meilleurs scores (chiffres plus 

petits)[238]. 

 Utilisation de la configuration citée dans la littérature 

Le moyen le plus simple et le plus efficace pour commencer la configuration d’un modèle 

machine learning consiste à s’appuyer sur les paramètres cités dans la littérature, qui ont 

déjà été testés et se sont avérés efficaces pour un problème particulier. Ces paramètres 

peuvent donc servir de point de départ pour configurer un modèle performant. 

 Optimisation des hyperparamètres 

Les modèles d’apprentissage automatique ont des hyperparamètres. Ces hyperparamètres 

sont des points de choix ou de configuration qui permettent de personnaliser un modèle 

d’apprentissage automatique pour une tâche ou un ensemble de données spécifique. Les 

paramètres sont différents des hyperparamètres. Les paramètres sont appris 

automatiquement ; les hyperparamètres sont définis manuellement pour aider à guider le 

processus d’apprentissage. 

Il est souvent nécessaire de rechercher un ensemble d’hyperparamètres qui se traduisent 

par les meilleures performances d’un modèle sur un ensemble de données. C’est ce qu’on 

appelle l’optimisation des hyperparamètres, le réglage des hyperparamètres ou la recherche 

des hyperparamètres [239]. 

Une gamme d’algorithmes d’optimisation différents peut être utilisée, bien que deux des 

méthodes les plus simples et les plus courantes soient la recherche aléatoire et la recherche 

par grille. 

Recherche aléatoire. Définissez un espace de recherche en tant que domaine délimité de 

valeurs d’hyperparamètres et échantillonnez au hasard des points dans ce domaine. 

Recherche de grille. Définissez un espace de recherche en tant que grille de valeurs 

d’hyperparamètres et évaluez chaque position dans la grille. 
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2.4 Amélioration de la performance tirée des méthodes ensemblistes 

L’une des méthodes utilisées pour améliorer les performances des modèles machine learning 

consiste à combiner un ensemble de prédictions provenant de plusieurs modèles de ML. Aussi 

différents modèles peuvent être combinés, chacun avec des résultats différents sur un problème, 

chaque modèle peut être spécialisé dans un processus particulier ou dans une partie particulière de 

l’apprentissage automatique [240]. 

 Fusionner les prédictions de plusieurs modèles 

Un élément clé de l’amélioration des performances consiste à combiner les prédictions de 

plusieurs modèles. C’est par la combinaison des prédictions que l’on obtient le bénéfice de 

la méthode d’apprentissage d’ensemble, à savoir une meilleure performance prédictive. 

La manière dont les prédictions sont combinées dépend des modèles qui font des 

prédictions et du type de problème de prédiction [241]. Par exemple, la forme des 

prédictions faites par les modèles correspondra au type de problème de prédiction, comme 

la régression pour prédire les nombres et la classification pour prédire les étiquettes de 

classe. De plus, certains types de modèles peuvent uniquement prédire une étiquette de 

classe ou une distribution de probabilité de classe, tandis que d’autres peuvent prendre en 

charge les deux pour une tâche de classification. 

 Fusionner les prédictions obtenues sur différentes représentations de données 

Au cours de ce processus, un ensemble de représentations de données est créé après le 

processus d’extraction des caractéristiques (Features extraction) l’apprentissage est 

effectué sur les représentations de données par un modèle pour chaque représentation. Cette 

méthode nous permet d’obtenir des résultats multiples pour le problème de l’étude en 

fonction de la multiplicité des représentations de données, le résultat final est obtenu après 

la combinaison des prédictions pour obtenir un résultat de prédiction de performance de 

plus [242]. 

 Fusionner les prédictions obtenues sur différents échantillons de données(Bagging) 

Cette technique est utile à la fois pour la régression et la classification statistique. Bagging 

est utilisé avec les arbres de décision, où il augmente considérablement la stabilité des 

modèles en améliorant la précision et en réduisant la variance, ce qui élimine le défi du 

surajustement (Overfitting) [243][244]. 
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Comme montré sur la figure 5-4, le Bagging est composé de deux parties : l’agrégation et 

l’amorçage (Aggregation and Bootstrapping). Le Bootstrapping est une méthode 

d’échantillonnage, où un échantillon est choisi dans un ensemble, en utilisant la méthode 

de remplacement. L’algorithme d’apprentissage est ensuite exécuté sur les échantillons 

sélectionnés. La technique de Bootstrapping utilise un échantillonnage avec remises pour 

rendre la procédure de sélection complètement aléatoire. Lorsqu’un échantillon est 

sélectionné sans remise, les sélections ultérieures de variables dépendent toujours des 

sélections précédentes, ce qui rend les critères non aléatoires. 

Les prédictions du modèle sont agrégées pour les combiner pour que la prédiction finale 

prenne en compte tous les résultats possibles [245]. L’agrégation peut être effectuée sur la 

base du nombre total de résultats ou de la probabilité de prédictions dérivées de l’amorçage 

de chaque modèle de la procédure. 

 

Figure 5- 4: Le fonctionnement de la méthode Bagging 

 Stacking 

La généralisation empilée ou « empilement » (stacking) est un algorithme d’apprentissage 

automatique d’ensemble. Cela implique de combiner les prédictions de plusieurs modèles 

d’apprentissage automatique sur le même ensemble de données, comme le bagging. 

L’architecture d’un modèle d’empilement implique deux ou plusieurs modèles de base, 

souvent appelés modèles de niveau 0 et un méta-modèle qui combine les prédictions des 

modèles de base, appelé modèle de niveau 1. Modèles de niveau 0 (Base-Models) : Les 

modèles s’adaptent aux données d’entraînement et dont les prédictions sont compilées. 

Modèle de niveau 1 (Méta-modèle) : modèle qui apprend à combiner au mieux les 

prédictions des modèles de base. En bref il s’agit de prédire quels sont les meilleurs 

modèles et de les pondérer [246]. Ce processus peut être répété plusieurs fois. 
 



Chapitre V: Proposition d’un modèle hybride de Deep Analytics appliqué à la détection des mauvaises herbes 

 

142 

3. Approche proposée : Modèle hybride ResNeXt-SVM 

Parmi les moyens d’amélioration de la performance dont nous avons parlé ci-dessus, nous 

avons essayée de combiner un ensemble de ces méthodes et de proposer un modèle hybride 

utilisable dans le domaine de l’agriculture. Nous avons également mené un certain nombre 

d’opérations liées à l’amélioration des performances du modèle combiné, notamment les moyens 

liés au paramétrage du modèle et à la préparation des données, diagnostics de l’algorithme, etc. 

Un certain nombre d’études impliquant des approches de deep learning ont revendiqué des 

performances de pointe dans un nombre considérable de tâches. Ceux-ci incluent, sans s’y limiter, 

la classification des images [247], le traitement du langage naturel [248], la reconnaissance vocale 

[249] et la classification de texte [250]. Les modèles utilisés dans lesdites tâches utilisent la 

fonction Softmax au niveau de la couche de classification. Cependant, des études [251] [252] ont 

pré-développé des solutions qui combinent SVM avec d’autres modèles, ce qui nous a donné l’idée 

de rechercher des solutions similaires et plus efficaces. Les études susmentionnées ont affirmé que 

l’utilisation de SVM dans une architecture de réseau de neurones artificiels (ANN) produit des 

résultats relativement meilleurs que l’utilisation de la fonction Softmax conventionnelle [251]. 

Bien sûr, un inconvénient à cette approche est la restriction à la classification binaire. Comme 

SVM vise à déterminer l’hyperplan optimal séparant deux classes dans un ensemble de données, 

un cas multinomial est apparemment ignoré. Avec l’utilisation de SVM dans une classification 

multinomiale, le cas devient un contre tous, dans lequel la classe positive représente la classe avec 

le score le plus élevé, tandis que le reste représente la classe négative.  

Les applications de l’apprentissage approfondi en agriculture sont réparties dans plusieurs 

domaines, les plus populaires étant l’identification des mauvaises herbes, la classification de la 

couverture végétale, la reconnaissance des plantes, le comptage des fruits et la classification des 

types de cultures. Les modèles de deep learning se sont multipliés et diversifiés dans la plantation 

de cultures, les CNN (Convolutional Neural Networks) ont pris la plus grande part, ses modèles 

dérivés tels que le ResNeXt ont été utilisés dans ce domaine et se sont avérés utiles [253]. SVM 

est aussi présent dans ces processus liés à la détection des mauvaises herbes avec de bons résultats. 

En examinant les sources de données utilisées pour former le modèle d’apprentissage pour chaque 

étude faite dans ce domaine, ils ont principalement utilisé de grands ensembles de données 

d’images, contenant dans certains cas des milliers d’images. Certaines de ces images proviennent 

de sources bien connues et accessibles au public telles que PlantVillage, LifeCLEF, MalayaKew 
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et UC Merced [153]. En revanche, les auteurs en ont produit d’autres pour leurs besoins de 

recherche.  

Comme montré dans les parties précédentes, la plupart des travaux de recherche ont utilisé des 

architectures CNN pour créer des modèles de deep learning qui détectent les mauvaises herbes. En 

outre, ils les ont comparés à d’autres modèles en termes de précision et d’erreur. D’autres critères 

de comparaison ont montré qu’il y a toujours un besoin d’un modèle plus solide en termes de temps 

d’apprentissage et de précision. Toutes les informations ci-dessous ainsi les résultats obtenus 

montrent les raisons de choix et pourquoi ces deux modèles ResNeXt et SVM ont été choisis pour 

les assembler, ainsi expliquent l’approche que nous avons proposée comme alternative aux 

méthodes traditionnelles. 

3.1 Méthodes et outils 

Dans cette étude, nous avons utilisé un ensemble de techniques et de méthodes qui ont une 

relation directe avec le deep learning, où nous avons utilisé les bibliothèques de Keras et 

TensorFlow pour Python afin de construire et entraîner notre modèle, nous avons utilisé 

Tensorboard pour évaluer ses performances, nous utilisé un ensemble de données pour mener 

l’apprentissage [254]. Nous discuterons de cette approche qui combine ResNeXt et SVM afin 

d’obtenir un meilleur résultat. 

3.2 Dataset 

L’ensemble de données est l’un des facteurs importants affectant la qualité des modèles 

d’entraînement et chaque fois que nous avons un grand ensemble de données bien préparé, nous 

avons une précision d’entraînement élevée [203]. L’ensemble de données utilisé lors de cette 

expérience est un ensemble de données que nous avons précédemment utilisé lors d’une étude sur 

la détection d’objets qui identifie les mauvaises herbes à l’aide de CNN [175] (figure 5-5). Nous 

avons ajouté d'autres images du même type obtenues à partir de datasets d’images publiques sur 

internet, nous utilisons également des images synthétiques. 
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Figure 5- 5: Le jeu de données utilisé dans notre expérience 

Selon le rapport scientifique DeepWeeds [255], Olsen a confirmé que nous avions besoin de plus 

de 17509 images pour obtenir des résultats plus précis, nous avons donc essayé d'obtenir ce nombre 

d'images pour découvrir la capacité réelle de notre modèle. Le dataset contient 16000 images de 

quatre types de mauvaises herbes ; ces images sont collectées dans des champs de blé avec un 

appareil photo Canon professionnel EOS 700D. Cela offre de grands ensembles de données de 

différentes espèces destinées à la communauté scientifique pour atteindre les objectifs de la science 

des données. Nous avons ajouté des images du même type d'herbes proviennent du dataset public 

publié sur la plateforme Kaggle. Nous avons apporté les opérations de prétraitement et 

d'augmentation des données que nous avons vues au chapitre 4 pour avoir plus d'images 

appartenant à quatre classes différentes. 

3.3 Réseau de neurones ResNeXt 

ResNeXt hérité de ResNet, VGG et Inception, proposé par Xie et al. [256], ResNeXt inclut 

des raccourcis du bloc précédent au bloc suivant, empilant les couches et adaptant la stratégie de 

division-transformation-fusion (Split-transform-merge). Pour bien comprendre comment 

fonctionne Resnext, nous devons savoir comment fonctionnent ResNet, VGG et Inception. ResNet 

se caractérise par l’introduction d’un raccourci de la couche précédente à la couche suivante, 

VGG : tirer parti des couches répétées pour créer un modèle d’architecture approfondie, Inception 

repose sur le principe de « Split-transform-merge » pour diviser l’entrée en plusieurs blocs et 
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fusionner des blocs plus tard. Nous concluons de tout cela que le principe de ResNeXt est 

d’empiler les mêmes blocs de topologie.  
 

Au sein du bloc résiduel, les hyperparamètres (largeur et tailles de filtre) sont partagés. 

L’architecture de base de ResNeXt est définie par la règle ; si les blocs produisent des cartes 

spatiales de même dimension, ils partagent le même ensemble d’hyperparamètres et si la carte 

spatiale est sous-échantillonnée d’un facteur 2, la largeur du bloc est multipliée par un facteur 2. 

Cela le rend structuré avec le bloc de construction montrée sur la figure 5-6. 

Figure 5- 6: Une vue comparative entre les paramètres de ResNet et ceux de ResNeXt 

La cardinalité est introduite par les auteurs, cela signifie la taille de l’ensemble des transformations. 

Reportons-nous à la figure 5-7, l’architecture comprend 8 blocs de topologie identiques, la valeur 

de cardinalité est donc de 8. En raison de l’utilisation de la même topologie, moins de paramètres 

sont requis tandis que davantage de couches sont ajoutées à cette architecture.  
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Figure 5- 7: À gauche : Architecture de ResNet et à droite : Architecture de ResNeXt 

Il existe de nombreuses variantes de l’architecture ResNeXt, c’est-à-dire le même concept, mais 

avec un nombre de couches différentes et paramètres différents. ImageNet a été utilisé pour 

montrer l’amélioration de la précision lorsque la cardinalité est prise en compte plutôt que la 

largeur/profondeur, la figure 5-8 suivante compare ResNeXt50 et ResNeXt 101 avec de différents 

paramètres [256][257]. 

 

Figure 5- 8: Différents paramètres de modèles de complexité 2×2 

ResNeXt-50 et ResNeXt-101 ont de faibles erreurs lorsque la cardinalité est élevée, de plus, ces 

réseaux comportent bien dans les problèmes qui utilisent les images C'est l'une des autres raisons 

pour lesquelles nous nous sommes appuyés sur le choix de ResNeXt50 dans cette expérience 

scientifique, dont nous discuterons ses détails dans la partie suivante. 
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Par ailleurs, dans les problèmes utilisant les réseaux de neurones, il est standard d’utiliser Softmax 

pour la classification. Softmax est implémenté via une couche de réseau de neurones juste avant 

la couche de sortie. En particulier, la couche Softmax doit avoir le même nombre de nœuds que la 

couche de sortie. Pour bien comprendre le fonctionnement de cette fonction. Soit h l'activation des 

nœuds de l'avant-dernière couche, W est le poids reliant l'avant-dernière couche à la couche 

Softmax, l'entrée totale dans une couche Softmax, donnée par l’équation (5-4), est : 

𝑎𝑖 =∑ℎ𝑘𝑊𝑘𝑖

𝑘

 

La Softmax donne comme sortie une distribution de probabilité discrète donnée par l’équation (5-

5). 

𝑝𝑖 =
exp⁡(𝑎𝑖)

∑ exp⁡(𝑎𝑗)
𝑘
𝑗

 

Cette distribution de probabilité est utilisée pour prédire les résultats utilisant argmax, où 

l’argmax est la fonction qui renvoie le rang pour lequel le maximum est atteint.  La classe prédite 

î serait (Éq. 5-6): 

= 𝑎𝑟𝑔𝑖max𝑝𝑖 
= 𝑎𝑟𝑔𝑖max𝑎𝑖 

D’une manière générale, Softmax interprète plutôt les résultats comme des probabilités pour 

chaque classe. 

 

3.4 Machine à vecteurs de support (SVM)  

La machine à vecteurs de support (SVM) a été développée par Vapnik [258] pour la 

classification binaire. Son objectif est de trouver l’hyperplan optimal 𝑓(𝑤, 𝑥) = 𝑤. 𝑥 + 𝑏 pour 

séparer deux classes dans un jeu de données donné, avec des caractéristiques 𝑥 ∈ 𝑅𝑚. 

SVM apprend les paramètres w en résolvant un problème d’optimisation (Éq. 5-7). 

  '

1

1
min max 0,1

p
t T

i i

i

w w c y w x b
p 

                  

Où 𝑤𝑇et 𝑤 est la norme de Manhattan (également appelée norme 𝐿1), 𝐶 est le paramètre de 

pénalité (peut être une valeur arbitraire ou une valeur sélectionnée valeur à l’aide de l’optimisation 

des hyperparamètres), 𝑦′ est l’étiquette réelle et 𝑤𝑇𝑥 + 𝑏 est la fonction prédictive. L’équation 5-

7 est connue sous le nom de 𝐿1 − 𝑆𝑉𝑀, avec la perte de charnière standard. Son homologue 

différentiable, 𝐿2 − 𝑆𝑉𝑀 (Éq. 5-8) fournit des résultats plus stables [258]. 

(Éq. 5-7) 

(Éq. 5-4) 

(Éq. 5-5) 

(Éq. 5-6) 
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  
2

2 '
2

1

1
min max 0,1

p
T

i i

i

w c y w x b
p 

                  

Où ‖𝑤‖2 est la norme euclidienne (également appelée norme 𝐿2), avec la perte de charnière au 

carré. 

Compte tenu des données d'entraînement et de leurs étiquettes correspondantes (𝑥𝑛, t𝑛),  𝑛 =

1, … , 𝑁, 𝑥𝑛 ∈   ℝ𝐷 , t𝑛 ∈ {−1,1}, pour prédire l'étiquette de classe d'une donnée de test x SVM 

utilise la formule ( Éq. 5-9), cette formule donne si un nouvel exemple x appartient à la classe −1 

ou à la classe +1. 

𝑎𝑟𝑔𝑡𝑚𝑎𝑥(𝑊
𝑇
x)t 

 

Comme la formule de prédiction montre, la prédiction de la classe n’est pas encore la même que 

Softmax, car SVM de base peut prédire seulement des problèmes binaires. Toutefois, il existe des 

approches pour que SVM soit multiclasse, pour prédire plusieurs objets. La façon la plus simple 

est d'utiliser l'approche dite one-vs-rest. Pour les problèmes de k classes. Cette approche utilise un 

changement de variable de la fonction W par a, alors la sortie du SVM est désignée comme suit 

(Éq. 5-10) : 

𝑎𝑘(𝑥) = 𝑊𝑇x 

 

La fonction 𝑎𝑘   présente les différentes fonctions de classification des SVM associés aux classes 

(c’est à a dire utilise k fonction de décision ) au lieu d’une seule fonction, cette fonction détermine 

la classe de chaque entrée x. Après cette opération, la classe prédite serait (Éq. 11): 

 

𝑎𝑟𝑔𝑘max𝑎𝑘 (𝑥) 

 

À noter ici que la prédiction à l'aide de SVM multiclasse est exactement la même que l'utilisation 

d'un Softmax (Éq. 5-6), d’où la possibilité d’utilisation de SVM avec des réseaux de neurones pour 

la fonction de classification. 

 

 

 

 

 

 

 

(Éq. 5-8) 

(Éq. 5-9) 

(Éq. 5-10) 

(Éq. 5-11) 
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3.5 Détection des mauvaises herbes basé sur le modèle hybride proposé 

Dans les applications agricoles, les résultats précis des prédictions sont cruciaux, car toute 

erreur de prédiction peut entraîner des pertes énormes et un gaspillage d’herbicide. Ainsi, pour 

améliorer encore la précision de la prédiction, nous avons implémenté l’apprentissage incrémentiel 

de la reconnaissance de formes. Le modèle de base appliqué ici, comme le montre la figure 5-9, 

est à base de ResNeXt-50 est utilisé pour l’extraction de caractéristiques des images appartiennent 

aux 4 classes. Les caractéristiques extraites sont ensuite classées par le classificateur linéaire SVM 

qui prédit si une image est une mauvaise herbe nuisible ou ne pas. Ceci s'ajoute bien sûr aux autres 

étapes nécessaires à tout apprentissage d'algorithmes, dont nous avons longuement parlé dans les 

parties précédentes (prétraitements, data-augmentation…). Ce réseau proposé, selon les dernières 

publications scientifiques, n’a pas encore été abordé.  
 

 
Figure 5- 9:  Le modèle hybride proposé 

Concernant les paramètres utilisés, on peut citer une taille de lot de 4 (Batch Size), la fonction 

d’activation est ReLU et Softmax, l’optimiseur est Adam. Le modèle est entraîné sur notre jeu de 

données et la partie suivante discute des résultats obtenus. 
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3.6 Résultats et discussion 

Comme la taille de l’ensemble de données est moyenne, nous avons effectué une 

augmentation des données pour obtenir des résultats fiables. L’accuracy a été améliorée par 

l’architecture hybride ResNeXt-SVM qui a donné des résultats exceptionnellement fiables d’une 

précision de 98% pour la détection de mauvaises herbes, comme la montrent les figures 10 et 11. 

 

 

Figure 5- 10: Les performances du modèle après l’apprentissage 

Figure 5- 11: Le taux d’erreur du modèle après l’apprentissage 

 

D’après les résultats ci-dessous, nous pouvons voir que les métriques de performance enregistrées 

dans Tensorboard ont montré une précision intéressante atteignant 98% (figure 5-10). Une erreur 
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totale a diminué à 29 % (figure 5-11). L’apprentissage de ResNeXt-SVM est plus rapide que les 

autres modèles, environ 4 heures d’apprentissage. Cela signifie que les performances du modèle 

peuvent toujours s’améliorer à chaque époque. Les prédictions sur les images de test donnaient le 

même fait, la plupart des prédictions sont correctes avec un taux de 98%. 
 

Le modèle a donné une bonne précision d’entraînement(accuracy) de 98% et une précision de 

validation de 97%, ce qui est nettement supérieur à celui des autres modèles d’architecture 

ResNeXt, ResNet [116, 117, 118, 259], nous les avons comparés avec la méthode proposée en 

termes de précision. La perte d’entraînement a diminué progressivement de la valeur initiale de 

0,9 à sa valeur optimale et la plus basse de 0,28. Avec l’application de l’apprentissage incrémentiel 

où l’architecture ResNeXt est utilisée pour l’extraction de caractéristiques en profondeur et le 

classificateur linéaire SVM est utilisé pour la classification, les résultats sont très précis par rapport 

à toutes les méthodes utilisées dans notre étude. Il a donné une meilleure précision de validation 

et une meilleure précision d’entraînement. Ainsi, notre modèle proposé ResNeXt-SVM donne des 

prédictions très précises et fiables de la détection des mauvaises herbes sur les images de test. 

Nous avons comparé notre approche avec les modèles de base dont nous avons discuté dans les 

travaux connexes. Le tableau 5-1 montre l’accuracy de chaque modèle, ainsi le résultat de notre 

modèle, le modèle hybride donné une précision importante par rapport aux résultats des modèles 

de comparaison ResNet et ResNeXt. 

Tableau 5- 1. Comparaison des résultats obtenus avec ceux de ResNet et ResNeXt. 

Description du problème de recherche Données Modèle Résultat 

Détection et classification des 

adventices dans la culture 

Des images de cultures 

captées avec un drone 

ResNet 95,1% 

ResNeXt 97,4% 

ResNeXt-SVM 98% 

 

La méthode de classification des mauvaises herbes proposée a trois contributions majeures par 

rapport aux méthodes existantes comme suit. 

Première contribution : À notre connaissance, il s’agit de la première application du modèle 

combiné de ResNeXt et SVM dans la classification des mauvaises herbes. Ce modèle de 

combinaison peut utiliser efficacement les caractéristiques temporelles et spatiales de 

l’information pour obtenir de meilleurs résultats de classification. 
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Deuxième contribution : En utilisant la méthode pré-entraînée du modèle ResNeXt, ses poids 

choisis sont proches d’un bon optimum local, de sorte qu’ils sont maintenus dans une plage de 

gradient élevé et qu’ils peuvent être efficacement affinés. 

Troisième contribution : le modèle de ResNeXt-SVM est plus efficace pour la détection des 

mauvaises herbes, simple à implémenter, avec une précision d’environ 98%. Nous pouvons donc 

l’utiliser dans un système de détection de mauvaises herbes robotisé basé sur Raspberry Pi4. Cela 

contribuera à détecter les adventices en temps réel pour réaliser une pulvérisation localisée des 

adventices au lieu de les propager à grande échelle, ce qui sera bénéfique au niveau de la quantité 

de l'herbicide exploitée et protège l’environnement et fait gagner du temps, ce sera une prise de 

décision automatisée sans aucune intervention humaine. 

4. Conclusion 

L'agriculture intelligente et de précision englobe plusieurs domaines d'application, dont les 

plus populaires sont la détection des maladies des plantes et des feuilles, la classification de la 

couverture végétale, la reconnaissance des plantes et l'identification des mauvaises herbes. 

L'adoption et le développement de l'agriculture de précision nécessitent de nouveaux modèles de 

deep learning. Dans ce chapitre, nous avons proposé un classificateur hybride à base d’une 

combinaison équilibrée de deep learning et d’apprentissage automatique qui a été mis en œuvre 

pour l’extraction de caractéristiques et la détection des mauvaises herbes dans les champs 

agricoles. Notre modèle suggéré est très précis par rapport à d’autres architectures de deep learning 

standard en termes de précision et de plusieurs autres métriques d’évaluation. Le modèle hybride 

ResNeXt-SVM pourrait fournir des résultats précis, le résultat obtenu par la méthode proposée est 

de 98%, ce qui est supérieur au ResNet et au ResNeXt dont les résultats de précision sont 

respectivement de 95,1% et 97,4%. Ainsi, le modèle proposé peut-il être appliqué sur n’importe 

quel type et sur n’importe quelle taille de datasets liés à des domaines qui nécessitent des décisions 

très précises. Cependant, la précision du modèle peut être encore améliorée en appliquant des 

méthodes d’équilibrage de classe de l’apprentissage automatique. Ainsi, ce modèle est susceptible 

de donner des résultats prometteurs pour la détection des mauvaises herbes basée sur l’application 

des technologies de pointe de l’intelligence artificielle. 
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Le 16 décembre 2021, une volonté commune de renforcer la coordination pour une 

transformation digitale au service du développement du secteur agricole a été concrétisée par la 

tenue d’une réunion de travail à laquelle ont assisté le ministre de l’Agriculture, de la Pêche 

Maritime, du Développement Rural et des Eaux et Forêts et la Ministre de la Transition Numérique 

et de la Réforme de l’Administration. Cette rencontre a porté sur le dédoublement des efforts et la 

coordination entre les deux ministères en vue de l’élaboration d’un programme de travail commun 

pour renforcer les synergies nécessaires à l'essor de la transformation digitale du secteur agricole. 

Les deux acteurs ont échangé autour de la transformation digitale dans le domaine agricole et agro-

alimentaire, ainsi que les leviers prioritaires pour initier le virage vers une Agriculture 4.0 dans le 

cadre de la stratégie « Génération Green 2020-2030 », présentée par le département de 

l’agriculture. C’était également une occasion pour rappeler les chantiers transverses en 

accompagnement des différents programmes engagés pour la digitalisation des différents macro-

processus de l’agriculture au profit de la modernisation du secteur agricole et agro-industriel.  

En alignement avec cette vision, ce travail de recherche offre une contribution académique 

considérée comme étant un maillon, parmi d’autres, dans une chaine digitale de valeurs agricoles 

susceptible d’être développée davantage à travers d’autres thèses futures. Notre contribution met 

en exergue cette doctrine de transition numérique ou digitalisation du secteur agricole tirant profit 

de l’explosion numérique, boostée, d’ailleurs, par la pandémie du Covid-19 dans pratiquement 

tous les domaines. Il s’agit de repenser l’agriculture sous ses différentes composantes à l’ère du 

digital, en s’appuyant sur les nouvelles technologies de l’information et de la communication qui 

continuent de s’imposer, plus que jamais, dans le secteur agricole et agro-alimentaire, en vue d’une 

agriculture moderne, Smart et digitale. Dans cette optique, le recours à des technologies de pointe 

telles que l’Intelligence Artificielle, le « Big Data Analytics », le « Cloud Computing » ou encore 

l’internet des objets « IoT » va de pair avec l’amélioration de la performance en termes de 

production et de commercialisation dans plusieurs filières de l’agriculture à savoir : l’élevage et 

produits laitiers (bovins, ovins, caprins), l’arboriculture, l’horticulture, l’aquaculture, l’apiculture, 

les plantes aromatiques, le maraichage, le machinisme agricole, l’agriculture biologique, etc.  
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Ne pouvant guère couvrir exhaustivement ces domaines, nous nous sommes focalisés, dans 

ce travail de recherche, sur la culture des champs touchant un facteur essentiel ayant un impact 

direct sur la production agricole dans les parcelles. Il s’agit de la détection des mauvaises herbes 

qui concurrencent tout type de plantes et représentent un ennemi fatal pour l’agriculteur, en dépit 

des conditions météorologiques favorables. En effet, le recours aux différentes techniques de 

« machine learning » et plus précisément « deep learning » intégré dans une vision d’intelligence 

artificielle appliquée au domaine de la gestion des champs agricoles est susceptible de renforcer 

l’identification, la détection et la prédiction des herbes nuisibles, ainsi qu’à l’aide à la prise de 

décision quant au choix des herbicides spécifiques pouvant y faire face et réduire considérablement 

les pertes visant l’amélioration de la performance en termes de production, de rendement et de 

commercialisation.   

Pour cette fin, nous avons proposé des modèles d'apprentissage en profondeur qui peuvent 

être exploités de par leurs capacités d’entraînement et de détection dans plusieurs problèmes de 

l’agriculture. Ainsi nous avons introduit de nombreuses façons de créer, d'optimiser et d’entraîner 

d'autres modèles sur les données. Nous avons considéré, également, des solutions pratiques pour 

régulariser et améliorer les résultats. Ces contributions ont été apportées à travers un ensemble 

d'études ayant, chacune, un objectif précis intégré dans une vision globale de transformation 

digitale de l'agriculture. À l’issue de ces études, il a été constaté que les performances d'un modèle 

d'apprentissage en profondeur dépendent de nombreux facteurs tels que les caractéristiques 

techniques de la machine, le nombre de paramètres dans le réseau, le volume de données, le 

nombre de couches, etc. Or, selon une revue de littérature effectuée dans ce domaine, 

l'apprentissage en profondeur « deep learning » est utilisé essentiellement pour l’extraction des 

caractéristiques ainsi que la classification qui est réalisée, pratiquement, par la fonction 

d’activation Softmax dans divers algorithmes multi-classes tels que le CNN. En outre, nous avons 

relevé qu’un groupe de chercheurs ont changé cette fonction de classification visant l’obtention de 

meilleurs résultats, ce qui nous a représenté une source d’inspiration pour changer Softmax et le 

substituer par machine à vecteurs de support SVM (Support Vector Machine) en vue d’une 

meilleure performance. Par ailleurs, fouillant dans les algorithmes des réseaux de neurones, il nous 

a été donné de constater que le modèle ResNeXt était très peu utilisé dans notre volet de recherche 

et aurait plus d’avantages dans la détection des mauvaises herbes en comparaison avec les 

algorithmes classiques limités en termes de prédiction et de performance. Cela étant, la solution 
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proposée était de construire un modèle hybride à base d’une combinaison équilibrée de deep 

learning et d’apprentissage automatique (ResNeXt-SVM) qui a été mis en œuvre pour l’extraction 

de caractéristiques et la détection des mauvaises herbes dans les champs agricoles. Selon notre 

humble constatation, cette fusion n'a jamais été abordée par la communauté scientifique, ce qui 

reflète la touche originale attribuée à ce travail de recherche. Le nouvel algorithme proposé a été 

testé sur les problèmes de deep learning, que nous avons rencontrés dans nos expériences 

pratiques.  Il a révélé sa grande performance et capacité à distinguer les mauvaises herbes au milieu 

d’une arborescence abondante de plantes. 

En général, nous estimons que ce travail de recherche a apporté les contributions suivantes :  

 Un Benchmark des approches et techniques de digitalisation de l’agriculture ; 

 Une étude de cas pratique utilisant les données locales de la région de Béni Mellal-

Khénifra, ayant mis en relief la valeur ajoutée de l’IA, à travers l’entraînement de quelques 

modèles de DL, pour une Smart détection des mauvaises herbes intégrée dans une vision 

de transformation digitale de l’agriculture ; 

 Renforcement et amélioration de quelques algorithmes de deep learning au profit de la 

détection des mauvaises herbes dans les champs agricoles ; 

 Proposition d’un modèle hybride ResNeXt-SVM basé sur une combinaison de modèles de 

deep learning pour la détection des mauvaises herbes. 

Ce travail de recherche s’est vu contrarié par des difficultés et limites liées essentiellement 

aux tailles et types des données traitées. En outre, nous avons heurté des difficultés pour obtenir 

des données réelles officielles locales utiles aux entraînement des modèles, car les mauvaises 

herbes diffèrent d'une région à l'autre, selon le climat, la terre et d'autres facteurs. Nous ajoutons 

également les difficultés de la préparation des données qui prend énormément de temps, ainsi la 

préparation et l’apprentissage des modèles nécessite un environnement matériel puissant sans 

oublier que la bonne configuration du modèle appliqué demande une longue durée et beaucoup 

d'efforts. En effet le processus de développement d'algorithmes de deep learning peut prendre des 

mois en vain. 

En perspective, bien que les objectifs visés initialement, soient atteints, ce travail est loin 

d’être complet et nécessite de la continuité et de la prolifération des efforts pour ressortir des 

modèles hybrides typiques basés, éventuellement, sur d’autres algorithmes en vue d’une projection 
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adaptative sur différentes filières de l’agriculture telles que l'identification des ravageurs, des 

maladies, la classification des cultures, l’identification des stages de croissance des cultures, 

l’évaluation de l’occupation du sol, le comptage des animaux, etc. Nous sommes également 

impatients de publier les datasets que nous avons préparées dans ces expériences, qui contiennent 

des images de mauvaises herbes de notre région, pouvant être utilisées par la communauté 

scientifique. Mieux encore, l’implémentation de ces modèles dans un système embarqué à base de 

Raspberry pourrait assurer la détection et l’identification des mauvaises herbes en temps réel, en 

vue d’une bonne gestion de la culture et optimisation des charges pour une meilleure production 

dans les parcelles agricoles. 
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